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RESUMO 

Neste trabalho estudamos a Aplicação do Método de Região de Confiança (para Otimização 

irrestrita) ao algoritmo Backpropagation, com o objetivo de acelerar o aprendizado e obter 

maior robustez em sua convergência. Foi efetuado um teste comparativo com o algoritmo 

original e a variante RPROP (proposta em 1993), utilizando cinco problemas : ou exclusivo 

(XOR), codificadores 10-5- 10 e 20- 10-20, classificação de eletrofácies e previsão de preços 

de derivados de petróleo. 
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In this work we study the application of the Tmst Region Method (in Unconstrained 

Optimization) to Backpropagation algorithm. Our goal is to accelerate the learning and to 

obtain more robustness in convergence. We do a comparative test with the original algorithm 

and the RPROP variation (introduced in 1993), using five benchmark problems : exclusive or 

(XOR), 10-5- 10 and 20-1 0-20 encoders, eletrofacies identification and prediction of the price 

of oil products in the international market. 
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Capítulo I 

Introdução 

Em 1990, tive a oportunidade de participar do primeiro Curso de Especialização 

em Redes Neuronais (CERN), ministrado na Petrobrás pelo Prof Manoel Tenorio, da Purdue 

University. O curso tinha o objetivo de formar técnicos capazes de aplicar a tecnologia de 

redes neuronais na resolução de problemas na área de petróleo. 

Ao final do curso, foram propostos diversos projetos (MORAES, 1990; 

CARDADOR, 1990; GOLDSCHMIDT, 1991; MELO, 1991; SATUF, 1993), entre os quais 

estava o de Classificação de Eletrofácies (RODRIGUES e QUEIROZ NETO, 1991; 

QUEIROZ NETO e RODRIGUES, 199 1; RODRIGUES e QUEIROZ NETO, 1992), que 

desenvolvi em conjunto com Fernando da Silva Rodrigues, físico do Departamento de 

Exploração (DEPEX). Ao longo do projeto, observamos os problemas existentes com o 

algoritmo backpropagation, tais como o elevado tempo de treinamento e a dificuldade de 

ajustar a taxa de aprendizado. Isto despertou a curiosidade com relação ao algoritmo, levando 

a estudos que culminaram nesta tese de mestrado. 

As redes neuronais pertencem a linha conexionista da Inteligência Artificial, cujo 

objetivo é desenvolver sistemas "inteligentes", a partir de modelos baseados nos neurõnios do 

cérebro. No Capítulo I1 é apresentada uma visão geral das redes neuronais, incluindo sua 

origem, estrutura e principais regras de aprendizado. 

Entre os diversos paradigmas de redes neuronais, o mais aplicado é, sem dúvida, o 

algoritmo backpropagation. Ele tem sido usado nas mais variadas tarefas, como : 

reconhecimento de voz, previsão no mercado de ações, identificação de rochas, etc. 

O algoritmo backpropagation, no entanto, tem alguns problemas : o tempo de 

"aprendizado", com freqüência, é bastante elevado, e o algoritmo possui parâmetros (taxa de 



aprendizado e momento) cujo ajuste não é trivial, sendo defhidos via tentativa e erro. Assim, 

têm sido estudadas diversas variantes, objetivando solucionar os problemas citados. No 

Capítulo III, o algoritmo é descrito, apresentando as expressões de atualização dos pesos e 

principais variantes hoje existentes. 

O algoritmo original se baseia em um método de otirnização de primeira ordem 

(método do gradiente), onde é efetuado um passo de tamanho fxo  (taxa de aprendizado), na 

direção oposta a do gradiente. Assim, algumas variantes propostas utilizam métodos de 

segunda ordem, na tentativa de acelerar a convergência. Em uma dessas variantes, proposta 

por BECKER e Le CUN (1989), devido a alguns problemas encontrados, sugere-se que a 

aplicação de uma estratégia que concilie o método de Newton com o método do gradiente 

poderia trazer bons resultados. Como esta é uma das características do Método de Região de 

Confiança, decidiu-se estudar a aplicação deste método ao algoritmo backpropagation. 

O Método de Região de Confiança é descrito no Capítulo IV, sendo mostradas as 

estratégias existentes para o cálculo do passo ("hook step", "dogleg" e "double dogleg"), com 

alguns exemplos. 

O Capítulo V apresenta os resultados encontrados na aplicação do Método de 

Região de Confiança ao algoritmo backpropagation. Para avaliar o desempenho da variação 

proposta, foram codificados os seguintes algoritmos : backpropagation e RPROP 

(RIEDMILLER e BRAUN, 1993), sendo este último a mais recente variante encontrada na 

literatura. Cada algoritmo foi testado em cinco tarefas : "ou exclusivo" (XOR), codificadores 

10-5-10 e 20-10-20 VAHLMAN, 1988), classifícação de eletrofácies e previsão de preços de 

derivados de petróleo (MELO, 199 1). 

Finalmente, o Capítulo VI apresenta as conclusões encontradas. 



Capitulo I1 

Redes Neuronais 

11.1 Origem 

Segundo HECHT-NíELSEN (1990), o início da neurocomputação é 

frequentemente associado ao artigo de Warren MCCULLOCH e Walter PITTS (1943), 

embora estes autores nunca tenham mencionado usos práticos do seu trabalho. Este artigo, 

que mostrou que mesmo tipos simples de redes neuronais podiam, em princípio, calcular 

qualquer função aritmética ou lógica, foi amplamente divulgado e teve grande influência. 

Outros pesquisadores, principalmente John VON NEUMANI\ã (1 95 1, 1 %6), escreveram 

livros e artigos nos quais sugeriam que o estudo de computadores inspirados no cérebro podia 

ser interessante. Estas sugestões foram amplamente apreciadas, mas pouco de concreto 

aconteceu como resultado delas por um longo tempo. 

Em 1949, Donald HEBB escreveu um livro intitulado l%e Organization of 

Behavior, no qual perseguia a idéia de que o condicionamento psicológico clássico está 

presente em todos os animais porque é uma propriedade dos neurônios individuais. Esta idéia 

não era intrinsecamente nova, mas Hebb a desenvolveu mais do que qualquer um antes dele, 

propondo uma regra de aprendizado específica para as sinapses dos neurônios. Hebb então 

usou esta regra de aprendizado para elaborar uma explanação qualitativa de alguns resultados 

experimentais da psicologia. Isto serviu para inspirar muitos outros pesquisadores a perseguir 

este mesmo tema - o que formou a base para o advento da neurocomputação. 

O primeiro neurocomputador bem sucedido (o Perceptron Mark I) foi 

desenvolvido durante 1957 e 1958 por Frank Rosenblatt, Charles Wightman e outros 

(ROSENBLATT, 1958). Devido a sua profunda perspicácia, suas contribuições técnicas e sua 

maneira moderna de pensar sobre redes neuronais, muitos vêem Rosenblatt como o fundador 



da neurocomputação como nós a conhecemos hoje. Seu principal interesse era o 

reconhecimento de padrões. Além de inventar o perceptron, Rosenblatt também escreveu um 

dos primeiros livros sobre neurocomputação, Principles of Neurodynamics (ROSEIWLATT, 

1961) - um livro que ainda é de leitura lucrativa. 

Pouco depois de Rosenblatt, mas de importância semelhante, estava Bernard 

Widrow. Trabalhando com seus estudantes de graduação (mais notavelmente Marcian E. 

"Ted" H o c  que mais tarde veio a inventar o rnicroprocessador), desenvolveu um tipo distinto 

de rede neuronal chamado de ADALINE (WIDROW e HOFF, 1960), que era equipado com 

uma nova e poderosa regra de aprendizado que, ao contrário da regra de aprendizado do 

perceptron, está ainda sendo usada. Widrow e seus alunos aplicaram o ADALINE com 

sucesso a um grande número de problemas, e produziram vários filmes de seus sucessos. 

Widrow também fundou a primeira companhia de hardware para neurocomputadores (a 

Mernistor Corporation), que realmente produziu neurocomputadores e componentes para 

venda na primeira metade da década de 60. 

Apesar do considerável sucesso destes primeiros pesquisadores da 

neurocomputação, a área sofria de dois problemas óbvios. Primeiro, a maioria dos 

pesquisadores abordava o tema de um ponto de vista qualitativo e experimental, ao invés de 

usar um ponto de vista analítico (embora houvesse notáveis exceções, tais como Widrow). 

Esta ênfase experimental resultou em uma significativa perda de rigor científico e uma 

negligência nos conceitos que incomodava muitos cientistas e engenheiros que observavam a 

nova área. 

Segundo, uma fiação infelizmente grande dos pesquisadores da neurocomputação 

(e os jornalistas que com eles conversavam) se deixaram arrebatar pelo entusiasmo em seus 

textos e afirmações. Por exemplo, havia predições publicadas de que cérebros artificiais 

estariam disponíveis em poucos anos, e outras afirmações semelhantes. Este exagero 

desacreditou a área e irritou pessoas de outros campos. 

Além do exagero e da perda de rigor geral, em meados dos anos 60 os 

pesquisadores tinham esgotado as boas idéias. Estava claro que, para que progressos 

adicionais fossem alcançados, algumas idéias radicalmente novas tinham que ser introduzidas - 

e não era aparente que estas idéias pudessem surgir em breve. Esta exaustão intelectual fez 



com que muitos dos melhores pesquisadores deixassem a área. Muitos se transferiram para 

campos relacionados como o reconhecimento de padrões, processamento de imagem e 

processamento de sinais. 

Em meados dos anos 60, estava claro que a era dos primeiros sucessos da 

neurocomputação estava próxima de terminar. O episódio final desta era foi a publicação do 

livro Perceptrons (MINSKY e PAPERT, 1969), no qual foi provado matematicamente que 

um perceptron não podia implementar a hnção lógica OU EXCLUSIVO (XOR) MO,O) = 

fi1,l) = O, fl0,l) = fl1,O) = I), nem muitas outras hnções predicadas (hnções escalares 

binárias de vetores binários). A tese implícita de Perceptrons era que essencialmente todas as 

redes neuronais sofriam do mesmo "defeito fatal" do perceptron; isto é, a inabilidade de 

calcular certos predicados essenciais como o XOR. Para reforçar este ponto de vista, os 

autores examinaram diversos melhoramentos propostos ao perceptron e mostraram que estes 

também não eram capazes de hncionar bem. Eles deixaram a impressão de que a pesquisa 

com redes neuronais não tinha hturo, levando a redução dos hndos que a financiavam. 

Entre 1967 e 1982, pouco em redes neuronais foi produzido nos Estados Unidos 

(a pesquisa no Japão, Europa e União Soviética foi menos afetada pelo impacto do livro 

Perceptrons). Entretanto, uma boa parte dos resultados em redes neuronais estava sob as 

denominações de processamento adaptativo de sinais, reconhecimento de padrões e 

modelagem biológica. Um aspecto interessante deste período de "pesquisa silenciosa" foi o 

grande fluxo de novos e taientosos pesquisadores durante o período de 1966 e 1969, como 

por exemplo Shun-ichi AMARI (1967), James ANDERSON (1968), Kunihiko FUKUSHIMA 

(1969), Stephen GROSSBERG (1 969), Harry KEOPF (1969), Teuvo KOHONEN (1 970) e 

David WILLSHAW (1969). Estes, e os que vieram nos 13 anos seguintes, estabeleceram uma 

base sólida para a neurocomputação e prepararam o caminho para o renascimento da área. 

No início dos anos 80, diversos pesquisadores da neurocomputação começaram a 

apresentar novas propostas para o desenvolvimento de neurocomputadores e aplicações de 

redes neuronais. A primeira ruptura aconteceu na Agência de Projetos Avançados de Pesquisa 

da Defesa (Defense Advanced Research Projects Agency - DARPA), onde Ira Skurnick se 

recusou a seguir cegamente os padrões estabelecidos, e passou a ouvir os argumentos que os 

pesquisadores da neurocomputação apresentavam a favor dos seus projetos. Divergindo da 

tradição, Skurnick começou a patrocinar a pesquisa em neurocomputação em 1983. Dada a 



importância do DARPA como referência para outros centros de pesquisa, esta atitude abriu as 

comportas. Em meses, executivos de outros centros de pesquisa (muitos dos quais já tinham 

demonstrado interesse na área, mas não tiveram a iniciativa de Skurnick) haviam aderido. 

Outra fonte de estímulo dos anos de 1983 a 1986 foi John Hopfield, um 

conhecido físico que se interessou por redes neuronais poucos anos antes. Hopfield escreveu 

dois artigos (HOPFIELD, 1982 e 1984) que, em conjunto com suas muitas conferências 

através do mundo, persuadiram centenas de cientistas, matemáticos e tecnólogos altamente 

qualificados a se juntar ao campo emergente das redes neuronais. De fato, no início de 1986, 

aproximadamente um terço das pessoas da área tinham sido trazidos diretamente por Hopfield 

ou por um dos seus primeiros "convertidos". O trabalho de Hopfield como recrutador foi 

talvez a contribuição individual mais importante para o ressurgimento da área. Na verdade, em 

alguns círculos, surgiu a confusão de que Hopfield tinha znimtado a neurocomputação (ou 

que tinha pelo menos feito as descobertas fundamentais que levaram a revitalização da área). 

Esta crença causou considerável desconforto em parte dos verdadeiros pioneiros - 

particularmente aqueles que suportaram os "anos silenciosos" na obscuridade e estavam agora 

esperando que seu esforço fosse devidamente reconhecido (o que efetivamente aconteceu, 

mas não antes de 1987). 

Em 1986, com a publicação do "PDP" (Purallel Dzstrzbuted Processing, Volunzes 

I e 11, editados por David RUMELHART e James MCCLELLAND), a pesquisa explodiu. Em 

1987, a primeira conferência sobre redes neuronais nos tempos modernos (IEEE International 

Conference on Neural Networks - 1700 participantes) foi realizada em San Diego, e a 

Sociedade Internacional de Redes Neuronais (International Neural Network Society - INNS) 

foi formada. Em 1988 o periódico da INNS Neural Networks foi fundado, seguido pelo 

Neural Computation em 1989 e pelo IEEE Trmsactions on Neural Networks em 1990 (e 

subseqüentemente, por muitos outros). No início de 1987, várias das principais universidades 

anunciaram a formação de institutos de pesquisa e programas educacionais ligados a 

neurocomputação. 

No Brasil, diversos pesquisadores têm se destacado, como Armando Freitas 

(UNICAMP), Ricardo Machado e Valrnir Barbosa (IBM) e Luís Alfredo V. de Carvalho 

(COPPE). Entre as diversas aplicações desenvolvidas, pode-se citar a previsão de séries 

temporais @ELO, 199 1; RAPOSO, 1992; ZANDONADE, 1993; ABELEM, 1994), 
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interpretação de imagens de satélite (MACHADO e BARBOSA, 1992), integração com 

sistemas especialistas (MACHADO, FERLIN, ROCHA e SIGULEM, 1991) e em análise 

combinatória (CARVALHO e BARBOSA, 1989; BARBOSA e CARVALHO, 1990; 

CARVALHO e BARBOSA, 1990; BARBOSA e CARVALHO, 1991). 



11.2 Estrutura 

Antes de descrever os componentes e o funcionamento de uma rede neuronal, é 

instrutivo examinar brevemente as estruturas correspondentes do cérebro que inspiraram a 

neurocomputação. A figura abaixo resume a descrição a seguir, que é o modelo clássico para 

o neurônio. 

Figura lZ.1 : O neurônio 

O neurônio é a célula fundamental do sistema nervoso e, em particular, do 

cérebro. Seu núcleo é uma unidade de processamento simples que recebe e combina sinais de 

muitos outros neuronios através de fílamentos de entrada chamados dendritos. Se o sinal 

resultante é forte o suficiente, ele ativa o neurônio, que produz um sinal de saída; o filarnento 

que transmite este sinal de saída é chamado de axônio. 

O cérebro consiste de dezenas de bilhões de neurônios densamente 

interconectados. O axônio (saída) de um neurônio se divide e se conecta aos dendritos 

(entrada) de outros neurônios através de uma junção chamada de sinapse. A transmissão 

através desta junção é química em sua natureza e a quantidade de sinal transferida depende da 

força sináptica da junção. É esta força sináptica que é modificada quando o cérebro aprende e 

a sinapse pode ser considerada a unidade básica de memória do cérebro. 



Em uma rede neuronal, a unidade análoga ao neurônio biológico é chamada de 

elemento de processamento (EP). Um EP pode ter várias entradas (equivalentes aos 

dendritos), formando um vetor X = (x,, x, , x, , ... , x,, ), e possui apenas um único valor de 

saída y, (equivalente ao axônio), também chamado de grau de ativação (veja Figura II.2). A 

cada componente de X é associado um peso w,,, que regula a influência daquele componente 

na ativação do EP, de forma semelhante as sinapses. 

Figura lI.2 : Elemento de processamento 

A entrada total ( I ) é definida como : 

I = C W ~ X ~  

A esta entrada total é aplicada uma função de transferência f ,  que pode ser uma 

função limiar que somente passa informação caso I ultrapasse um certo nível, ou uma função 

contínua. Assim : 

Os EP's são normalmente organizados em uma sequência de camadas, de forma 

que os valores de saída de uma camada servem de entrada para a camada seguinte. A Figura 

II.3 mostra a arquitetura de uma rede neuronal simples. A primeira camada é chamada de 

camada de entrada, que recebe os estímulos apresentados a rede; a camada seguinte é 

chamada de camada escondida ("hidden layer"), pois não tem contato com o exterior; e a 

última é chamada de camada de saída, e apresenta a resposta da rede para um determinada 
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entrada. 

Camada de 
saída 

Camada 
escondida 

Camada de 
entrada 

Figura 11.3 : Arquitetura de uma rede neuronal 

Há duas fases distintas no funcionamento de uma rede - aprendizado e 

recordagãu ("recall"). O aprendizado é o processo de adaptação dos pesos em resposta aos 

estímulos apresentados a camada de entrada. Os estímulos utilizados no aprendizado formam 

um conjunto de exemplos, onde a cada entrada corresponde uma saída desejada, ou seja, a 

resposta que deve ser apresentada pela rede neuronal. Neste tipo de aprendizado, chamado de 

supervisionado, cada exemplo é apresentado a rede, calculando-se a resposta correspondente; 

esta resposta é comparada com a saída desejada, determinando o nível de erro atual. Este 

valor do erro é utilizado para modificar os pesos, de forma a minimizá-10. Este processo se 

repete até que o nível de erro alcance um valor aceitável, ou algum critério de convergência 

seja atingido. 

Se o número de elementos de saída é diferente do número de elementos de 

entrada, a rede treinada é chamada de rede heteroassociativa. Se, para todos os exemplos de 

treinamento, a dimensão do vetor desejado de saída é igual a do vetor de entrada, a rede é 

chamada de autoassociativa. Se saídas desejadas não são apresentadas à rede, o aprendizado é 

dito não supervisionado. 



Um terceiro tipo de aprendizado situado entre o supervisionado e o não 

supervisionado é o chamado aprendizado de reforgo, onde um "professor" externo apenas 

indica se a resposta a uma determinada entrada está correta ou não. 

Independentemente do tipo de aprendizado usado, uma característica essencial da 

qualquer rede é a sua regra de aprendizado, que especifica como os pesos vão se adaptar em 

resposta a um exemplo. Frequentemente, o aprendizado requer que os exemplos sejam 

apresentados à rede milhares de vezes. Os parâmetros que governam uma regra de 

aprendizado podem mudar significativamente o tempo necessário para que este aprendizado 

seja bem-sucedido. 

A recordação consiste na apresentação a uma rede já treinada de valores de 

entrada, aos quais a rede responderá de maneira coerente com os exemplos vistos no 

aprendizado. Normalmente, a recordação é uma parte do processo de aprendizado, uma vez 

que a resposta desejada deve ser comparada com a saída produzida pela rede. 



11.3 Principais Paradigmas 

11.3.1 Perceptron 

O Perceptron, desenvolvido por Rosenblatt, foi projetado para modelar a 

capacidade de reconhecimento de padrões do sistema visual. Este era um objetivo bastante 

ambicioso. No entanto, o paradigma é bem simples e ilustra várias das idéias básicas 

relacionadas com elementos de processamento. 

Figura 11.4 : Perceptron 

A rede neuronal do tipo Perceptron é basicamente uma rede de três camadas. A 

primeira camada possui unidades de entrada - originalmente unidades R (de retina) -, a 

segunda unidades chamadas de predicados (P) e a última unidades de decisão (D) (Figura 

11.4). Na versão mais tradicional todas as unidades são binárias - no entanto, o sistema 

fùnciona também para entradas contínuas (LIPPMAN, 1987). As unidades do tipo P e D 

empregam fùnção de saída com limiar. Os pesos das ligações R + P são fixos ao longo de 

todo o funcionamento do sistema, enquanto que as ligações P + D são variáveis; só existem 
ligações R + P e P + D. Ou seja, há apenas uma camada de pesos variáveis. Assim, na 



prática (e no algoritmo abaixo) considera-se que o sistema possui apenas duas camadas de 

unidades. 

Um Perceptron é, basicamente, um classifiador de padrões. Quando há apenas 

uma unidade de decisão, o sistema deve separar os estímulos de entrada em duas categorias 

distintas. Dada uma entrada, o sistema responde com a saída 1 (um) se o estímulo pertence a 

uma determinada classe e O (zero) caso contrário. O fato que gerou interesse nos Perceptrons 

foi a capacidade destes aprenderem um conjunto de pesos capaz de classificar a entrada em 

duas classes distintas ou, mais precisamente, que um Perceptron é um dispositivo capaz de 

aprender um discriminante linear. 

O algoritmo proposto por Rosenblatt está descrito abaixo. O passo mais 

importante é o Passo 4; nele os pesos são ajustados de uma forma bastante simples. Como em 

todo algoritmo de correção de erros, os pesos são alterados de acordo com a discrepância do 

resultado desejado e o efetivamente gerado pela rede - só ocorre alteração do peso no caso do 

sistema fazer a classificação incorreta. O peso é incrementado de q quando a rede gerou uma 

saída zero e a saída desejada era um, ou seja, os pesos não eram suficientemente fortes para 

gerar uma saída um. Este incremento só é efetivado quando a unidade correspondente está 

ativa; isto garante que ela realmente contribuiu para o erro. A idéia de alterar os pesos apenas 

nos casos onde a unidade pré-sináptica está ativa é bastante importante e é empregada na 

grande maioria dos algoritmos de aprendizado - sejam eles supervisionados ou não. Um 

raciocínio análogo, mas inverso, permite concluirmos que no caso complementar de 

discrepância o peso é decrementado de q .  

z Algoritmo de Aprendizado do Perceptron 

- Passo 1. Inicialização 

Os pesos e o limiar são inicializados. w, e 8 recebem valores aleatórios 

pequenos diferentes de zero. O índice i varia nas unidades do tipo 

predicado e 8 é o limiar da unidade de decisão, d. 

- Passo 2. Entrada 

Apresentação de entrada e saída desejada. Entrada: o padrão (binário) S, 

é apresentado gerando o vetor (o, , ... , on ) da camada de entrada; saída 

desejada : t,. 



- Passo 3. Cálcinlo da saída efetiva 

Saída efetiva o, é dada por 

od =JT(C wi(t).o i )  - 0) 
onde f é a fùnção limiar, ou seja, o, valerá um se a entrada na unidade 

exceder 0, zero caso contrário; t representa o número da iteração. 

- Passo 4. Adaptação 

Os pesos wi são alterados : 

wi(t+ 1) = wi(t) + q(td - ~ d ) . ~ i  

- Passo S. Loop 

Vá para o Passo 2. (Pode-se interromper o algoritmo quando os pesos 

não mais se alteram ou quando um contador exceder um certo valor). 

Este algoritmo, extremamente simples, é a base de muitos outros algoritmos 

supervisionados. Apesar de sua simplicidade, ele é capaz de implementar qualquer função 

linearmente separável. 

11.3.2 ART 

A Teoria de Ressonância Adaptativa (Adaptive Resonance Theory - ART) se 

baseia no trabalho desenvolvido no início da década de 60 em reconhecimento de padrões e 

modelagem neuronal, e foi introduzida por GROSSBERG (1976) e posteriormente elaborada 

por CARPENTER e GROSSBERG (1987). Os objetivos desta teoria incluem o 

desenvolvimento de detectores biologicamente plausíveis e classificadores de padrões. 

A plausibilidade biológica impôs diversas restrições. Primeiro, os EP's obedecem a 

equações diferenciais ("equações de membrana"), baseadas em equações não lineares que 

descrevem a condutância, permeabilidade e atividade das membranas neuronais. 

Outra restrição é a localidade, que estipula que a informação requer um substrato 

fisico para sua transmissão. Por exemplo, o estado de uma sinapse pode ser influenciado 

apenas pelos estados dos componentes em contato fisico com ela, e não pode ser diretamente 

influenciada por componentes fisicamente separados. 

A restrição final é o chamado Dilema da! estabilidade-plasticidade e se refere ao 

fato de que uma rede, em um ambiente desconhecido, deve ser estável o suficiente para não 



perder as categorias já aprendidas, e ainda deve ter plasticidade para assimilar um estimulo 

suficientemente diferente das categorias já estabelecidas. 

Além de ser biologicamente plausível, no algoritmo ART o aprendizado ocorre 

sem um professor explícito - o chamado "aprendizado não supervisionado". 

Os sistemas ART são usados em muitos modelos psicológicos/biológicos, tais 

como Condicionamento Pavloviano (GROSSBERG e SCHMAJUK, 1987), Percepção visual 

e Reconhecimento de palavras (GROSSBERG e STONE, 1986), dentre outros. Outra 

aplicação bastante importante é o reconhecimento de padrões, como a classificação de 

imagens de radar. Em todos estes casos, o modelo geral inclui um ou mais módulos ART 

acoplados aos outros elementos do sistema. Por exemplo, no reconhecimento de padrões, o 

módulo ART realiza as categorizações após um módulo pré-processador ter tornado os 

estímulos de entrada invariantes a translação, escala e rotação. 

11.3.3 Backpropagation 

Sem dúvida, o algoritmo de aprendizado mais difundido é o algoritmo 

backpropagation. Esta popularidade advém da habilidade deste tipo de rede de aprender 

complicados mapeamentos multidimensionais. Nas palavras de WERBOS, Backpropagation 

vai "além da regressão". 

Foi o algoritmo backpropagation que resolveu o problema teórico apresentado 

pelo livro Perceptron, que causou a "depressão" nas pesquisas com redes neuronais no final da 

década de 60. No caso, propôs-se a inclusão de uma camada intermediária, entre a camada de 

entrada e a de saída, e um algoritmo para atualizar seus respectivos pesos. Sua aplicação 

bem-sucedida a diversos problemas contribuiu significativamente para a "reabilitação" das 

redes neuronais. 

O algoritmo backpropagation é descrito detalhadamente no Capítulo III. 



11.4 Exemplos de aplicações 

11.4.1 Conversão texto-voz 

Terrence SEJNOWSKY e Charles ROSENBERG (1 986) desenvolveram uma 

rede neuronal capaz de ler textos em voz alta. Isto foi feito de modo semelhante a forma como 

uma criança aprende a ler. 

Primeiro, um texto simples foi transcrito por um lingiiista em seus componentes 

silábicos (fonemas). A rede neuronal era então apresentado o texto, que começava a "ler" com 

a ajuda de um sintetizador de voz, chamado DECtalk. Este era usado apenas para converter 

fonemas em som; a rede de Sejnowsky e Rosenberg convertia o texto em fonemas, e era 

chamada NETtalk. 

Inicialmente, o computador lia todas as palavras de forma contínua, porque os 

pesos entre os elementos de processamento eram aleatórios. Durante o processo de 

aprendizado supervisionado, eram apresentados ao sistema os fonemas transcritos pelo 

lingüista, os quais eram comparados com o seu próprio conjunto de fonemas para ajustar os 

pesos, corrigindo seus erros. 

Após várias sessões de treinamento como esta, o computador era também capaz 

de inferir regras sobre a leitura de textos em Inglês, inicialmente fazendo distinções óbvias tais 

como a diferença entre vogais e consoantes, mas eventualmente aprendendo distinções mais 

difíceis. Inicialmente balbuciando como um bebê, depois de uma noite de aprendizado, ele 

podia falar como uma criança de seis anos. 

Apesar da conversão texto-voz já ter sido feita antes, usando outros sistemas 

computacionais, a abordagem via redes neuronais é vantajosa pois elimina a necessidade de 

programar um conjunto complexo de regras de pronúncia em um computador. 

11.4.2 Reconhecimento de Caracteres 

Redes neuronais podem tratar grande quantidade de informação de uma só vez e 

são especialmente hábeis em reconhecimento de padrões. Estas características permitiram o 

desenvolvimento de interessantes aplicações na área de reconhecimento de caracteres. 



Pesquisadores da NESTOR INC. (1988) desenvolveram uma rede neuronal que 

aceita manuscritos digitalizados como entrada. Após ser treinada a interpretar um conjunto de 

caracteres manuscritos, a rede neuronal foi capaz de interpretar tipos de letras que ela não 

tinha visto antes. A acurácia da rede pode ser muito melhorada por uma rápida sessão de 

treinamento com estes caracteres. 

Outros sistemas, via métodos tradicionais, são também capazes de reconhecer 

caracteres manuscritos; a qualidade que distingue o método via redes neuronais é a 

flexibilidade. Após o treinamento, a rede neuronal é capaz de reconhecer uma variedade de 

estilos de manuscritos e de fazer melhores escolhas quando conflontada com um caracter 

confùso. Esta flexibilidade permitiu a Nestor Inc. desenvolver uma rede neuronal que aceita 

caracteres kanji como entrada. 

11.4.3 Reconhecimento de Imagens 

GORMAN e SEJNOWSKI (1988) aplicaram redes do tipo backpropagation para 

classificar alvos de sonar. A rede treinada possui desempenho semelhante a operadores de 

sonar treinados com os mesmos dados e significativamente melhor que um classificador 

convencional. 

Os dados do sonar, que consistia de sinais gerados por um cilindro de metal e por 

uma rocha de tamanho similar, foi preprocessado através da integração do sinal ao longo do 

tempo de cada uma de 60 faixas de freqüência, de forma a produzir uma seqüência de 60 

valores de energia espectral. Estes valores formavam a entrada para 60 elementos de 

processamento na camada de entrada da rede neuronal. Os dois elementos de saída 

codificavam a classificação - (1,O) para o cilindro, (0,l) para a rocha. Uma camada escondida 

foi usada nos testes. O número de elementos nesta camada foi variado, sendo que 12 unidades 

produziram os melhores resultados. 

11.4.4 Proeessamento de Sinais 

LAPEDES e FARBER (1987) mostraram que, para séries temporais "caóticas", as 

redes do tipo backpropagation ultrapassam os métodos preditivos convencionais (linear e 



polinomial) em muitas ordens de magnitude. Estas redes aparentemente "aprendem" uma 

aproximação da regra que gera tal série. 

Um exemplo deste tipo de série é a gerada pela seguinte equação : 

x(t + 1)  = 4.x( t ) . ( l  - x(t)) 

Esta tem uma estrutura "escondida" muito simples, mas gera uma série complexa. 

Por causa da estrutura poiinomial deste exemplo, resultados preditivos acurados podem 

também ser alcançados usando métodos polinomiais. Entretanto, Lapedes e Farber 

examinaram exemplos mais complexos que não eram adequados a predição polinomial. O 

método de implementação é o seguinte : os EP's de entrada representavam uma seqüência de 

amostras igualmente espaçadas da série : 

x(t), x(t  - d), x(t - 24, . . . , x(t - nd) 

A saída é uma amostra em um tempo a frente : 

x(t + d) 
A rede é treinada com conjuntos de amostras previamente observadas. 

11.4.5 Problemas Csmbinatóriss 

Sistemas baseados em redes neuronais tem demonstrado grande potencial para 

resolver certos problemas combinatórios como o problema do caixeiro viajante. Este pertence 

a uma classe de problemas chamados de "NP-completos". "NP" significa não poiinomial; 

soluções conhecidas para esta classe de problemas têm tempo de computação que cresce 

exponencialtnente com o número de entradas. No problema do caixeiro viajante, o objetivo é 

escolher a menor rota possível tal que o caixeiro viajante passe por todas as cidades de uma 

determinada região. 

John HOPFIELD e David TANK (1985) desenvolveram uma rede neuronal cujo 

objetivo é resolver o problema acima. Eles representaram as distâncias entre as cidades como 

pesos das ligações entre elementos de processamento. Quando estes EP's atingem uma 

cofiguração estável, uma solução foi encontrada. Esta configuração corresponde a um 

mínimo de uma função de energia que é definida para cada estado da rede. 



Capítulo III 

Backpropagation 

111.1 Origem 

A rede neuronal backpropagation é um dos mais importantes desenvolvimentos 

da neurocomputação. É uma potente rede associativa que tem sido aplicada com sucesso a 

uma grande variedade de problemas, que vai desde apuração de risco de crédito até 

compressão de imagem. 

Inicialmente se acreditava que backpropagation havia sido introduzida por Paul 

WERBOS em 1974, por David PARKER em 198411985 e por David Rumeíhart, Ronald 

Williams e outros membros do "PDP group" em 1985. No entanto, um algoritmo recursivo, 

matematicamente similar, foi apresentado por Arthur BRYSON e Yu-Chi H 0  em 1969. 

De qualquer modo, não há dúvida de que o crédito por desenvolver o algoritmo 

backpropagation como uma técnica utilizável, assim como divulgar a arquitetura para uma 

larga audiência, pertence inteiramente a Rumeíhart e outros membros do "PDP group". Antes 

do seu trabalho, backpropagation era pouco apreciado e obscuro. Hoje, é um dos pilares da 

neurocomputação. 



A Figura IiI.1 mostra a arquitetura de uma rede backpropagation típica. Ela 

sempre tem uma camada de entrada, uma de saída e pelo menos uma camada "escondida", 

onde cada camada está totalmente conectada a seguinte. Não existe limite teórico para o 

número de camadas escondidas, mas tipicamente usa-se uma ou duas. Para simplificar a 

notação, utilizamos apenas uma camada escondida. As convenções adotadas são as seguintes : 

Oplc - valor de saída (resposta) do elemento de processamento (EP) k da camada 

de saída. 

Wjk - peso entre o EP j da camada escondida e o EP k da camada de saída. 

hpj - valor de saída do EP j da camada escondida. 

V ~ J  - peso entre o EP i da camada de entrada e o EP j da camada escondida. 

Xpi - componente i do vetor de entrada x P .  

Camada de 
saída 

Camada 
escondida 

Camada de 
entrada 

Figura IJI.1- Rede Backpropagation 

O objetivo deste tipo de rede é obter uma aproximação de uma função 

f : !Rn 3 %In,  através do "aprendizado" de exemplos (xl , yl), (x2 , yz), . . . , (x, , y,), . . . , 
(x., ye), onde yp = h p ) .  AS dimensões da função definem a entrada e a saída da rede : n 

elementos na camada de entrada, m na camada de saída. O aprendizado consiste na 

rninimização da seguinte função objetivo, que representa o nível de erro total da rede : 



onde ypk é o componente k de yp . 

opk é O componente k da resposta da rede neuronal a entrada xp 

Um elemento de processamento da camada escondida é apresentado na figura 

III.2. Seu valor de saída (hpj) é definido como o valor da função de transferência s (descrita 
a seguir), aplicada a soma ponderada de seus valores de entrada (netpj) : 

hpj = s(netpj) 

onde v~ é o peso entre o EP i da camada de entrada e o EP j da camada 

escondida. 

Xpi é O componente i de xp. 
7 

/ 

Figura IU.2 - Elemento de processamento da camada escondida. 

A função s é tradicionalmente a função sigmóide (Fig. III.3), mas pode ser 

qualquer função diferenciável. A função sigmóide é dehida como : 

S(X) = (1 + 
A derivada de s pode ser expressa como uma função simples dela mesma : 

s'(x) = s(x)(l - s(x)) 

O cálculo de opk é feito a partir dos valores de saída da camada escondida : 



o p k  = ~ ( n e t p k )  

onde Wjk é o peso entre o EP j da camada escondida e o EP k da camada de saída. 

Figura III.3 - Função sigmóide. 

O algoritmo padrão se baseia na minimização, em relação aos pesos, da função 

objetivo na direção oposta à do gradiente, usando um passo fixo q ,  que é chamado de "taxa 

de aprendizado". Ou seja, deseja-se obter um conjunto de pesos vv e Wjk correspondente ao 

mínimo da função de erros (1). Assim : 

Calculando-se o gradiente em relação aos pesos, tem-se : 

- em relação a Wjk : 



Defuie-se o sinal de erro em um EP da camada de saída como : 

Substituindo (5) e (6) em (4), tem-se : 

- em relação a V : 

dE opk - = -C C b p k  - O P ~ ) ; ~ T ; -  
8% p l c  'I 

Define-se o simal de erro em um EP da camada escondida como : 

Substituindo as expressões acima, chega-se a : 

Como se pode observar, o cálculo do sinal de erro 6,j é feito a partir dos sinais 

obtidos na camada anterior (hk ). Isto caracteriza a "propagação" do erro ao longo da rede, 

de onde vem o nome do algoritmo. 

Substituindo as equações (7) e (8) em (2) e (3), respectivamente, obtém-se o 

incremento a ser aplicado aos pesos da rede : 



Em resumo, o algoritmo pode ser descrito como abaixo : 

Faga 

Para cada exemplo p 

Calcular os valores de saída da camada escondida ( h p j  ), a partir do vetor de 
entrada xp ; 
Calcular as respostas dos elementos da camada de saída ( o p k ) ;  
Calcular os sinais de erro da camada de saída (6pk )), utilizando o vetor de 
saída desejado yp; 
Calcular os sinais de erro da camada escondida (h); 
Acumular o gradiente, de acordo com (9) e (10); 

Incrementar os pesos Wjk e V i j ;  

Calcular a função objetivo (1); 

até que seja atingido o critério de convergência ou o limite máximo de iterações. 



111.3 Variantes do algorítmo 

O algoritmo descrito na seção anterior consiste na busca do minimo na superfície 

de erro. Esta superfície possui várias características que a tornam difícil de percorrer. Por 

exemplo, ela tem muitas regiões planas, onde o aprendizado é lento (HUSH, 1988). Como ?l 

é fixo, o tamanho real do passo é determinado pela magnitude do gradiente. Isto significa que 

o progresso nas regiões planas da superfície, onde o gradiente é pequeno, será relativamente 

lento. Desafortunadamente, a superfície de erro tende a ter um grande número de regiões 

planas. 

Vários estudos mostraram que o algoritmo original possui problemas sérios : 

i. é muito lento (FAHLMAN, 1988); 

ii. quando aplicado a redes maiores o algoritmo não se comporta tão bem 

(FANTY, 1 988); 

iii. o algoritmo pode fornecer uma con6guração de pesos que corresponde a um 

mínimo local da função de erro. 

Isto ocorre porque o algoritmo utiliza o método do gradiente e, a princípio, a 

superfície de erro possui uma forma qualquer. Na prática, utilizando-se representações 

suficientemente distribuídas o algoritmo se comporta bem (McCLELLAND e RUMELHART, 

1988). Assim, têm surgido diversas variantes do algoritmo, na busca da solução dos 

problemas acima. 

111.3.1 "Batching" 

Como se pode observar na definição do algoritmo, o valor do gradiente é obtido 

apenas depois que todos os exemplos são processados, o que corresponde ao valor expresso 

em (9) e (10). No entanto, alguns pesquisadores (inclusive os formuladores originais do "PDP 

group") adotaram um procedimento alternativo, no qual a cada í z  exemplos (onde n é chamado 

de "batch size") o gradiente parcial é usado para incrementar os pesos, aumentando sua 

fi-eqüência de atualização. Há inclusive uma forma desta heurística, usada com freqüência, na 

qual o "batch size" vale 1, ou seja, a cada exemplo os pesos são recalculados. De modo geral, 

este procedimento é levemente superior em desempenho que o algoritmo original. 



111.3.2 Momento 

Um dos problemas de um algoritmo que use o método do gradiente é escolher 

uma taxa de aprendizado apropriada. Alterar os pesos como uma função linear da derivada 

parcial de E (como definido em (2) e (3)) assume que a supeficie de erro é localmente linear, 

onde "localmente" é definido pelo tamanho da taxa de aprendizado. Em pontos com curvatura 

alta, esta hipótese de linearidade não é válida e um comportamente divergente pode ocorrer 

perto destes pontos. Portanto, é importante manter a taxa de aprendizado pequena para evitar 

este comportamento. 

Entretanto, uma taxa pequena pode ocasionar um aprendizado muito lento. O 

conceito de momento foi introduzido para resolver esta dicotomia. As equações (9) e (10) 

são modificadas de forma que uma parte da variação anterior é somada a variação atual : 

Este termo age como um filtro, de forma que tendências gerais são reforçadas, 

enquanto que oscilações são canceladas. Isto permite uma taxa pequena, embora com 

aprendizado mais rápido. 

111.3.3 Quickprop 

Proposta por FAHLMAN (1988), baseia-se na aplicação do método de 

aproximação de Newton, a partir de duas hipóteses : 

i. a curva erro x peso pode ser aproximada por uma parábola, e; 

ii. o gradiente da curva acima não é afetado pelos outros pesos que estão sendo 

alterados ao mesmo tempo. 

Para cada peso, independentemente, Fahlman usa os gradientes atual e anterior e a 

última variação do peso para determinar a parábola; ele passa então diretamente para o seu 

mínimo. Isso é feito através do processo iterativo : 



aE aE aE ~ ~ ( t - l ) + A w ~ ( t ) - ~ ~ ( t )  sem;;(t-l).s;;(t)>O 
wij(t) = v 

wV(t - 1) + AwV(t) caso contrário 

O algoritmo Quickprop possui dois parâmetros : a taxa de aprendizado E e o valor 

v, chamado de "fator máximo de crescimento", tal que nenhum passo pode ser maior que v 

vezes em magnitude o passo anterior. O valor default para v é 1.75. 

O algoritmo apresenta uma melhora considerável em comparação com o 

backpropagation padrão, fazendo com que o Quickprop seja uma das variantes mais usadas 

atualmente. 

111.3.4 RPRQP 

O principal objetivo do algoritmo RPROP, proposto por RIEDMILLER e 

BRAUN (1993), é eliminar a influência indesejável do tamanho do gradiente no cálculo do 

passo. Como conseqüência, somente o sinal da derivada parcial é considerado para indicar a 

direção da atualização dos pesos. Trata-se de um algoritmo que se enquadra na família dos 

"métodos de descida por coordenadas" (veja, por exemplo, LUENBERGER (1984)). O 

tamanho do incremento a ser aplicado é determinado exclusivamente por um valor A,, , 

específico para cada peso : 

O passo seguinte é determinar os novos valores A3(1), da seguinte forma : 

i 
aE aE q+.Ae(t - 1) se rn;;(t - I).-(t) > O a% 

A&) = A ( t  - 1) se g ( t  - i ) .E( t )  < O 

A&- 1) caso contrário 

onde0 < q - <  1 < q +  

O algoritmo possui dois parâmetros : A,, que é o valor inicial assumido pelos 

incrementos A,,; e A m ,  valor máximo que pode ser atribuído a A,. Os fatores q+ e q- são 

fixados em 1.2 e 0.5, respectivamente. 

Observa-se da fórmula de atualização do passo que : 



i. se na direção ij E não oscilar (-(t - l ) . e ( t )  > O), o modelo gradiente é 
%I 

considerado bom e se aumenta A,; 

ii. na situação oposta, considera-se que o modelo é ruim e se diminui A,; 

iii. enfim, próximo a direções críticas (E = O), A, é mantido. 

Em resumo, o princípio básico do algoritmo é a adaptação direta dos incrementos 

Av Devido a simplicidade de suas regras de aprendizado, há apenas um leve acréscimo no 

custo de cada iteração, comparado com o consumido pelo algoritmo backpropagation padrão. 

111.3.5 Outras Variantes 

Muitos pesquisadores têm proposto variantes baseadas em técnicas de busca mais 

sofisticadas. A maioria delas pode ser vista como diferentes maneiras de variar a taxa de 

aprendizado (q). Uma forma de variar q é realizar uma busca linear, ou seja, uma vez 

definida a direção (no caso, o gradiente), escolhe-se o valor de q que minimiza a função 

objetivo nesta direção. Existem várias formas de executar este busca. Uma abordagem é 

começar com 11 pequeno e gradualmente incrementá-10 até que o Animo seja encontrado. 

Uma segunda abordagem, que usualmente é mais eficiente, é ajustar uma quadrática na 

direção de busca e executar um passo até o mínimo da quadrática. Outras tentativas de 

melhorar o aprendizado usaram informações de segunda ordem (da Hessiana). A maioria 

destas tentativas apresentaram melhoras significativas, usualmente em problemas pequenos. 

Frequentemente, estas variantes enfrentam dificuldades para convergir, quando aumenta o 

tamanho do problema. Além disso, algumas destas abordagens tendem a ser menos robustas 

que o backpropagation (HUSH, 199 1). 



Capítulo IV 

Métodos de Região de Confiança 

IV.l Introdução 

Os Métodos chamados de Regiao de ConJian~a (TRUST-REGION METHODS) 

são uma opção menos usual na Programação Não Linear. Na maioria dos Algoritmos de 

Otimização se determina primeiramente uma dire~ão de descida, ao longo da qual se faz uma 

busca unidimensional (também chamada de busca linear) com o objetivo de encontrar uma 

aproximação do mínimo nesta direção. A seguir, esta aproximação é considerada como o novo 

ponto de partida. Nesta categoria, aparecem os algoritmos do tipo Gradientes Conjugados e 

aqueles do tipo Newton e Quasi-Newton. 

A idéia da iteração dada pelo Método de Região de Confiança é a seguinte : 

constrói-se no ponto xc um modelo (em geral quadrático) da hnção objetivo e define-se, ao 

redor desse ponto xc, uma bola de raio A,, na qual "acredita-se" que este modelo seja uma 

aproximação adequada da hnção. Essa bola é chamada de Região de Confiança. O algoritmo 

deve garantir um decréscimo suficiente do modelo quadrático na intersecção desta Região de 

Confiança e do conjunto viável. A hnção objetivo é avaliada neste ponto. Se seu valor 

decresceu o suficiente, o novo ponto é aceito como o seguinte iterado, podendo-se 

eventualmente aumentar o raio da Região de Confiança. Caso contrário, o novo ponto é 

descartado e o raio da Região de Confiança é reduzido. 

A diferença hndamental com os chamados Métodos de Busca Linear está na 

forma como eles utilizam o modelo quadrático para a eleição do comprimento do passo. 

Assim, enquanto na "busca linear" o modelo quadrático rnc é usado para obter a direção de 

busca através da minirnizaqão deste modelo, no Método de Região de Confiança escolhe-se 



primeiro um passo de prova de comprimento Ac e a seguir se usa o modelo quadrático para 

selecionar a melhor direção com esse comprimento. Para isso se resolve o problema : 

P :  Mín m,(x, + s) = f(x,) + gis + $H,S 

S E !Rn 

S. a. 11 s 112 < A, (1) 

onde g, é o gradiente da função f avaliada no ponto x, e H, é a matriz Hessiana 

definida no ponto x, . 

A idéia aqui é que o passo de prova A, seja considerado um estimador de até 

onde podemos "confiar" no modelo quadrático. 

Assim, depois que s, foi encontrado (sendo s, a solução do problema de 

minimização P), o Método de Região de Confiança efetua uma avaliação de fix, +se) para 

verificar se x, + s, é satisfatório ou não. 

P é em geral resolvido aproximadamente. As duas relaxações abaixo são as mais 

utilizadas : 

i. Fazendo que a restrição (I) ativa só possa ser cumprida de forma aproximada; 

isso dá origem aos chamados Métodos de passo localmente restrito (HOOK), 

e 

ii. O modelo quadrático é minimizado em uma aproximação poligonal da curva 

s(A,), o que dá origem aos chamados Métodos "dogleg" e "double dogleg". 

Os Métodos de Região de Confiança são &rativos, em particular por tratarem de 

modo "automático" de pontos em que a Hessiana de f seja indefinida (veja, por exemplo, 

DENNIS e SCHNABEL (1989) e MO& e SORENSEN (1984)). 



IV.2 Descrição 

No Método de Newton, com busca linear, a Hessiana é modificada quando não é 

suficientemente definida positiva. Esta modifica@io do modelo quadrático garante 

convergência, mas parece ignorar o papel do modelo quadrático como uma aproximação local 

da fiinção objetivo. Vamos aqui considerar uma aproximação alternativa, na qual o modelo 

quadrático não é modificado diretamente, porém através de sua inserção em uma região de 

confian~a restrita. 

Seja f :  !R" + % uma fiinção duas vezes continuamente diferenciável. No 

Método de Newton, com uma estratégia de região de confiança, cada iterado xk tem uma cota 

associada A k  , tal que: 

é o modelo quadrático da possível redução em f ,  dentro de uma vizinhança do iterado xk. 

Isto sugere que seria desejável calcular um passo s k ,  o qual resolve 

aproximadamente o problema : 

min {~k(w) blls Ak} C9 
Se o passo é satisfatório, no sentido que xk + s k  produza uma redução suficiente 

emf, então Ak pode ser aumentado. Se, ao contrário, o passo não é satisfatório, então a cota 

Ak deve ser diminuída. 

No caso mais simples em que se tem f :  !R" + !R duas vezes continuamente 

diferenciável e Hk E !Rmn simétrica e definida positiva, com 11 . 11 a norma Z2, então o problema 

(2) é resolvido por : 

S(P) )= -(& + I - q 1  vf (xk) (3) 

para um único p > O, tal que ]Is(p)L)II = Ar, a menos que Ils(O)ll< Ar, em cujo caso s(0) = $ é a 

solução. 



IV.3 Algoritmo Geral 

Seja f :  !Rn + %, Ak > O, xk E !Rn, Hk E !Rnxn simétrica. 

Repita : 

(1)  s k  = solução aproximada do problema (2) 

X+ = X k + S k  

(2) Decidir se x+ é aceitável e calcular um novo valor de A k  . 

Quando x+ é aceitável : 

A+ = Ak 

De forma mais explícita este Algoritmo se escreve assim : 

: Definem-se as constantes : p E (0 , l ) ;  q E (p, 1); yo, y l ,  y2,  as quais satisfazem : 

O < y 0 - < y 1  < 1 < y 2  

O ponto de partida xo, o valor da função neste ponto ( f (x0))  e o gradiente (go) 

da função em xo são dados. Também são dados o raio inicial AO da região de confiança e Bo,  

a aproximação inicial da Hessiana no ponto de partida. 

Seja k = 0. 

PASSO 1 : Obtém-se o passo sk (solução aproximada do problema (2)). 

PASSO 2 : Calcula-se f (xk + sk ) ,  e 

onde : 

m c (xk + sk) = f (xk) + + ~ s L B ~ s ~  
Notar que pk pode ser escrito também como : 

PASSO 3 : 

i) No caso em que pl, > p, ou seja, quando : 

f ( ~ k )  -f ( ~ k  + s k )  >f ( ~ k )  - mc (xk + sk) 

fazer : xk+l = xk + s k  

gk+l = vf (xk+l) 

e Ak+l E [ A k , ~ 2 A k ]  sePk2.q 



ou A k + l E [ y l A k , A k ]  se P k  < 'q 

ii) No caso em que p k  < p, OU seja, quando : 

f ( ~ k )  - f  ( ~ k  + ~ k )  2 f ( ~ k )  - m c  ( x k  + s k )  

fazer : xk+l = x k  

gk+l = g k  

e Ak+l E  [ y ~ A k , ~ l A k ]  

PASSO 4 : Atualizar a matriz B k .  

hcrementar k em 1 e voltar ao passo 1. 

Observiiçiio : Diremos que a iteração é vitoriosa se (4) se cumpre, ou seja, quando a função 

redução : 

é grande comparada com a anteriormente apresentada : 

Não estamos interessados em resolver o problema (2) com grande precisão. Em 

vez disto, estamos interessados em dar condições mais relaxadas, para aceitar uma solução 

aproximada s, as quais garantam que a sucessão (xk) gerada pelo Algoritmo é convergente ao 

ponto x*, com Vf (x*) = O e V2f  (x*) semi-definida positiva. 

Um requisito mínimo para sk é que existam constantes p 1 > O e P 2  > O tais que : 

- ~ k ( ~ k )  r P 1  !\V; 1, com I b k l l s  P 2 A k  (5) 

onde é o valor ótimo do problema (2). 

O seguinte Teorema (MO& e SORENSEN (1984)) estabelece a convergência do 

Algoritmo : 

Seja f :  %" -+ 3 duas vezes continuamente diferenciável, sobre um conjunto 

aberto D e suponhamos que o ponto de partida x, é tal que o conjunto : 

é compacto. Se a sucessão (xk) é produzida pelo Algoritmo, onde sk satisfaz (5), então o 

Algoritmo termina em x l  E L2 já que Vf(xl )  = O e V2j (x l )  é serni-definida positiva ou (x,)  tem 

um ponto limite x* em L2 com V j ( x * )  = O e V2f(X*) semi-definida positiva. 



IV.4 Estratégias para o Cálculo do Passo 

IV.4.1 Passo Localmente Restrito ("Hook Step") 

A primeira aproximação para calcular o passo no Algoritmo descrito no item IV.3, 

quando IIs(O)~~~ > AR (onde s(0) = H X ' V ~  (xk) = c), é através da resolução aproximada da 

equação escalar 

$(V) = IIs(cL)II~ - Ak = O (h) 

onde s(p) = - ( ~ k  + p.0-I ~f(xk) 

Para resolver (h), HEBDEN e REINSCH observaram independentemente que a 

função Ils(p)l12 é uma função racional em p,  com pólos de segunda ordem nos valores -hj 
(onde hi é autovalor da matriz Hk). 

Então, para achar o valor p, tal que (6)  tem um zero, o método de Newton para 

busca de zeros de uma função unidimensional não vai ser eficiente no caso em que a solução 

p, estiver perto de -11 (onde h l  é o menor autovalor de Hk). 

Eles sugerem que é mais eficiente aplicar o método de Newton a função 

De fato, v é uma função que não tem pólos, e é "quase linear" perto de -h 1 .  

Assim : 

Utilizando a expressão de 

como : 

$I(pc), chega-se que o valor de p+ pode ser escrito 

(7) 



Observação : A forma de (7) mostra que : 

i) Quando pc < p* (onde ps corresponde a solução exata da equação escalar (6)), 

estamos assumindo uma correção maior que aquela que o Método de Newton aplicado a 4 
poderia dar, ou seja, (7) é um acelerador em relação ao Método de Newton aplicado a (6). A 
conclusão é análoga para pc > p, . 

I I ~ ( W l l 2  ii) A medida que pc tende a p,, o fator 7 tende para 1, e as duas abordagens 

de Newton pouco diferenciam. 

Figura N.l: Método de Newton aplicado a $(p) e a v(p) 

Daremos alguns resultados que transformam (7) em um algoritmo que pode ser 

implementado computacionalrnente. Para isto, convém ter-se presente algumas considerações : 

i) Com relação ao valor de partida para p na resolução de (6) : 

REINSCH (1971) demonstrou que se em (7) se começa com um valor inicial 

po = 0, então a iteração converge monotonamente a p*. Entretanto, gostaríamos de ter um 

ponto inicial mais próximo, já que cada iteração de (7) resulta na resolução de um sistema 

linear. Para isto, MORÉ (1977) propôs o seguinte : 

Se a cota do passo atual Ak é p  vezes o último valor da cota A-, então p~ = E é usado como P 
ponto de partida em (7). 

Aqui se prefere uma estratégia diferente. Recordemos aonde estamos na iteração. 

Acabamos de achar um passo s(p-) de x- para xk e agora queremos x+ . Obtivemos Ak de A-. 
Já temos Hk e também (H- + p-1) de forma fatorada; calculamos : 



Temos então, de (7), po dado por : 

com custo computacional da ordem de n2.  

ii) Neste ponto construiremos um intervalo de confiança para p, dado por cotas 

superior e inferior (u+ e I+). 

Como a iteração de Newton aplicada a (6) sempre chega a p*, faz-se : 

N Logo se calcula : p+ = pc - - '(") juntamente com cada cálculo de (7) e 
4 ' ( ~ c )  ' 

atualizamos a menor cota para I+ = máx{lC, py}, onde I, é a menor cota atual. Também 

como: 

(já que H k  é definida positiva e p* > O), tomamos IlVf (.k)ll 
Ak 

como cota superior inicial uo para 

p* . Logo, em cada iteração, se 4(pc) < 0, atualizamos a cota superior para : u+ = min (u,, 11,) 

onde uc é a cota superior atual. 

Se, em qualquer iteração, p+ não está em [I+,u+], seguimos MORÉ (1977, 1978) 
para escolher p+ como : 

1 

p+ = max {(I+ * u+)i, i 0 - 3 ~ + }  (9) 

onde o segundo termo que aparece em (9) é uma precaução para os valores próximos de O e 

I+ .  Na pratica, estas cotas são usadas com bastante freqüência no cálculo de po .  Em 

particular, (9) é usada para definir po sempre que (8) não possa ser usada, porque a iteração 

prévia usou o passo de Newton. 

iii) Finalmente não resolvemos (ó) com grande exatidão, ao invés disto, fazemos 

(ls(p)I12 E L $ A ~ ,  f Akl. O motivo disto é que (como se verá mais adiante) a região de confiança 

nunca é aumentada ou diminuída por um fator menor que 2. Assim, se o raio da região de 

confiança em curso é Ak, um anterior teve que ser maior ou igual a 2Ak ou menor ou igual a 
Ak - 2 .  Logo consideramos que o valor atual de Ak seja arbitrário dentro do intervalo L$A,, ZAkl, 

no qual ajusta a diferença em uma ou outra direção e parece razoável aceitar que l ~ ~ ( p ) ~ ~ ~  tenha 

qualquer valor neste intervalo. 



Veremos agora um exemplo onde se aplica o que foi dito anteriormente : 

EXEMPLO 1 : Interessa-nos resolver o problema : 

min m,(xk + s )  = f  (xk)  + V f  (x#s + $ s t ~ k s  

S. a. Ilsl12 5 Ak 

onde: f ( x i , x 2 ) = x ' : + x f + x ;  

Figura IV.2 : Exemplo 1 



Como se deve ter que 11~(p)I]~ E LfAk,;Akl = L f , f l  e aqui ocorre que 

ll$(p)11, > f A k  (O que significa que o passo de Newton é grande demais), então deve-se 

buscar a seguir algum p > O tal que : 

com i = 0, 1, 2, ... 

Para isto : como p- = 0, então calculamos : 

1 

po = max {(lo x uo)i, 10"uo) = max I(l.250 x 12.649)$, 10" x 12.649. 

= max (3.97,0.012} = 3.97 

Ils(p~)LO)ll~ = J(-0.334)~ + (-0.335)~ ;J 0.473 

Como b(po)l12 ;J 0.473 E [0.375,0.750], fazemos então : 

que corresponde a primeira iteração na obtenção de uma solução aproximada do problema : 

min m ,(xk + s) =f(xk) + ~f(xk) ts + +S'H~S 

s.a.: Ilsl12 í i 
Observamos que a solução exata é p* = 3.496 

IV.4.2 Passo "Dogleg" e "Double Dogleg" 

Vejamos agora outra implementação do Modelo Região de Confiança, que foi 

proposto por POWELL (1970). Esta modifícação também encontra uma solução aproximada 

do problema : 

min mc(xk + s) = f (xk) + vf (x$s + istH*s 

s.a.:llsli2 2 Ale 



Entretanto, em vez de encontrar um ponto x+ = xk +s(pC), sobre a curva s(p), tal 

que Ib+ - xkll = Ak, aproxima esta curva por uma função seccionalmente linear, que conecta o 

chamado "ponto de Cauchy" (C.P.), que corresponde ao mínimo do modelo quadrático 

mc(xk+s) na direção oposta a do gradiente (-Vf(xk)), com o ponto de Newton para 

mc(xk s). 

A modificação "duplo dogleg" (feita por DENNIS e ME1 em 1979), muito usada 

na prática, leva o passo além da direção de Newton, (veja figura IV.3). A distância 

1Ic.p. - xk1l2 é sempre menor que a distância IbN - xkl12 (e algumas vezes, na prática, resulta ser 

bastante menor). 

Figura JY.3 : "Duplo dogleg" 

Aqui se escolhe x+ como o ponto no arco poligonal ("duplo dogleg") tal que 

Ib+ -xkl12 = Ar, salvo se IP;'vf (xk)l12 < Ar, em cujo caso x+ é o ponto de Newton. 

A maneira específica de escolher a curva "duplo dogleg" faz com que ela tenha 

duas propriedades importantes : 

i. a medida em que se avança ao longo da "curva linear" em pedaços de xk a 

C.P., a fi a <(melhor dizendo: de xk até 8, passando por C.P. e $, a 

distância desde xk aumenta monotonamente (mais adiante veremos que o 

ponto h corresponde a fi= xk - q ~ l ~ f  (xk), para algum O < y 5 q 5 1). 
Assim, para qualquer A < II&' vf (xk)ll, existe um único ponto x+ sobre a 

curva tal que Ib+ -xkll = A. Isto faz com que o processo esteja bem definido. 

ii. o valor do modelo quadrático m,(xk +s) decresce monotonamente quando s 

varia ao longo da curva de xk até c, passando por C.P. e h. Isto faz com que 

o processo seja bem defindo. 



O ponto C.P. resolve o problema : 

Sua solução é obtida através de : 

Logo, C.P. = x k  - h,Vf ( x k ) ,  e se : 

o algoritmo assume um passo de tamanho A k  na direção oposta à do gradiente : 

X+ = x k  - h*Vf ( x k ) ,  onde h* = 
A k  

IlVf ( ~ k ) l l 2  
A 

O ponto N na curva "duplo dogleg" é escolhido agora e tem a forma : 
A 

N =  x k  - m 1 v f ( x k ) ,  para q tal que y 5 q 5 1 ,  e m c ( x )  decresce monotonamente ao longo da 

linha que vai desde C.P. a N'. 

Algumas observações : 

i. POWELL originalmente escolheu q = 1 ,  em cujo caso se tem a curva simples 

"dogleg"; 

ii. DENNIS e ME1 ( 1 9 7 9 )  sugerem escolher q = 0.8y + 0.2, produzindo a curva 

"duplo dogleg", onde : 

As escolhas de C.P. e N especificam completamente 
escolha do ponto x+ na curva tal que (k+ - xkllz = A k  é então um 

como se observa no exemplo que se dará a seguir. 

Note que o custo do algoritmo completo é somente 

aritméticas, depois que $ foi calculado. 

a curva "duplo dogleg". A 
problema algébrico barato, 

da ordem de n2 operações 

EXEMPLO 2. Vejamos o que ocorre em uma iteração para o problema já apresentado : 

rnin m C ( x k  + s )  

s.a. : l]sl/2 5 A k  

l t  2 onde : m c ( x k  + s )  = f ( x k )  + Vf (X$S + p V f (x&, com OS seguintes dados : 



Figura IV.4 : Exemplo 2 

a) Tem-se que : 

b) Como ocorre que 11$112 >A*, O algoritmo em conseqüência calcula o passo no Ponto de 

Cauchy (C.P.), ou seja, se calcula sCF, recordando que C.P. é o mínimo do modelo 

quadrático m,(xk + s), na direção oposta a do gradiente (-Vf (xk)). 

Para isto sabemos que : 

3 Ilscp.I12 .J 0.494 
n 

c) Como IlsCPI12 < Ak, calcula-se o passo ao ponto N. Para isto : 

s" = q$, onde q = O.8y + 0.2 @ENNIS e MEI), sendo que : 



Recordemos que o ponto k é dado por k= xk - 11~; '~ f  (rk) que, em nosso caso, 
corresponde a : k= (0.680,0.253)' 

d) Como llsil12 = 0.8 13 > Ak , então o passo "duplo dogleg" deve estar na reta que une C.P. 

com i, para o qual Ilskl12 = ~ k .  ~ s t o  sigmíica dizer que : 

s k = s c ~ + h ( . @ - s c ~ . ) ,  c o m ~ < h <  1. 

O valor de h é encontrado resolvendo-se a equação : 

donde se obtém : h a 0.867 

Logo : 

e) Finalmente : 

Considerando que a solução exata do problema é x, = (O, O)', observa-se que o 

ponto obtido está efetivamente mais próximo da solução. 

IV.4.3 Atualização da Região de Confiança 

Agora estamos interessados em escolher se o ponto x+ achado, usando qualquer 

dos métodos vistos anteriormente, é ou não um "ponto aceitável". A condição mais importante 

para que x+ seja efetivamente um "ponto aceitável" é que se cumpra a desigualdade (condição 

de Armijo) : 

f (x+) 5 f ( ~ k )  + ag&+ - ~ k )  (10) 

onde : ga = V f(xk) (ou uma aproximação); a é uma constante tal que a t (O, i) (de modo 
geral, escolhe-se a = 1 O-4) 



1. Se x+ não é um ponto aceitável, isto é, não satisfaz a desigualdade (10), reduz-se a região 
de confiança por um fator que está entre e i e volta-se a solução aproximada do problema 

de rninimização, usando alguma das técnicas do passo vistas anteriormente (ou seja, pelo 

passo otimal localmente restrito do "HOOK", ou pelo método "dogleg" ou "duplo dogleg"). 

O fator de redução que se denotará por h* ,  se determina mediante a seguinte 

técnica : modela-se f (xk + h(x+ - xk)) usando para isto o modelo quadrático m,(h) , que ajusta 

f (xk), f(x+) e a derivada direcional de f em xk, na direção (x+ -xk), que denotaremos por 

gL(x+ - xk). A seguir fazemos que o novo raio de confiança Ak seja o mínimo deste modelo, o 

que ocorre quando : 

Então, o novo raio de confiança A+ tem a forma : 

A+ = h*b+ -xkllz 

Observacão : Se ocorre que este A+ é tal que I$, $1, então utiliza-se o limite deste 

intervalo mais próximo do valor encontrado; assim evita-se erros de precisão fhita, 

especialmente quando o gradiente é calculado usando-se diferenças fhitas. 

2. Suponhamos agora que seja efetivamente encontrado um ponto x+ que satisfaz (10). 

Se x+ é um passo de Newton desde xk, então achamos o passo. Atualizamos A, 
constniímos o novo modelo e continuamos com a iteração seguinte. Entretanto, se (x+ - xk )  

não é o passo de Newton, tenta-se um passo maior a partir de xl, (dilatar-se o passo), usando 

o modelo geral. A justificativa para fazer isto é evitar ter que avaliar o gradiente (e a Hessiana) 

em x+, a qual representa fiequentemente maior custo, em grandes problemas. 

A razão para dilatar o passo é que a região de confiança pode chegar a se contrair 

durante o curso do algoritmo e pode-se necessitar que ela seja aumentada. Isto ocorre quando 

se tem uma região onde a cota do passo foi pequena, já que a função não estava bem 

representada por uma quadrática qualquer e entramos em uma região onde a função está bem 

representada por uma função quadrática. 

Para se decidir se se faz ou não um passo maior desde xk, compara-se a redução 

real definida por : 

Af = f (x+> - f (xk) 

com a redução predita, definida por : 

Af p e d  = mc(~+) - f ( ~ k )  

e se aceita x+ como o iterado, a menos que : 



i. O ajuste seja tão bom, como por exemplo se 

IAfpred-Af 1 5 0.11Af I 
e então Ak pode ser uma aproximação do raio em que m, representa adequadamente f ,  

OU 

ii. Que a redução real (efetiva) de f seja tão grande como a presença de curvatura negativa e 

que portanto esteja implicado um decrescimento rapidamente contínuo em f (x), ou seja : 

f (x+) 5 f bk) + Vf (~k) 'h+ - ~ k )  

Em ambos os casos aproveitam-se x+ e f(x+), mas em vez de mover-se 

diretamente para x+, primeiro dobramos Ak e calcula-se um novo x+, usando nosso modelo 

geral. Se (10) não é satisfeita para o novo x+, volta-se então ao último "passo bom" já 

calculado. Mas se satisfaz, propõe-se dobrar novamente (Na prática, assim se pode evitar um 

número significativo de cálculos do gradiente). 

EXEMPLO 3. 

Seja f (xi, x2) = x; +xi  +x; 

onde : xk = (1,l)' 

Vf bk) = (6,2) ' 

Ak = 0.5 

e suponhamos, do EXEMPLO 1, visto anteriormente, que o passo s k  seja : 

s k  = (-0.334, -0.335)' 

Logo : 

X+ = ~ k  + ~ k  = (l , l) '+ (-0.334,-0.335)' 

= (0.666,0.665)' 

Agora desejamos : 

i. Decidir se x+ é ou não um "ponto aceitável". 

ii. Atualizar a região de confiança. 

Assim : 

a) Para que x+ seja um ponto satisfatório, recordemos que se deve satisfazer a 

desigualdade : 

f (x+) I f (xk) + a V  f (xk)'(x+ - xk); com a = 10 -4 (11) 



Para isto : f (x+) = (0.666)~ + (0.666)~ + (0.665)~ 1 .O83 

f(xk) = 14 + i2 + i2 = 3 

Como 1.083 12.9997 (ou seja, satisfaz a desigualdade (11)) então x+ é 

efetivamente um ponto satisfatório. 

b) Para atualizar a região de confiança devemos decidir se procuramos ou não um 

passo maior na iteração em curso. Para isto, vamos usar o teste da comparação : 

Então : 

De tal modo que dobramos o raio de confíança, ou seja, fazemos Ak = 1 e 

voltamos ao algoritmo de passo otitnal localmente restrito ("HOOK") e temos que : 

i) Nosso xk é agora : xk = (0.666,0.665)' (que corresponde ao antigo x+) 

ii) Logo C = -&'V f (xk) = - 1 04 1 E: 1 = 1 1016: 1 
11$11, = 0.749 

Como (1$11, = 0.749 < 1, o algoritmo "HOOK" (antes assinalado) seleciona o 
passo de Newton $. 



Capítulo V 

Aplicação do Método de Região de Confiança ao 
algoritmo Backpropagation 

V.1 Introdução 

Como foi dito no Capítulo III, o algoritmo backpropagation se baseia no 

Método do Gradiente, usando um passo fixo, chamado de "taxa de aprendizado". Um 

problema frequentemente citado do algoritmo é seu elevado tempo de aprendizado, que pode 

ser explicado como uma conseqüência do uso do Método de Gradiente. Assim, com o 

objetivo de acelerar a taxa de convergência, diversas variantes foram propostas, usando 

métodos de segunda ordem (PARKER (1987), WATROUS (1987), BECKER e Le CUN 

(1988)). Neste último, são citados alguns problemas de convergência, e a conclusão de que 

poderia ser desejável usar uma técnica híbrida, combinando a aproximação de Newton com o 

Método do Gradiente. Como esta é precisamente uma das principais características do 

Método de Região de Confiança, decidimos investigar a sua aplicação ao algoritmo 

"backpropagation", na tentativa de obter melhores resultados. 



V.2 Implementação 

V.2.1 Conversão das matrizes v e w 

Inicialmente, foi necessário adotar uma convenção que fizesse a correspondência 
entre as matrizes de pesos da rede neuronal (v e w) e um vetor (z), utilizado no Método de 

Região de Confiança. 

Seja p o número de EPs da camada de entrada; q o número de EPs da camada 

escondida; e r o níimero de EPs da camada de saída. Definimos a seguinte correspondência 

entre as matrizes v ( p  x q) e w (q x r) e o vetor z : 

ZPxq+qxr = Wqr 

Portanto, o algoritmo original pode ser escrito da seguinte forma : 

zt+i = zt - vVE(zt) 

onde zí representa o conjunto de pesos (v e w) da rede neuronal, no tempo t .  

Uma vez adotada esta convenção, pode-se aplicar o Método de Região de 

Confiança, utilizando o vetor z. 

V.2.2 Cálculo da Hessiana 

Para aplicarmos o Método de Região de Confiança, foi necessário calcular a 

Hessiana da função E, que é definida como : 

E = $ c ( ~ ~ ~  
P k  

Sabe-se que o gradiente de E em relação a w,k (veja Cap. III) é : 



Calculando-se os elementos da Hessiana, tem-se : 

- em relação a Wjk : 

Sabe-se que : 

1" caso : k # k' 

2" caso : k = k' 

Para simplificar a notação, vamos definir : 

Portanto : 

- em relação a v, : 



Sabe-se que (veja Cap. III) : 

onde : 

Portanto : 

Resta calcular a expressão de 3 . Assim : 
i%$ 

1" caso : j # j1 

Como hpj = s(netpj) (veja Cap. III), conclui-se que : 

2" caso : j = j' 

Logo, a expressão de ô2E é :  
&jk&ijl 

Calculemos, finalmente, a expressão de aZE . Sabe-se que : aVijaViY 



Desenvolvendo a expressão (I), tem-se : 

O s e j  #j' 
= { xp1xpJ~(i - 2 p J  - h,) se j = j' 

Quanto a expressão (2), chega-se a : 

Portanto, a expressão de a2E é :  
aVijaVj9/ 

V.2.3 Godifica@io do algoritmo 

Segundo BATTITI (1992), de modo geral a Hessiana descrita na seção anterior 

não é definida positiva. Assim, foi necessário utilizar uma implementação do Método de 

Região de Confíança que tratasse a possibilidade da Hessiana ser indefínida. GAY (1983) 

descreve uma subrotina (DHUMSL, em FORTRAN), com esta característica. Através da 

Internet (http:llgams.nist.gov), foi obtida uma cópia desta subrotina, no GAMS (Guide to 

Available Mathernatical Sofhyare), mantido pelo NIST (National Institute of Standards and 

Technology). 



Assim, o algoritmo foi implementado em FBRTRAN, da seguinte forma : 

BPTRUST - programa principal; 

r DHUMSL - implementação do Método de Região de Confiança; 

FUNC - cálculo da função objetivo E; 

DFUNC - gradiente da função objetivo E; 

e HESS - Hessiana (conforme seção V.2.2); 



V.3 Resultados 

Para avaliar o desempenho da implementação descrita em V.2 (BPTRUST), foram 

codificados os seguintes algoritmos : backpropagation (BPSTD) e RPROP (EUEDMILLER e 

BRAUN, 1993). Este último foi escolhido por ser a mais recente variação do algoritmo 

backpropagation encontrada na literatura. Em seguida, cada um dos algoritmos foi aplicado a 

cinco problemas : "ou exclusivo", codificador 10-5- 10 e 20- 10-20, classificação de eletrofácies 

e previsão de preços de derivados de petróleo, descritos nas seções V.3.2, V.3.3, V.3.4 e 

V.3.5, respectivamente. 

A metodologia adotada foi proposta por FAHLMAN (1988), e consiste em 

executar cada um dos algoritmos a partir do mesmo conjunto de pontos iniciais. Este conjunto 

possui dez pontos aleatórios e distintos. O tempo de aprendizado é apresentado como o 

número médio de épocas1 necessário até que a tarefa seja aprendida. Caso não haja 

convergência, o tempo correspondente é definido como o número máximo de épocas, cujo 

valor depende de cada teste. 

Para comparar o custo computacional de cada algoritmo, foi incluído o tempo 

médio de CPU gasto em cada teste (PRECHELT, 1994). Todos os testes foram executados 

em um IBM 9121 modelo 400. 

Seguindo as sugestões de Fahlman, foi aplicado o critério "40-20-40" : um valor 

de saída é considerado como zero até o valor máximo de 0.4; caso esteja acima de 0.6, é 

considerado como um; e indeterminado, caso esteja no intervalo intermediário (0.4, 0.6). O 

aprendizado é considerado completo quando todo o conjunto de treinamento é classificado 

corretamente. 

Ao final de cada teste, é apresentada uma tabela com as informações abaixo : 

% N. Épocas - número de épocas necessário para completar o aprendizado; 

N. Funções - total de cálculos da função objetivo; 

- N. Grad. - total de cálculos do gradiente; 

1 Uma época é defuiida como o período durante o qual todos os padrões do conjunto de treinamento são apresentados tima vez. 
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N. Hess. - total de cálculos da Hessiana; 

CPU - tempo de CPU gasto no aprendizado; 

Sucesso - indica quantas execuções, a partir do conjunto de pontos 

iniciais, completaram o aprendizado (convergiram). 

V.3.2 Ou exclusivo (XOR) 

Um dos mais conhecidos problemas de teste é o do "ou exclusivo" (XOR), ou, 

em sua forma mais geral, o problema de paridade N. De acordo com Fahlman, este não 

deveria ser um teste típico para problemas do mundo real resolvidos por redes neuronais. A 

habilidade de generalização de uma rede, que é associar padrões similares de entrada a 

ativações similares de saída, não se aplica ao "ou exclusivo". A simples mudança de um bit no 

vetor de entrada causa uma classificação complementar. A razão pela qual se inclui problemas 

de paridade N neste estudo é o fato de que eles são frequentemente usados na literatura para 

testar novos algoritmos de aprendizado. 

A rede consiste em dois EPs de entrada, dois na camada escondida e um EP de 

saída, possuindo 9 pesos, que é a dimensão do problema (vetor gradiente). O conjunto de 

treinamento é : 

O tempo máximo de aprendizado foi estabelecido como 1000 épocas. 

ENTRADA 

o o 

1 o 

o 1 

1 1  

sAÍDA 

o 

1 

1 

o 



A tabela abaixo mostra os resultados obtidos : 

Neste teste, nota-se que o algoritmo BPTRUST é mais robusto que os demais, 

convergindo em todo o conjunto de pontos iniciais. É interessante observar que, caso se 

considere apenas as execuções bem sucedidas, o algoritmo RPROP atinge uma média de 

apenas 40 épocas, com um consumo médio de CPU de 2 segundos. Portanto, seu desempenho 

é bastante prejudicado por sua sensibilidade ao ponto de partida. 

- 

V.3.3 Codificadores 10-5-1 O e 20-10-20 

Segundo Fahlman, uma classe mais adequada de problemas de teste é a família de 

problemas de codifícação/decodificação do tipo N-M-N. A rede consiste de N EPs em cada 

uma das camadas de entrada e saída, e M EPs na camada escondida. O vetor de entrada inclui 

N bits, dos quais um vale '1' e os demais valem '0'. O vetor desejado de saída é idêntico ao de 

entrada; assim, o objetivo da rede é fazer uma "auto-associação" entre os vetores de entrada e 

de saída, aprendendo um mapeamento entre os N EPs de entrada e os M EPs da camada 

escondida (codifícação) e um mapeamento entre estes e os N EPs da camada de saída 

(decodifícação), onde, em geral, M < N. 



O codificador 10-5-10 é um problema típico da família descrita acima. A rede 

possui 10 EPs de entrada, 5 na camada escondida e 10 na de saída, totalizando 115 pesos, que 

é a dimensão do problema (vetor gradiente). O conjunto de treinamento é : 

O tempo máximo de aprendizado foi definido como 500 épocas. 

Os resultados encontrados foram os seguintes : 

Apesar de convergir em um número menor de épocas, o algoritmo BPTRUST é 

afetado pela dimensão do problema (N = 115), atingindo um tempo de CPU superior aos 

demais algoritmos. No entanto, mostrou-se mais robusto que o algoritmo RPROP. Em 

RIEDMELER e BRAUN (1993), foi obtida uma média de 19 épocas. Convém ressaltar que 

foi utilizado um conjunto distinto de pontos iniciais, que não foi informado. 



Com o objetivo de avaliar o algoritmo em um problema com dimensão maior, foi 

testado o codificador 20-10-20, que é semelhante ao problema anterior, tendo, no entanto, 20 

elementos de entrada, 10 na camada escondida e 20 de saída (com 430 pesos), encontrando-se 

os resultados abaixo : 

Mais uma vez, observa-se a forte influência que a dimensão tem no algoritmo 

BPTRUST, levando a um significativo tempo de aprendizado. Pode-se notar também um dos 

problemas do algoritmo backpropagation padrão, que é o elevado número de épocas 

necessário para atingir a convergência. 

V.3.4 Classificação de Eletrofácies 

Com o intuito de observar o desempenho do algoritmo em estudo em uma tarefa 

real, escolheu-se o problema apresentado em QUEIROZ NETO e RODRIGUES (1991). O 

objetivo da rede proposta é indicar, a partir de perfis elétricos, qual a rocha predominante 

(eletrofácies) em cada profundidade. Os perfis elétricos (fig. V.l) são registros em 

profundidade das propriedades físicas das diferentes litologias presentes em um poço de 

petróleo. Estas propriedades podem ser a resistividade, densidade, porosidade, etc. 

A identzcação de eletrofácies a partir de perfis elétricos é um problema muito 

fiequente na indústria de petróleo. O geólogo responsável por este trabalho analisa uma série 

de perfis e dados de testemunhos2, para determinar as litologias presentes nos poços 

estudados. É de fundamental importância para a delimitação das zonas produtoras de óleo a 

correta determinação das eletrofácies. 

A rede possui a arquitetura abaixo (totalizando 95 pesos) : 

três EPs de entrada, correspondentes aos três perfis elétricos utilizados 

(raios gama, densidade e porosidade neutrônica); 

2 Amostras de rocha extraídas de pops de petróleo. 



r dez EPs na camada escondida; 

cinco EPs de saída, correspondentes aos cinco tipos de rocha selecionados 

(anidrita, arenito, calcarenito, folhelho e siltito). 

Durante o aprendizado, são apresentados a rede os valores dos perfis elétricos e a 

rocha correspondente para cada profundidade. 

Figura V.1 : Exemplo de perfis elétricos 

O conjunto de treinamento inclui 2022 exemplos. 

Neste teste, foram adotados os mesmos critérios empregados em QUEIROZ 

NETO e RODRIGUES : o EP de saída com maior ativação corresponde ao tipo de rocha 

selecionado pela rede; o aprendizado é considerado completo quando mais de 80% do 

conjunto de treinamento é classificado corretamente. 



Os resultados obtidos estão sumarizados abaixo : 

Apesar de convergir em um número menor de épocas que o algoritmo BPSTD, o 

algoritmo BPTRUST apresentou um elevado consumo de CPU. Chama a atenção o 

impressionante desempenho do algoritmo RPROP. 

V.3.5 Previsão de Preços de Derivados de Petróleo 

Proposto (no CERN) por Marcelo Pereira Me10 (sob orientação do Prof Ruy 

Milidiú) (MELO, 1991), o projeto acima estuda a aplicação de redes neuronais na previsão de 

preços de derivados de petróleo no mercado internacional, tendo sido observado um 

desempenho superior ao de especialistas de mercado na realização de previsões de curto 

prazo. 

O principal objetivo destas previsões é balizar as decisões gerenciais de curto 

prazo e auxiliar a participação da Petrobrás no mercado fuhiro de derivados. Como a 

Petrobrás é grande compradora de petróleo, que vai ser transformado em derivados que 

podem ser exportados, as oportunidades comerciais ligadas as variações de preços de petróleo 

e derivados têm que ser aproveitadas ao máximo. Desta forma, previsões de preço são 

fundamentais para o planejamento operacional da empresa, sendo inclusive entradas para 

modelos de programação linear que auxiliam esse planejamento. 

O mercado de Nova York é o principal mercado de exportação brasileira de 

derivados, e o mercado Noroeste da Europa serve de referência para as nossas exportações 

para a África Ocidental. Assim, são necessárias previsões de curto prazo para os seguintes 

produtos : 



Nova York (FOB) : 

óleo combustível BTE 0.3 % HP (US$/barril) 

óleo combustível BTE 1.0 % LP (US$/barril) 

(BTE = Baixo Teor de Enxofre) 

Noroeste da Europa (CIF) : 

diesel (US$/tonel) 

e querosene de aviação (US$/tonel) 

óleo combustível 3.5 % (US$/tonel) 

Série 

OC03NY 

OCIONY 

DESNW 

Q A W  

OC3 5NW 

Convém ressaltar que as séries de preços em questão constituem seqüências de 

preços médios semanais. Assim, uma previsão um passo a frente corresponde nesse caso a 

previsão para uma semana à frente. 

A solução proposta consiste em uma rede 7-3-1 (28 pesos), onde a entrada é 

formada pelos preços médios das sete semanas anteriores, e o valor desejado é o preço médio 

da semana atual. 

O período escolhido para o ajuste de curvas foi de 04/01/85 a 25/12/87, portanto 

com duração de três anos (156 semanas). 

Define-se aw (average relative variante) como : 

onde E é o valor da função objetivo; 

n é o número de exemplos; e 

a2 é a variância do conjunto de treinamento. 

Em MEL0 (1991), considerou-se que o valor mínimo aceitável para arv é 0.04. 

Portanto, esta condição foi usada como critério de parada. 



Os resultados obtidos para cada uma das cinco séries foi : 

 o ocas IN. Funções JN. Grad. JN. Hess. Icpu w : ss )  

N. Funções IN. Grad. í. Hess. Icpuw:~~) Sucesso 

Observa-se que o número de iterações obtido pelo algoritmo BPTRUST é inferior 

(OC03NY e QAVNW) ou bastante próximo (OClONY e DIESNW) do apresentado pelo 

algoritmo RPROP. No entanto, o custo computacional é muito mais elevado. 



Capítulo VI 

Conclusão 

O algoritmo backpropagation se baseia em um método de otimização de 

primeira ordem (método do gradiente), onde é efetuado um passo de tamanho fixo (taxa de 

aprendizado), na direção oposta a do gradiente. Assim, algumas variantes do algoritmo 

utilizam métodos de segunda ordem, na tentativa de acelerar a convergência. Em uma dessas 

variantes, proposta por BECKER e Le CUN, devido a alguns problemas encontrados, 

sugere-se que a aplicação de um método que conciliasse o método de Newton com o método 

do gradiente poderia trazer bons resultados. Como esta é uma das características do Método 

de Região de Confiança, decidiu-se estudar a aplicação deste método ao algoritmo 

backpropagation. 

Para avaliar o desempenho da variação proposta, foram codificados os seguintes 

algoritmos : backpropagation e RPROP, sendo este último a mais recente variação encontrada 

na literatura. Cada algoritmo foi testado em cinco tarefas : "ou exclusivo" (XOR), 

codificadores 10-5-10 e 20-10-20, classificação de eletrofácies e previsão de preços de 

derivados de petróleo. 

Com a aplicação do Método de Região de Confiança ao algoritmo 

backpropagation, produziu-se uma variação com convergência superior em relação aos demais 

algoritmos testados, baseados apenas em métodos de primeira ordem. Este comportamento 

era esperado, uma vez que estes algoritmos não são capazes, por exemplo, de "escapar" de 

"falsos" mínimos locais, como pontos-sela. No entanto, esta robustez é obtida ao custo de 

iterações mais "pesadas" do ponto de vista computacional, nem sempre compensadas pelo 

menor número de iterações. 



Apesar de apresentar alguns problemas de convergência, o algoritmo RPROP 

mostrou um excelente desempenho, principalmente nos problemas mais complexos 

(classificação de eletrofácies e previsão de preços de derivados de petróleo). Por usar apenas a 

direção do gradiente, ele se torna quase insensível as regiões da função objetivo que possuem 

gradientes com norma próxima de zero. A avaliação teórica que apresentamos junto ao 

método explica em parte aquele resultado. 

Como descrito no Cap. V, foi utilizada uma subrotina (DH[TIMSL) que 

implementa o Método de Região de Confiança. No entanto, esta rotina é genérica, sendo 

aplicável a qualquer função duas vezes continuamente diferenciável. Considerando que a 

função objetivo E é uma soma de quadrados, poderia ser estudada a aplicação de um método 

de resolução específico para este tipo de problema de minimização, que é o Método de 

Levenberg-Marquardt, o que poderá diminuir o custo de cada iteração. Ainda com este 

objetivo, a modelagem quadrática por Quase-Newton merece ser comparada com a da 

Hessiana. 

Conclui-se, portanto, que a interação entre Otimização e Redes Neuronais é 

frutífera e incentiva esforços de pesquisa adicionais. Em particular, a aplicação de técnicas de 

segunda ordem a problemas de grande escala (com centenas ou milhares de pesos e exemplos) 

é um tema que provavelmente levará a estudos muito produtivos. 
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