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Os sistemas complexos estão compostos por muitos elementosde caraterísticas se-

melhantes com interações mútuas tipicamente não-lineares. Em alguns desses sistemas,

a origem da não-linearidade pode ser modelada considerandoque cada elemento possui

uma propriedade, que chamaremos influência, cujo valor é co-determinante da intensi-

dade das interações de um elemento com os restantes, e que porsua vez, o histórico de

interações modifica o valor da influência. Os autômatos celulares são uma das ferramentas

conceituais mais empregadas na modelagem de sistemas complexos. No presente trabalho

desenvolvemos dois autômatos celulares generalizados (ACG), um deles determinístico e

o outro estocástico, para aplicar o conceito de influência aoproblema de detecção de

agrupamentos de dados e à dinâmica das relações sociais. O ACG determinístico é o

embasamento de um novo algoritmo para detecção de agrupamentos em grandes bancos

de dados. O conceito de vizinhança, inerente aos ACGs, é a única medida de distância

empregada; por este motivo, os dados não requerem nenhum pré-processamento. A lo-

calidade do processamento da informação dos ACGs confere aoalgoritmo uma aptidão

intrínseca para sua paralelização. A escalabilidade do algoritmo com respeito à quanti-

dade de dados a considerar deriva-se do fato que as próprias células que compõem o ACG

representam subconjuntos. A capacidade de auto-organização dos ACG permite que os

agrupamentos emerjam sem a necessidade de parâmetros. São apresentados resultados

da aplicação do algoritmo a bancos de dados sintéticos e naturais. Finalmente, o ACG

estocástico aplicado à dinâmica das relações sociais resulta num modelo que reproduz as

tendências observadas em bancos de dados criminalísticos.
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Complex systems are large sets of elements with similar characteristics interacting in

a non-linear way with each other. In some of these systems, the source of non-linearity

can be modeled considering that each element has a property,which we call influence,

whose value is co-determinant of the intensity of the interactions of an element with the

others, and that in turn, the history of interactions altersthe value of the influence. Cel-

lular automata are common tools employed for modeling complex systems. In this work

we develop two generalized cellular automata (GCA), one of them deterministic and the

other, stochastic, to apply the concept of influence to the problem of data clustering, and

to the dynamics of social relations. The deterministic GCA is the core of a new cluster-

ing algorithm for large databases. The concept of neighborhood, as part of the cellular

automaton definition, is the only measure of distance employed and for this reason, the

data do not require any pre-processing. Since GCAs perform local processing of informa-

tion, the algorithm is naturally suited to be parallelized.The scalability of the algorithm

with respect to the amount of data to be processed is assured since the cells that make

up the GCA themselves represent subsets of data. Self-organization, a property found in

many GCAs, is responsible for the emergence of clusters without need of tuning param-

eters. Several tests, performed both on synthetic and natural databases serve to illustrate

the performance of the algorithm. Finally, the stochastic GCA applied to the dynamics

of social relations results in a model that reproduces the observed trends in databases of

criminal activities.
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Capítulo 1

Introdução

Os sistemas complexos não possuem ainda uma definição formal, sendo isto uma con-

seqüência da ausência de um tratamento analítico dentro da teoria geral dos sistemas

dinâmicos [58]. Devido a essa falta de definição formal, os sistemas complexos são iden-

tificados por meio de algumas caraterísticas gerais. Por exemplo, para ILIACHINSKI [31]

todos os sistemas complexos se compõem de um grande número departes interconectadas

com iterações mútuas tipicamente não lineares (pp. 612). Exemplos de sistemas comple-

xos podem ser achados em áreas e escalas tão diferentes quanto uma galáxia e o cérebro

humano. São inúmeros os trabalhos que explicitamente ou implicitamente definem o seu

objeto de estudo como um sistema complexo. Centros como o SANTA FE INSTITUTE1

foram criados com o propósito de estudar estes sistemas. Devido à ampla diversidade de

áreas onde estudos desta natureza podem ser aplicados, as abordagens multidisciplinares

são as mais freqüentes.

As definições ou delimitações de um sistema complexo, como por exemplo a citada

acima, herdam deste a dificuldade de explicar ou capturar a essência embutida num con-

junto de elementos para que estes exibam fenômenos que qualitativamente classificamos

como complexos. Nem todo conjunto de elementos interagindoapresenta os sinais de

complexidade que interessam. Apenas aqueles sistemas que apresentam padrões espaço-

temporais que LANGTON [44] classifica nafronteira do caossão os interessantes. A

principal dificuldade para fazer um estudo analítico destessistemas está no fato de que

não tem sido possível predizer a sua evolução numa escala dada de observação baseados

somente nos fenômenos observáveis nessa escala. Também tem-se fracassado, na maioria

dos casos, em predizer a formação de padrões globais conhecendo os detalhes da dinâ-

mica das interações entre os elementos que compõem o sistema. Por este motivo os fenô-

menos observáveis na escala global de um sistema complexo são chamadosemergentes

[36]. Nestas condições as simulações computacionais aparecem como a alternativa mais

eficiente para deixar em evidência os fenômenos emergentes apartir da especificação da

1http://www.santafe.edu
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topologia de interconexões e interações entre os elementosconstituintes.

Na década de 1940,VON NEUMANN considerou o problema de criar uma entidade ar-

tificial com capacidade de se auto-reproduzir. Por sugestãode ULAM , VON NEUMANN

começou a trabalhar com um conjunto de entidades simples sediadas num reticulado,

estruturalmente e funcionalmente idênticas. Ele chamou a cada uma dessas entidades de

célula, e batizou o conjunto deautômato celular(CA). Com esta abordagem, ao problema

da auto-reprodução se acrescentou a necessidade de inventar regras de comportamento e

interação para as entidades individuais com o objetivo de fazeremergiro comportamento

coletivo da auto-reprodução. A solução queVON NEUMANN apresentou aparece descrita

no livro Theory of Self-Reproducing Automata[78]. A solução original deVON NEU-

MANN foi aprimorada por outros autores [75, 16]. Provavelmente amaior contribuição

derivada da pesquisa deVON NEUMANN seja o autômato celular como ferramenta para

estudar a relação entre simples comportamentos individuais e os complexos comporta-

mentos coletivos emergentes. Autores como WOLFRAM [81] destacam o potencial dos

autômatos celulares para modelar sistemas complexos, assim como a sua capacidade com-

putacional. Nesse sentido TOFFOLI [76] mostra que o espaço de soluções abrangido pelos

autômatos celulares é o mesmo que o das equações diferenciais, e portanto eles podem

ser usados como uma alternativa para criar e analisar modelos em física. Uma análise dos

aspectos formais por trás da computabilidade dos autômatoscelulares pode ser achada em

[19].

No próximo capítulo será apresentada uma definição e descrição detalhada de um

autômato celular; entre as propriedades que compõem um CA está o conceito devizi-

nhança. Cada célula que compõe o CA possui uma vizinhança que consiste de um con-

junto de células do CA que são chamadas devizinhas. Uma célula interage somente com

aquelas células que são suas vizinhas; portanto, para conhecer a evolução de uma célula

somente é necessário dispor da informação contida na célulaem questão e as suas vizi-

nhas. Destarte, a evolução de cada célula que compõe o CA podeser determinada em

forma simultânea para todas elas. O potencial para o processamento paralelo de informa-

ção acrescenta o atrativo dos CAs para analisar modelos de sistemas complexos [8].

Alguns sistemas complexos se auto-organizam em configurações quase-estáveis, nas

quais pequenas perturbações podem levar a mudanças na configuração global. Essas mu-

danças, que não podem ser caraterizadas a partir da intensidade da perturbação, podem

ficar localizadas em pequenas regiões do sistema ou atingí-lo integramente. Exemplos

deste tipo de comportamento são ubíquos na natureza: avalanches de neve, terremotos,

incêndios florestais, etc. O trabalho de BAK , TANG e WEISENFELD [4] foi o primeiro a

chamar este comportamento decriticalidade auto-organizada. Nesse trabalho foi empre-

gado um autômato celular para mostrar numericamente a presença de uma lei de potên-

cia associada à distribuição de freqüência dos tamanhos dasmudanças na configuração

global. Os livros de BAK [3] e JENSEN [35] fazem uma ampla revisão dos trabalhos re-

2



ferentes ao estudo de sistemas complexos que evoluem para configurações criticamente

auto-organizadas.

No entanto, nem todos os sistemas complexos se auto-organizam numa configuração

global crítica. Por exemplo, BARABÁSI e ALBERT [7] reencontram a lei de potência na

distribuição de freqüência do grau dos nós de redes tais comoa World Wide Web. Este

tipo de sistema se auto-organiza para chegar numa configuração robusta; segundo os au-

tores, duas caraterísticas devem ser levadas em conta ao se modelar tais redes: os nós

se integram gradativamente à rede, e a sua integração está regida por umapreferência

ou bias. Esta preferência se corresponde reciprocamente com ainfluênciaque nós muito

conectados têm sobre a escolha dos novos para estabelecer conexões. Ainda que o mo-

delo original não considere somente informação local nas interações entre nós, é relevante

para este trabalho a observação que alguns elementos do sistema possuem uma influên-

cia maior do que outros; em outros termos, ainda que estruturalmente os elementos que

compõem o sistema sejam idênticos, as interações entre elesaparecem condicionadas por

um atributo que, neste caso, tem o seu valor ajustado em decorrência da evolução do sis-

tema. A presença deste atributo modulador das interações é determinante na formação

das configurações globais auto-organizadas. Outros exemplos de redes auto-organizadas

aparecem descritas no livro de BARABÁSI [6]. Note-se que redes podem ser modeladas

de muitas maneiras, entre elas por autômatos celulares.

Autômatos celulares têm sido usados com sucesso na modelagem de crescimento ur-

bano. Por exemplo, BARREDO et al. [9] utilizam um autômato celular estocástico para

predizer o crescimento da cidade de Dublin (Irlanda). Na primeira parte do trabalho, os

autores justificam o porquê do uso dos autômatos celulares; dentre as justificativas desta-

camos duas: ainda que tudo possa estar relacionado com tudo,coisas vizinhas estão mais

relacionadas que as distantes, e a evolução de uma porção de terra depende da influên-

cia à qual esteja submetida. No primeiro ponto é ressaltada aimportância de considerar

vizinhanças para especificar a dinâmica do uso da terra em cidades. O segundo ponto

coincide com a consideração feita por BARABÁSI na importância de reconhecer que há

assimetrias nas interações entre elementos. WARD et al. [80] apresentam um trabalho

sobre crescimento urbano onde o cenário é Queensland, Austrália. Eles também empre-

gam um autômato celular estocástico para fazer a modelagem eretomam o conceito de

influência.

Uma sociedade composta por indivíduos é outro exemplo de sistema complexo que

pode se beneficiar de simulações computacionais [55]. Por exemplo, DUFFY e OCHS [22]

usaram um modelo computacional para pesquisar as condiçõespara a validade de um mo-

delo teórico proposto por Kiyotaki e Wright; segundo esse modelo, o dinheiro como meio

de intercâmbio é um fenômeno emergente, que deve sua aparição à auto-organização das

relações comerciais entre indivíduos. Estudos desta natureza fazem parte de uma jovem

área chamadaeconofísica. NOWAK et al. [52] empregam um autômato celular para estu-
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dar a inter-relação entre decisões econômicas e fenômenos sociais como a influência na

formação de opiniões. Num estudo prévio, NOWAK et al. [56] empregam mais uma vez

um autômato celular para estudar a emergência e a estabilidade daidentidade de grupo.

A influência que um indivíduo recebe de seus pares é chamada depressão. Variações

nesta pressão afetam a coesão do grupo assim como a sua estabilidade perante informa-

ções vindas de fora do grupo. Nessa mesma linha de raciocínio, a personalidade de um

indivíduo – composta de sentimentos e pensamentos – emerge como resultado de dois

mecanismos básicos: a sincronização dos estados internos de indivíduos em interação e a

auto-organização de pensamentos e sentimentos com respeito à auto-imagem do indivíduo

[57].

A influência do grupo sobre um indivíduo – seja este de qualquer espécie – está na

base da proposta de JUANICO, MONTEROLA e SALOMA [37] para quem aalelomimese2

– a tendência a comportar-se como os outros – é um mecanismo geral para a emergência

de agrupamentos. Este mecanismo é reconhecido em algumas espécies de insetos sociais

[13]. Ele é usado XU, CHEN e HE [84] para construir um autômato celular estocástico que

sedia formigas virtuais, as quais imitam o comportamento das formigas reais de agrupar-

se para ganhar proteção.

No presente trabalho desenvolvemos dois modelos gerais de autômato celular, um

deles determinístico e o outro estocástico, com o objetivo explorar o conceito de influência

que permeia os trabalhos supracitados. O autômato celular determinístico é usado num

novo algoritmo de detecção de agrupamentos de dados que não usa nenhuma medida de

distância além da implícita na definição da vizinhança de umacélula. Este algoritmo

aproveita a auto-organização das células para fazer emergir os agrupamentos dos dados.

O segundo autômato celular é projetado para incluir, além dainfluência assimétrica entre

indivíduos, os mecanismos gerais dos seres vivos de adaptação e acomodação. Em ambos

os casos são apresentados resultados computacionais que respaldam a pertinência de tais

modelos.

No próximo capítulo é feito um resumo do embasamento teóriconecessário para a

compreensão dos modelos propostos. No terceiro capítulo é apresentado o autômato ce-

lular determinístico e o algoritmo para a detecção de agrupamentos de dados; são incluí-

dos os resultados computacionais sobre diferentes bancos de dados. No quarto capítulo

é introduzido o autômato celular estocástico usado para modelar a dinâmica de grupos

de indivíduos – de qualquer espécie – levando em conta o mecanismo de influência;

também é apresentado um resultado computacional que põe em evidência a tendência

à auto-organização e que se corresponde com os dados de bancos de dados reais sobre

comportamentos delituosos. Finalmente, no quinto capítulo são resumidas as conclusões

e os trabalhos futuros.

2No texto original é usado o termo allelomimesis. Usamos uma adaptação ao português.
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Capítulo 2

Fundamentos Teóricos

O presente capítulo tem por objetivo introduzir as definições daqueles conceitos empre-

gados no desenvolvimento do trabalho.

2.1 Autômato celular

A partir do trabalho de WOLFRAM, “Statistical mechanics of cellular automata” [82],

os autômatos celulares começaram a ser aplicados massivamente ao estudo de sistemas

complexos. No entanto, como foi indicado na Introdução, suaprimeira aplicação foi o

estudo da auto-reprodução feito porVON NEUMANN [78]. O livro de ILIACHINSKI [31]

e o livro de WOLFRAM [81] são as duas principais obras de referência.

Numa primeira aproximação, um autômato celular (AC) é um objeto abstrato com-

posto por duas componentes intrinsecamente ligadas. A primeira delas é um reticulado

(lattice) regular, discretoe infinito que constitui ouniversoou aestruturadoespaço sub-

jacentedo AC. A segunda é umautômato finitoque se repete de maneira idêntica em cada

nó do reticulado. Cada um desses autômatos é denominadocélula. Uma célula dadac

manterá um intercâmbio de mensagens com um número finito de outras células que, ao

serem consideradas como um conjunto, constituem avizinhançada célulac. A comunica-

ção dec com a suas vizinhas élocal, determinística, uniforme e síncrona. Ela determina

a evolução global do sistema ao longo depassosnumtempo discreto. Vejamos a seguir a

definição formal do autômato celular clássico.

2.1.1 Definição de autômato celular

Um autômato celulard-dimensionalA é um quarteto(Zd,S ,N ,δ ), onde:

• Zd representa o espaço comd dimensões de números inteiros; cada ponto desse

espaço – também chamado dereticulado– está ocupado por uma célula,
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• S é um conjunto finito, cujos elementos representam os estadospossíveis de cada

célula deA ,

• N é um subconjunto finito deZd, chamadovizinhançadeA , onde cada elemento

n∈N deve ser interpretado como as coordenadas relativas das células vizinhas; ou

seja, dada uma célulac localizada emp ∈ Z
d, a sua vizinhançaN (c) é o conjunto

de células localizadas emp+n; por simplicidade, suporemos que(0, ...,0)∈ N ;

• δ : S k+1 →S , é aregra local de transiçãodeA , ondek é a quantidade de células

emN .

O conjuntoS pode possuir estados especiaiss, chamadosinativos -quiescent- para os

quais se verifica queδ (s, . . . ,s) = s.

2.1.2 Configuraçãoou estado globaldeA

Dado um autômato celularA = (Zd,S ,N ,δ ) podemos lhe associar uma aplicaçãocA
t :

Z
d 7−→ S que fornece para cada instantet ≥ 0 o estado de todas e cada uma das células

que compõemA . Essa aplicação é conhecida comoconfiguraçãoouestado globaldeA

no instantet.

2.1.3 Vizinhanças

Consideremos um autômato celularA = (Zd,S ,N ,δ ). A vizinhança de uma célula

c, N (c) é o conjunto de células do reticulado que determinarão localmente o próximo

estado dec. Nos ACs clássicos, a vizinhança é finita e geometricamente uniforme, ainda

que ela possa estar composta por qualquer conjunto finito ordenado. As duas vizinhanças

mais simples são a deVON NEUMANN e a de MOORE, as quais definimos a seguir.

Sejac uma célula no pontoz de Zd, com z = (z1, . . . ,zd); consideremos as normas

‖ z‖1= ∑d
i=1 |zi |, e‖ z‖∞= max{|zi | | i ∈ {1, . . . ,d}}. As definições das duas vizinhanças

supra-citadas são as seguintes:

• vizinhança deVON NEUMANN: NVN(c) = {x |x ∈ Zd, ‖ z−x ‖1≤ 1}, com uma

ordem dada,

• vizinhança de MOORE: NM(c) = {x |x ∈ Zd, ‖ z− x ‖∞≤ 1}, com uma ordem

dada.

Na Figura 2.1 estão representadas ambas as vizinhanças no caso particular de um reticu-

lado plano sobreZ2.

Ambas vizinhanças estão compostas pelos vizinhos mais próximos; no entanto elas

podem ser facilmente generalizadas para incluir células mais distantes. Para isso é sufi-

ciente retomar as definições anteriores e introduzir o parâmetror ∈ N∗, chamadoraio da
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(a) Von Neumann (b) Moore

Figura 2.1: Vizinhanças clássicas num reticulado plano.

vizinhança.Destarte, as definições das vizinhanças deVON NEUMANN e MOORE com

raio r assumem as seguintes expressões:

• vizinhança deVON NEUMANN com raior: N r
VN(c) = {x |x ∈ Zd, ‖ z−x ‖1≤ r},

com uma ordem dada,

• vizinhança de MOOREcom raior: N r
M(c) = {x |x ∈ Zd, ‖ z−x ‖∞≤ r}, com uma

ordem dada.

2.1.4 Regras locais de transição

A regra local de transição determina qual será o próximo estado de uma célulac a partir

dos estados das células que compõem a vizinhança. Há uma forma comum de especificar

essa regra por meio de uma tabela. Consideramos um AC unidimensional tal que a vizi-

nhança (comr = 1) dec inclui a célula à esquerda,lc, e a célula à direita,rc. A Tabela 2.1

apresenta um exemplo de regra local. WOLFRAM [82] introduziu uma nomenclatura para

representar sistematicamente as regras locais usando paraisso uma interpretação lexico-

gráfica do número binário gerado a partir da coluna debits com o próximo estado dec.

Assim, na Tabela 2.2 está a explicação de como gerar a representação de WOLFRAM para

o exemplo de regra local citada acima, à qual possui o identificador 54. Decorre disto

que os AC unidimensionais, binários, com vizinhança de cardinalidade 3 terão ao todo

28 = 256 regras diferentes. Todos os ACs obtidos considerando cada uma dessas regras

locais, foram estudados exaustivamente chegando-se à conclusão que nenhum deles tem

um comportamento dinâmico global “interessante”: ao longode muitos passos todos os

ACs convergem para a configuração global na qual todas as células têm o mesmo estado

(ver [8]).
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Tabela 2.1: Exemplo de regra local, ondelc[t] e rc[t] representam respectivamente os es-
tados no passot das vizinhas à esquerda e à direita da célulac; a última coluna representa
o próximo estado da célulac.

lc[t] c[t] rc[t] c[t +1]

0 0 0 0
0 0 1 1
0 1 0 1
0 1 1 0
1 0 0 1
1 0 1 1
1 1 0 0
1 1 1 0

Tabela 2.2: Exemplo de representação da regra 54 segundo WOLFRAM. Na primeira li-
nha, cada grupo de trêsbits representa o grupo de estados das vizinhas (nos extremos) e
da célula considerada (bit central). A segunda linha linha contem o próximo estado da cé-
lula considerada; estes bits são usados na terceira linha para gerar o número identificador
da regra.

000 001 010 011 100 101 110 111

0 1 1 0 1 1 0 0

0×20 1×21 1×22 0×23 1×24 1×25 0×26 0×27

2.1.5 Reticulados

Diversos tipos de reticulados têm sido considerados dependendo do objetivo do estudo.

Assim, abordagens teóricas dos AC consideram geralmente reticulados infinitos com di-

mensõesd ≥ 1. Do ponto de vista teórico tem-se percebido a existência deum salto

entre o tratamento de AC unidimensionais e os de dimensões maiores. A maior parte dos

resultados demonstrados parad = 1, são indecidíveis parad ≥ 2 [19].

Em aplicações onde ACs são usados como modelos, têm sido empregados outros tipos

de reticulados. Em simulações computacionais somente podem ser considerados reticula-

dos finitos; no entanto, o tamanho pode ser escolhido de maneira que os efeitos de borda

não tenham efeito sobre as simulações. Há um compromisso entre o tamanho do reticu-

lado e o número de passos necessários para que os efeitos das bordas se apresentem numa

região reduzida no centro do espaço.

Uma alternativa para evitar efeito de borda é a de considerarum reticulado onde, para

cada dimensão, as bordas estão fundidas. Assim, no caso unidimensional, o reticulado

forma um anel; parad = 2, se todas as dimensões fundem as suas bordas gera-se um

reticulado toroidal.

Alguns trabalhos supõem que as bordas estão formadas por células que não mudam

o seu estado, sendo este geralmente o estado inativo (ouquiescent) [37]. Este tipo de
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reticulado possui a chamadacondição de borda nula(null boundary condition).

2.2 Generalizações do autômato celular

O autômato celular definido na seção anterior, devido à sua simplicidade, foi extensa-

mente estudado, tanto analiticamente como usando simulações. Como resultado desses

trabalhos, propriedades tais como reversibilidade e capacidade computacional ganharam

teoremas, mas em geral eles só se aplicam para o caso unidimensional.

As generalizações surgem como conseqüência de mudar a escolha das componentes

do quarteto que compõeA . SARKAR [66] faz uma revisão sistemática das diversas vari-

antes que têm sido estudadas. A lista a seguir não é exaustiva; ela serve apenas para dar

um contexto aos modelos desenvolvidos nos dois capítulos seguintes.

2.2.1 Variantes deS

Nas abordagens teóricas dos ACs supõe-se que o conjunto de estados possíveisS para

uma célula é finito, e geralmente inclui um estado especial chamadoinativo (quiescent).

Na definição clássica do AC, todas as células possuem o mesmoS . No entanto, têm sido

estudados ACs nos quaisS varia de uma célula para outra; eles são chamado de ACs

poligênicos.

Nas aproximações teóricasS é finito, freqüentementeZm (conjunto dos inteiros mó-

dulo m); outros estudos consideram que o estado de uma célula pode assumir um inteiro

arbitrário, sendo portantoS infinito. Em aplicações de modelagem de um fenômeno

físico ou biológico, o estado de uma célula pode assumir valores contínuos. Este tipo

de generalização, ainda que bastante comum, vai contra a idéia de que no AC tudo - es-

paço, tempo, estados - tenha valores discretos. Segundo FEYNMAN [23], à importância de

considerar valores discretos se relaciona uma consideração mais profunda: a modelagem

baseada em variáveis contínuasimplica na concentração local de uma quantidade infinita

de informação. A abordagem clássica empregando equações diferenciais se baseia em va-

riáveis contínuas. Entretanto, TOFFOLI [76] mostra que o espaço de soluções que os ACs

abrangem é igual àquele das equações diferenciais. Parece portanto, que modelagens

baseadas em ACs, considerando variáveis e tempo discretos,descrevem com a mesma

exatidão o comportamento de um sistema dinâmico, ainda que ainformação processada

localmente seja finita.

2.2.2 Variantes do reticulado

O AC apresentado inicialmente porVON NEUMANN possuía um reticulado bidimensio-

nal infinito. Em estudos teóricos a suposição de reticuladosinfinitos é a mais comum.

9



Entretanto, modelagens baseadas em ACs freqüentemente utilizam variações como as

mencionadas na Seção 2.1.5.

Os ACs para os quais tanto os nós como as conexões permanecem fixas ao longo

do tempo são chamados deestáticos. Nas aplicações de ACs à modelagem de sistemas

biológicos é freqüente retirar essa restrição para considerar o caso em que tanto os nós

“povoados” como as interconexões entre eles mudam ao longo do tempo. Os trabalhos

iniciais de LINDENMAYER [46] contêm exemplos deste tipo de AC.

No Capítulo 3, dedicado ao tema Agrupamento de Dados, consideramos um outro tipo

de suporte para as células que generaliza o conceito de reticulado. Nesse caso, as células

não estão regularmente distribuídas numa malha; entretanto, a posição relativa das células

é fixa ao longo do tempo, e não há criação ou destruição de células. Osuporte celular

é construído a partir da divisão progressiva e simultânea emtodas as dimensões de um

compacto deRn. O procedimento de divisão sucessiva é análogo ao empregadopara gerar

as quad-trees[24], mas o processo de divisão é controlado baseado em considerações

relacionadas com a densidade de pontos na célula. Na Figura 2.2 representamos o suporte

gerado a partir de duas nuvens de pontos com diferentes dispersões. No Capítulo 3 é

tratado com detalhe o procedimento de geração do suporte celular.
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(a) Suporte sem as nuvens de pontos

(b) Suporte com as nuvens de pontos

Figura 2.2: Exemplo de suporte celular

2.2.3 Variantes da vizinhança

Na Seção 2.1.3 foram introduzidas as duas vizinhanças mais comuns na literatura. No

entanto, há ACs que consideram duas vizinhanças para uma célula c dada: a primeira
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vizinhança, chamadavizinhança de entradaé formada pelo conjunto de células cujos

estados são levados em conta pela regra local para atualizaro estado dec; a segunda,

chamadavizinhança de saída, especifica o conjunto de células para as quais o estado de

c é acessível na hora de atualizar os seus estados. Se o tamanhode as ambas vizinhanças

coincide, então o AC ébalanceadoouequilibrado.Os ACs que apresentaremos nos dois

capítulos a seguir entram nesta categoria.

Na Seção 2.1.3 indicamos a maneira que a vizinhança de MOORE pode ser generali-

zada para incluir células além daquelas mais próximas; paraisto foi incluído o parâmetro

do raio da vizinhança. No caso do suporte celular mencionadona seção anterior, cada

célula corresponde a um compacto deRn ; nesse contexto consideramos as seguintes

definições:

Definição 1: Duas célulasci e c j são vizinhas se elas possuem no mínimo um ponto

comum.

Definição 2: A vizinhança de MOORE de raio 1 de uma célulac é formada pela própria

célula e o conjunto de todas as suas vizinhas de acordo com a definição anterior.

Definição 3: A vizinhança de MOORE de raior ∈ N∗ de uma célulac é o conjunto de

células da vizinhança de raior −1 mais as suas respectivas células vizinhas.

Na Figura 2.3 aparece representada a vizinhança de raio 2 da célula preta; o suporte

celular é o mesmo da Figura 2.2.

Figura 2.3: Vizinhança de MOORE generalizada de raio 2
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No Capítulo 4 é abordado o tema da modelagem de Interações Sociais. A vizinhança

considerada nesse contexto é mista: ela tem uma componente fixa criada a partir de uma

vizinhança tipo MOORE, e uma segunda componente estocástica, cuja composição é de-

terminada escolhendo aleatoriamente uma quantidade fixa decélulas1 em cada passo da

simulação. Ainda que o conjunto de células que integram a vizinhança seja diferente em

cada passo, a cardinalidade desse conjunto é sempre a mesma para todas as células. A

justificação para a escolha desse tipo de vizinhança híbridaé fornecida no Capítulo 4.

2.2.4 Variantes da regra localδ

A definição clássica de autômato celular considera regras demudança de estado determi-

nísticas. Entretanto, em muitas aplicações, por exemplo TURNER, BEGON e BOWERS

[77] estudando a transmissão de patógenos, consideram regras não-determinísticas. Ana-

logamente, no Capítulo 4 consideramos uma regra local estocástica para determinar o

próximo estado de uma célula sob influência da vizinhança. Este tipo de autômato celular

cuja regra pode mudar no tempo é classificado comohíbrido [66]. Os ACs híbridos têm

sido objeto de desenvolvimentos baseados em VLSI2 com o nome de autômatos celulares

programáveis.No caso dos ACs embarcados em VLSI geralmente há uma entrada cujo

estado em cada passo determina a escolha de uma regra local dentre várias possíveis.

2.3 Entropia de informação e informação mútua

Nesta seção são apresentados conceitos a serem empregados no Capítulo 3 relativo ao

Agrupamento de Dados. Nesse contexto específico, as variáveis consideradas possuem

valores discretos; por esse motivo, todas as definições e considerações a seguir estão

restritas ao caso de variáveis aleatórias discretas.

Em consideração ao Capítulo 3, tudo o que é preciso considerar são duas variáveis

aleatórias discretas,X eY junto com suas respectivas distribuições de probabilidade. Es-

tas distribuições de probabilidade são estimadas a partir das distribuições de freqüência

dos valores das variáveis aleatórias discretas. Em particular, interessa avaliar o grau de

dependência entre as duas variáveis aleatórias. Para o estudo desta dependência dispomos

somente das distribuições de freqüência e de diversas medidas de independência estatís-

tica. A abordagem escolhida se baseia no conceito deentropia da informaçãointroduzido

por C. SHANNON em 1948 [68], conceito este estruturalmente semelhante ao conceito de

entropia usado por BOLTZMANN no contexto da mecânica estatística. O motivo para esta

escolha encontra-se, como veremos no próximo capítulo, na proximidade conceitual entre

o processo de construir o suporte de um autômato celular e o processo de codificar uma

1As células escolhidas aleatoriamente não podem pertencer àcomponente fixa.
2Very Large Scale Integration
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nuvem de pontos representantes do conteúdo de um banco de dados.

As definições a seguir encontram-se encadeadas, um conceitobaseado no anterior. O

processo de construção do conceito deinformação mútua, nosso destino final, somente

requer noções elementares de probabilidade.

2.3.1 Auto-informação

SejaX uma variável aleatória exum possível valor que ela pode assumir; a auto-informação

é uma medida da informação contida no fato de queX = x, onde esta expressão denota

que a variável aleatóriaX assumiu o valorx. Segundo SHANNON, a auto-informação deve

depender inversamente da probabilidade da variável assumir um valor específico; assim

fatos pouco prováveis são mais significativos, e por esse motivo eles são portadores de

mais informação. Por outro lado, seX pode assumir independentemente tanto o valorx

quanto o valory, então a auto-informação contida no fato de queX assuma uma compo-

sição de ambos os valores deve ser igual à soma das auto-informações correspondentes

a x e y. Dito de outro modo, a auto-informação é aditiva com respeito à composição de

eventos independentes.

A expressão analítica da auto-informação associada ao fatoqueX = x é:

I(X = x) = log2(
1

P(X = x)
) (2.1)

ondeP(X = x) representa a probabilidade de que a variável aleatóriaX assuma o valorx.

Usualmente é empregado o logaritmo de base 2, resultando sero bit a unidade de medida

para a auto-informação3.

2.3.2 Entropia de informação4

SHANNON desejava caraterizar uma fonte de informação do ponto de vista da quantidade

de informação que ela pode produzir. Para isso, ele modelou afonte de informação como

uma variável aleatória5 X, em principio discreta. Essa variável aleatória pode assumir

valores dentre um conjunto finito numerável de símbolos. Cada símbolo tem associada

uma probabilidade de ser produzido -ou gerado- pela fonte. Destarte, a fonte fica cara-

terizada pelo conjunto de símbolos (ou valores discretos) -chamado dealfabeto- que ela

pode gerar e pela distribuição de probabilidade de produçãodos símbolos. Na seção an-

terior foi apresentada a auto-informação como a informaçãocontida no fato da variável

aleatória assumir um valor particular. A forma que SHANNON achou de caraterizar a

3Outras unidades de medida podem ser empregadas desde que a escolha da base do logaritmo seja
diferente. Onat é a unidade resultante de usar logaritmo neperiano.

4Também conhecida como entropia de Shannon.
5Mas precisamente, ele modela a fonte de informação como um processo Markoviano.

14



fonte de informação foi usar ovalor esperadoda auto-informação da variável aleatória

associada. Ele chamou a este valor esperado deentropia de informaçãoda fonte, devido a

sua semelhança com a expressão de entropia introduzida por BOLTZMANN no seu famoso

teorema H da mecânica estatística. Portanto, se designamospor P(X) à distribuição de

probabilidade de ocorrência de cada valor que a variável aleatóriaX pode assumir, resulta

que a entropia de informação deX pode ser calculada usando:

H(X) = E[I(X)] = −
n

∑
i=1

P(X = xi) log2(P(X = xi)) (2.2)

2.3.3 Entropia condicional

SHANNON introduz o conceito deentropia condicionalao considerar duas variáveis ale-

atórias,X e Y, ambas modelos de uma mesma fonte de informação. Consideremos o

problema de avaliar a quantidade de informação em comum que elas têm. SejaP(X =

x,Y = y) a probabilidade conjunta de que a variávelX assuma o valorx e, simultane-

amente, a variávelY assuma o valory. A entropia da conjunção deX e Y resulta de

generalizar a Equação 2.2:

H(X,Y) = −∑
i, j

P(X = xi ,Y = y j) log2(P(X = xi ,Y = y j)) (2.3)

Levando em conta que

H(X) = −∑
i, j

P(X = xi ,Y = y j) log2(∑
j

P(X = xi ,Y = y j))

resulta que

H(X,Y) ≤ H(X)+H(Y) (2.4)

Consideremos agora a probabilidade condicionalP(Y = y|X = x), que expressa a pro-

babilidade da variávelY assumir o valory dado que a variávelX tem o valorx:

P(Y = y|X = x) =
P(Y = y,X = x)

P(X = x)
(2.5)

Suponhamos que a variável aleatóriaX tem o valorx; nesse caso, a entropia da variávelY

pode ser calculada adaptando a Equação 2.2:

H(Y|X = x) = −∑
j

P(Y = y j |X = x) log2(P(Y = y j |X = x)) (2.6)

Shannon define a entropia condicional deY dadaX como a média da entropia deY
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dada por 2.6 ponderada pela probabilidade deX assumir o valor particularx. Ou seja:

H(Y|X) = −∑
i, j

P(X = xi)P(Y = y j |X = xi) log2(P(Y = y j |X = xi))

= −∑
i, j

P(X = xi ,Y = y j) log2(
P(Y = y j ,X = xi)

P(X = xi)
)

= −∑
i, j

P(X = xi ,Y = y j) log2(P(X = xi ,Y = y j))+∑
i, j

P(X = xi ,Y = y j) log2(P(X = xi))

= H(X,Y)+∑
i

P(X = xi) log2(P(X = xi))

= H(X,Y)−H(X) (2.7)

Podemos reescrever 2.3 usando 2.7 de modo geral:

H(X,Y) = H(Y|X)+H(X)

= H(X|Y)+H(Y) (2.8)

As Equações 2.8 facilitam a interpretação da definição de entropia condicional; as-

sim, a entropia conjunta, ou seja a informação que temos ao considerar simultaneamente

as duas variáveis aleatórias, é composta pela entropia numadas variáveis mais a entropia

condicional da outra. Deduzimos que a entropia condicionalde uma variável representa

a informação que não está presente na outra variável. Destarte, combinando 2.4 e 2.8

obtemosH(Y|X)≤ H(Y); a igualdade é válida no caso que as duas variáveis sejam inde-

pendentes.

2.3.4 Informação mútua

Dadas duas variáveis aleatóriasX eY , a informação mútua I(X,Y) avalia a quantidade

de informação que ambas variáveis têm em comum. Levando em consideração que a

entropia condicionalH(Y|X) representa a informação contida na variávelY mas que não

está presente na variávelX, deduzimos que

I(X,Y) = H(Y)−H(Y|X)

= H(X)−H(X|Y) (2.9)

Se combinamos a definição anterior com a Equação 2.8, resulta:

I(X,Y) = H(X)+H(Y)−H(X,Y) (2.10)

Destarte, o cálculo da informação mútua de duas variáveis pode ser feito a partir das

entropias individuais e da entropia conjunta. Estas podem ser estimadas empregando as
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distribuições de freqüência das variáveis, assim como a distribuição de freqüência con-

junta. Esta abordagem é a empregada no Capítulo 3 na construção de um autômato celular.

2.3.5 Divergência de KULLBACK -L EIBLER

Uma abordagem alternativa para calcular a informação mútuade duas variáveis aleatórias

se baseia no conceito dadivergênciade KULLBACK -LEIBLER [43]. SejamX e Y duas

variáveis aleatórias,P(X), P(Y) e P(X,Y) as distribuições de probabilidade associadas.

As duas situações extremas vinculando as duas variáveis são:

• As duas variáveis são independentes, entãoP(X,Y) = P(X)P(Y)

• Uma das variáveis está totalmente determinada pela outra, entãoP(X,Y) = P(X) =

P(Y)

No caso geral, situado entre esses dois extremos, temos queP(X,Y) 6= P(X)P(Y). Uma

maneira de avaliar o grau de dependência entre as variáveis écalculando a diferença ou

divergência que há entre a distribuição conjunta, conhecida ou estimada por algum meio, e

a distribuição conjunta esperada para o caso em que as duas variáveis são independentes.

Ou seja, o grau de dependência se reflete na divergência entreP(X,Y) e a distribuição

obtida a partir do produto das distribuições individuais,P(X)P(Y). A divergência de

KULLBACK -LEIBLER é uma medida geral da divergência entre duas distribuições de pro-

babilidade. SejamP1 eP2 duas distribuições de probabilidade; designamos comJ(P1,P2)

a medida de quanto divergeP2 deP1, e sua expressão é a seguinte:

J(P1,P2) = ∑
x

P1(x) log2(
P1(x)
P2(x)

) (2.11)

Calculemos6 a divergência de KULLBACK -LEIBLER deP(X,Y) em relação aP(X)P(Y):

J(P(X,Y),P(X)P(Y)) = ∑
i, j

P(xi,y j) log2(
P(xi ,y j)

P(xi)P(y j)
)

= ∑
i, j

P(xi,y j) log2(P(xi,y j))−∑
i, j

P(xi,y j) log2(P(xi))

−∑
i, j

P(xi ,y j) log2(P(y j))

= −H(X,Y)+H(X)+H(Y)

= I(X,Y) (2.12)

A Equação 2.12 estabelece que a informação mútua entre duas variáveis aleatórias,

tal como foi definida na Equação 2.9, representa a divergência entre a distribuição de

6Em benefício da compacidade, denotamosP(X = xi) comoP(xi)
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probabilidade conjunta e o produto das distribuições de cada variável. Quanto maior a di-

vergência, maior a dependência entre as variáveis e maior a informação que elas possuem

em comum.

2.4 Algoritmos de detecção de agrupamentos de dados

O conjunto de técnicas para a detecção de agrupamentos de dados (clustering) faz parte

da área de mineração de dados (datamining). Detectar (ou criar) agrupamentos num con-

junto de dados consiste em separá-los em subconjuntos homogêneos utilizando algum

critério. Esta definição se desdobra em muitos casos particulares, dependendo da natu-

reza do conjunto de dados e do critério empregado para estabelecer a composição de cada

subconjunto (oucluster). Diversas taxonomias têm sido criadas para classificar a pletora

de algoritmos declustering. Cada taxonomia usa um critério diferente para construir a

classificação [33]; os mais conhecidos entre eles são:

• a representação dos dados de entrada.

• a representação da saída gerada pelo algoritmo.

• o tipo de distribuição de probabilidade (também chamado de modelo) que descreve

as freqüências de aparição dos dados; este caso já implica emuma restrição nos

algoritmos a serem considerados.

• a função de custo a ser otimizada, sendo que ela pode ou não serexplícita.

• o sentido usado na construção dos agrupamentos, podendo este ser aglomerativo ou

divisivo (também conhecidas como abordagensbottom-upou top-down).

Os dados a serem agrupados em geral possuem uma origem comum,o que permite uma

representação uniforme. Caso essa representação uniformenão esteja disponível para

os “dados brutos”, é preciso considerar como mínimo uma etapa de pré-processamento.

Exemplos de conjuntos de dados podem ser: séries temporais das leituras de uma rede de

sensores, uma coleção de documentos extraídos da Internet,registros de uma tabela de

clientes, observações astronômicas, etc. No contexto do presente trabalho, considerare-

mos somente conjuntos de dados onde cada instância (também chamadatupla, registro ou

ponto) é descrita por uma lista ordenada de valores numéricos não categóricos. Destarte,

vamos supor que cada tupla é composta pord atributos (também chamados dimensões,

componentes, caraterística ou campos). Assim, o conjunto de dados comN instâncias

forma uma matrizN×d. Uma visão alternativa para o problema de detectar agrupamen-

tos é considerar a escolha de elementos do conjunto potênciado conjunto de todos os

dados. A forma como esta escolha é feita caracteriza o algoritmo.
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A maneira com que osclusterssão criados tem diversas abordagens, cada uma das

quais implica numa série de hipóteses, sejam estas explícitas ou implícitas, em relação aos

dados. A seguir apresentaremos as principais estratégias básicas, assim como as combi-

nações mais recentes. As referências [10, 32, 34, 60] apresentam revisões dos algoritmos

declusteringmais conhecidos. A referência [27] apresenta uma taxonomiade algoritmos

declusteringdesde o ponto de vista da programação matemática.

2.4.1 Algoritmos hierárquicos

Nos chamados algoritmos hierárquicos é criada uma árvore, onde cada nó é um elemento

do conjunto potência do conjunto contendo todos os dados. Todos os nós com uma altura

determinada dentro da árvore formam uma partição ou classificação possível. Todos os

nós representam subconjuntos disjuntos de dados. A forma como esses nós (i.e. subcon-

juntos) são escolhidos depende da estratégia do algoritmo hierárquico. As estratégias que

começam pelas folhas da árvore, subconjuntos unitários, são os algoritmos hierárquicos

aglomerativosou bottom-up. Exemplos deste tipo de algoritmos são ossingle linkage,

complete linkageeaverage linkage. Em cada caso, um critério diferente é escolhido para

decidir se dois nós da árvore são filhos de um terceiro. Dito deoutro modo, dependendo

do critério empregado, dois subconjuntos são substituídospelo conjunto união; este pro-

cesso é repetido até chegar ao conjunto de todos os dados.

Consideremos o algoritmosingle linkagee a distância Euclideana. Aqueles pares de

folhas mais próximas são fusionadas gerando os nós do nível seguinte da árvore. Por

este motivo o algoritmo também é conhecido como “do vizinho mais próximo” (nearest

neighbor). Para subconjuntos com mais de um elemento, a distância entre eles é aquela

que há entre os dois elementos mais próximos de cada subconjunto. Esta forma de medir a

distância entre subconjuntos tem a desvantagem de fusionarsubconjuntos ainda que seus

centróides sejam distantes. Por este motivo outras abordagens definem de outro modo a

distância entre nós da árvore. Por exemplo, no caso daaverage linkagea distância entre

subconjuntos é aquela que existe entre os centróides.

Em geral estes algoritmos hierárquicos criam a chamadamatriz de distânciaspara

decidir a agregação de subconjuntos. Os elementos dessa matriz representam as distâncias

entre os nós da arvore. Toda vez que dois nós são fusionados num terceiro, uma coluna e

uma linha da matriz são suprimidos.

As diferenças entre as diversas versões de algoritmos hierárquicos está na medida de

distância empregada (Euclideana, Manhattan, Mahalanobis, etc.) e o critério usado para

decidir se dois subconjuntos devem ser fusionados. Estes algoritmos têm como vantagem

poder detectarclusterscom qualquer distribuição de pontos no seu interior. No entanto,

a sua concepção não os faz naturalmente paralelizáveis poisdevem considerar combina-

ções de pontos para avaliar as distâncias. Outra limitação está no fato de que todos eles
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precisam de um critério alheio ao algoritmo para decidir a altura dos nós que representam

os subconjuntos que compõem a classificação almejada.

Os algoritmos hierárquicos têm sido empregados com sucessocombinados com os

algoritmos chamados particionadores; mais adiante indicaremos alguns exemplos conhe-

cidos.

2.4.2 Algoritmos baseados em modelos estatísticos

Este tipo de algoritmo supõe que a distribuição dos dados pode ser modelada por uma

combinação de distribuições de probabilidade. Esta combinação de distribuições de pro-

babilidade é conhecida como mistura finita de modelos (finite mixture models). Nesta

abordagem, cada ponto da nuvem de dados tem associada uma probabilidade de ter sido

gerado a partir de cada uma das distribuições que compõem a mistura. Destarte, a clas-

sificação de um ponto como pertencente a umclusteré probabilística; esta caraterística

libera aos algoritmos baseados em modelos da restrição de considerar somente subcon-

juntos disjuntos, como no caso dos algoritmos hierárquicosmencionados acima.

O problema de detectar agrupamentos se transforma no problema de achar distribui-

ções de probabilidade em que os dados sejam verossímeis. Como conseqüência, devemos

acrescentar, além da hipótese da quantidade declusters, o modelo de distribuição que

melhor descreve os dados. Por motivos práticos, este tipo dealgoritmo coloca as supostas

distribuições de probabilidade no Leito de Procusto das distribuições Gaussianas. Des-

tarte, este tipo de algoritmo de detecção de agrupamentos sepropõe achar a médiaµ e

o desvio padrãoσ de cada uma das distribuições que descrevem com maior verossimi-

lhança a distribuição dos pontos. O algoritmo geralmente empregado para a estimação dos

parâmetros das distribuições é o conhecidoexpectation-maximization(EM) introduzido

por DEMPSTERet al. [21]. Após escolher valores iniciais aleatórios para os parâmetros

(µi ,σi), com i = 1, ..,k, k o número declustersa ser detectados, o algoritmo itera os

seguintes dois passos:

1. empregando as distribuições com o valor atual dos parâmetros, são calculadas as

probabilidades associadas a cada ponto da nuvem de dados. Esta é a fase deexpec-

tation.

2. com as probabilidades calculadas no passo anterior é gerado um novo conjunto

de parâmetros para as distribuições. Este novo conjunto de(µi ,σi) é calculado

maximizando a verossimilhança; dito de outra forma, com o novo conjunto de pa-

râmetros há uma melhor adequação entre as distribuições de probabilidade e os

dados. A verossimilhança é um indicador que mede a adequaçãode uma distribui-

ção de probabilidade (ou combinação delas) para predizer a forma como um con-

junto de dados se distribui. Informalmente, a verossimilhança é interpretada como a
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“probabilidade” que um conjunto de dados tenha sido gerado apartir de uma dada

distribuição de probabilidade. O indicador verossimilhança não está limitado ao

intervalo[0,1], e portanto ele não corresponde a uma medida de probabilidade.

O algoritmo EM detém as iterações quando não há um aumento significativo na verossi-

milhança global.

Este tipo de algoritmo requer, como já foi dito, que a quantidade declustersseja es-

pecificada de antemão. Além disso, a escolha dos parâmetros(µi ,σi) iniciais tem uma

influência muito grande no desempenho do algoritmo. Recentemente BLEKAS e LAGA-

RIS [12] propuseram um método para determinar tanto o número declustersquanto os

valores iniciais para os parâmetros das distribuições. Eles criaram uma função potencial

inspirados na lei de atração gravitacional. Os máximos locais do potencial são os candi-

datos a serem centros decluster. O método desenvolvido por eles também fornece valores

iniciais para os desvios padrão das Gaussianas que compõem amistura. Em seguida, o

algoritmo EM é usado para achar a mistura de distribuições com maior verossimilhança.

A proposta implica num alto custo computacional inicial queem alguns casos pode ser

compensado pela velocidade de convergência do algoritmo EM. Entretanto, o método

proposto por BLEKAS e LAGARIS para detectarclustersé inadequado para grandes ban-

cos de dados. Ele também apresenta a limitação de não poder detectarclusterscom forma

diversa, pois as distribuições favorecem as formas elipsoidais. Além disso, a complexi-

dade algorítmica aumenta quadraticamente com o número de atributos que não possuem

independência estatística.

2.4.3 Algoritmos particionadores

Talvez o mais conhecido dos algoritmos de formação de agrupamentos seja ok-means, pu-

blicado por MACQUEEN7 em 1967 [48]. Este algoritmo entra na categoria dos chamados

algoritmos departicionamento. A idéia original busca minimizar a soma das distâncias

entre pontos que pertencem ao mesmo agrupamento e o seu centro de massa. O algo-

ritmo parte do suposto de que a quantidade de agrupamentosk é conhecida. A versão

clássica do algoritmo começa com a escolha dek pontos “sementes”, sendo que os agru-

pamentos resultam de considerar os subconjuntos de pontos da nuvem mais próximos de

cada semente. Sejam{c1, ..,ck} os centros dosclusters, ed(., .) uma medida de distância,

sendo que geralmente é escolhida a distância Euclideana. O algoritmo busca minimizar a

seguinte expressão:

D =
n

∑
i=1

[ min
j=1..k

d(xi ,c j)]
2 (2.13)

7Esta referência é a usualmente aceita como ponto inicial para o algoritmo k-means; entretanto a refe-
rência [63]aponta para um trabalho anterior de FORGY em 1965 [25].
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onded(xi ,c j) representa a distância entre um pontoxi da nuvem e o centroc j . A expressão

deD recebe várias interpretações:

• Se os centros dos agrupamentos são escolhidos como as médiasdos pontos que

pertencem ao agrupamento, então o objetivo de minimizarD pode ser interpretado

como a minimização da variância intra-cluster.

• Analogamente, se interpretarmos os centros dos agrupamentos como os centróides,

então minimizarD equivale a criarclusterscom o menor momento de inércia.

• Os centros podem ser escolhidos entre pontos da nuvem de dados. Nesse caso, eles

são os medióides do subconjunto que compõe umcluster. Neste casoD pode ser

visto como um potencial.

Independentemente de como tenha sido feita a escolha inicial dos centros com a con-

sequente classificação dos pontos da nuvem, o algoritmo clássico busca minimizarD

iterando nas seguintes duas etapas:

1. Escolher um novo centro para os agrupamentos formados. A escolha pode ser o

resultado de calcular a média ou o centróide dos pontos pertencentes a um mesmo

cluster, ou selecionando o seu centróide.

2. Usar os centros achados no passo anterior para reclassificar todos os pontos da

nuvem.

O algoritmo detém as iterações quando no segundo passo não hámais mudanças na clas-

sificação dos pontos. Este método faz com queD decresça monotonicamente até atingir

um mínimo local. Dependendo da escolha inicial dos centros,o algoritmo pode convergir

para diferentes mínimos locais do potencial. Por este motivo, usualmente são feitas várias

rodadas do algoritmo, cada vez com sementes diferentes, escolhendo-se aquela partição

que tenha o menor valor paraD. Esta metodologia baseada em várias tentativas, sem ga-

rantia de chegar a uma solução adequada, não é adequada para grandes bancos de dados.

A simplicidade conceitual desde algoritmo justifica seu amplo uso e os numerosos tra-

balhos que buscam superar as limitações intrínsecas. Por exemplo, em [39] é proposto o

algoritmo PAM onde os centróides são substituídos por medióides; entretanto a complexi-

dade algorítmica é grande:O(k(n−k)2). Há trabalhos, por exemplo em [51], que tentam

reduzir esta complexidade com heurísticas para a escolha das sementes baseada numa

amostragem dos pontos. Recentemente REDMOND e HENEGHAN [63] propõem um mé-

todo baseado no fato de que os centros dos agrupamentos possuem uma densidade maior

que na periferia. Para explorar este fato, eles empregam umaestrutura chamadakd-trees,

criada por FINKEL e BENTLEY [24] em 1974; basicamente, ask sementes são escolhidas

nos centros geométricos das folhas mais densas. O inconveniente deste método está na
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falta de escalabilidade da construção dakd-treecom respeito ao número de dimensões.

Num outro trabalho recente, ARTHUR e VASSILVITSKII [1] propõem que as sementes se-

jam escolhidas de modo probabilístico, sendo que a probabilidade de um ponto da nuvem

ser escolhido como semente depende do valor que assume a expressão dada pela Equação

2.13 se ele for efetivamente escolhido. Com este método paraa escolha das sementes, eles

garantem a melhora da acurácia da partição obtida, assim como um ganho na velocidade

de convergência nas iterações. No entanto, o processo de escolha de sementes é custoso

do ponto de vista computacional, e esse custo pode não estar compensado pela aceleração

da convergência.

Outros trabalhos procuram melhorar o desempenho do k-meansindicando procedi-

mentos para fazer os cálculos implicados nos passos de cada iteração. Assim, PELLEG e

MOORE [61] usam uma estruturakd-treepara armazenar em cada nó da árvore dados es-

tatísticos da região do espaço por ela coberta. Deste modo, esses dados estatísticos podem

evitar que sejam recalculadas todas as distâncias dos pontos contidos nessa região.

Uma abordagem diferente do método de iteração para minimizar a Equação 2.13 é a

proposta por XAVIER [83]. O problema de detectar os agrupamentos com menor variância

interna é transformado num problema de otimização cujo objetivo é achar osk centróides

que minimizem o potencialD. O método de suavização hiperbólica aplicado ao potencial

e às restrições possibilita o uso de eficientes métodos de otimização para problemas com

funções diferenciáveis.

O algoritmok-meansfoi modificado por BEZDEK et al. [11] para criar o algoritmo

fuzzy c-means. O intuito é generalizar a expressão da função de potencial 2.13 de maneira

que a classificação de um ponto não seja única, isto é, cada ponto pode pertencer a vários

agrupamentos com um determinado grau depertinência. A expressão do potencial 2.13

se transforma na seguinte:

D =
n

∑
i=1

k

∑
j=1

µm
j (xi)d(xi,c j)

2 (2.14)

onde o parâmetrom> 1 regula a forma das funções de pertinência eµm
j (xi) é o valor da

pertinência do registroxi ao agrupamento com centróidec j . A vantagem deste algoritmo

é a sua capacidade de levar em consideração que as fronteirasentre os agrupamentos po-

dem não estar claramente definidas, e destarte, acrescenta ainformação sobre a incerteza

da classificação de um registro. Dependendo do valor escolhido param, as fronteiras são

mais ou menos definidas, sendo que no caso extremo (m→ 1), são reencontrados os

resultados do algoritmok-meansclássico. As pertinências de um ponto dado aos diferen-

tes agrupamentos devem somar 1, o que resulta numa competição entre osclusterspelo

domínio sobre os pontos.

23



2.4.4 Algoritmos híbridos e bio-inspirados

Algoritmos como ok-meansou aqueles baseados em misturas de distribuições de probabi-

lidade com verossimilhança máxima, tendem a formar agrupamentos de forma elipsoidal;

por este motivo estes algoritmos não conseguem reconhecer padrões de forma arbitrária.

Por outro lado, algoritmos do tipo hierárquico capturam agrupamentos de forma arbitrária

mas sofrem do inconveniente de não contar com um critério intrínseco para indicar que

nível da hierarquia contém os agrupamentos almejados; por este motivo eles precisam

de um critério externo para escolher qual partição é a mais adequada. Uma alternativa

freqüentemente usada nesses casos é deixar a decisão a um especialista humano. Algo-

ritmos como o CHAMELEON [38] procuram ganhar as vantagens das duas abordagens

citadas combinando em duas etapas diferentes, fases de particionamento e de aglomeração

hierárquica; como conseqüência, o citado algoritmo consegue reconhecer agrupamentos

com formas arbitrárias. No entanto, permanece a necessidade de especificar o valor de

parâmetros.

Uma categoria que vem crescendo em quantidade de exemplos é ados algoritmos de

clusteringbio-inspirados. Eles utilizam conceitos ou metáforas extraídas de outras áreas

do conhecimento, freqüentemente relacionadas com a biologia. Por exemplo, asredes

neuronais artificiaistêm sido aplicadas ao problema de aprendizado não-supervisionado.

Um caso destacado é o chamado algoritmo SOM (Self-Organized Map) criado por KOHO-

NEN [41, 42].

Outros algoritmos bio-inspirados usam algoritmos genéticos (AG) para gerar as clas-

sificações. Por exemplo, SARAFIS et al. [65] aplicam AG como forma de otimizar a

função de potencial dok-means.A vantagem desse algoritmo é a capacidade de detectar

agrupamentos cuja forma pode ser elíptica.

Como já foi indicado, um dos problemas de que sofrem muitas abordagens para a de-

tecção de agrupamentos é a necessidade de especificar a quantidade declustersa serem

identificados. Este requisito pode ser dispensado se é corretamente explorada a capaci-

dade de auto-organização dos sistemas complexos. As sociedades de insetos apresentam

uma dinâmica de sistema complexo onde a organização emerge apartir das regras de

comportamento dos indivíduos que as compõem. Esta área de estudo, conhecida como

swarm intelligence[13], tem fornecido uma pletora de algoritmos para o problema de

agrupamento [13, 15, 84, 26]. O sistema imunitário dos animais é um outro exemplo de

sistema complexo que pode ser usado como metáfora para o desenho de novas soluções

[20, 47, 14].
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Capítulo 3

Agrupamento de Dados

3.1 Introdução

Apesar de existirem numerosos algoritmos para detecção de agrupamentos, assim como

muitos índices de avaliação das partições geradas por estes, nenhum deles terá a sua pro-

posta de agrupamentos aceita se ela não corresponde àquilo percebido visualmente. Nesse

sentido, há muitos trabalhos que procuram uma representação bi ou tridimensional dos da-

dos, como, por exemplo, o clássico mapa de SAMMON [64]. Visualmente reconhecemos

a existência de um agrupamento devido à presença de gradientes de densidade na distri-

buição espacial dos dados, independentemente da forma que adotem os agrupamentos.

No presente capítulo, apresentamos um novo algoritmo para formação de agrupamentos

em grandes bancos de dados, baseado num autômato celular generalizado. O intuito é ex-

plorar a capacidade de auto-organização do autômato para que os agrupamentos emerjam

guiados por aquelas células que contenham os máximos locaisda densidade de pontos.

Descrevemos a seguir os principais algoritmos que guardam alguma relação com o nosso

trabalho.

WANG et al. introduzem o algoritmo chamado STING [79], projetado para aminera-

ção de grandes bancos de dados espaciais (numéricos e bidimensionais). O algoritmo se

baseia na construção de uma árvore cujos nós armazenam medidas estatísticas das células

que representam. Assim, começando por uma célula inicial que abrange todos os pontos,

sucessivas divisões dão origem às células filhas, em cada umadas quais é armazenado,

além do número de pontos, o valor da média, desvio padrão e o tipo de distribuição de

probabilidade para cada dimensão. O algoritmo possui uma estrutura simples, adaptável

para implementações paralelas. A complexidade do algoritmo éO(N) (sendoN a quan-

tidade de registros) para a construção da árvore, eO(K) – sendoK o número de folhas –

para a detecção de agrupamentos.

SHEIKHOLESLAMI et al. propuseram o algoritmo WaveCluster [69] que emprega fer-

ramentas utilizadas para o tratamento numérico de sinais. Oalgoritmo se baseia na apli-
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cação da transformada dewaveletsao conjunto de valores em cada dimensão. Destarte,

os dados passam a ter uma representação no espaço de freqüências; as regiões com uma

grande concentração uniforme de pontos se correspondem comregiões de baixa freqüên-

cia e grande amplitude, enquanto as bordas dos agrupamentostêm associadas faixas de

alta freqüência e amplitude reduzida. Para detectar agrupamentos, basta aplicar filtros no

espaço de freqüências: com filtros de altas freqüências são retidas somente as freqüên-

cias que foram produzidas pelos centros dosclusters; aplicando a transformação inversa,

é possível deduzir quais são os pontos localizados nos centros dosclusters. Escolhendo

convenientemente o tipo de filtro a ser empregado, é possívelobter agrupamentos com

a resolução desejada. O algoritmo é intrinsecamente imune ao ruído. A sua comple-

xidade algorítmica éO(N) para poucas dimensões; entretanto, a complexidade depende

exponencialmente da quantidade de atributos. A tradução darepresentação no espaço de

atributos para a representação no espaço de freqüências é computacionalmente custoso;

por este motivo o WaveCluster não é viável em aplicações envolvendo grandes bancos de

dados.

HINNEBURG e KEIM apresentaram o algoritmo DENCLUE [29, 30], baseado na de-

terminação das funções de densidade de probabilidade a partir dos valores no espaço de

atributos. À diferença de outros algoritmos probabilísticos, o DENCLUE não assume um

modelo de distribuição de probabilidadea priori. A função densidade de probabilidade

é estimada a partir da superposição dekernels. Em particular, o DENCLUE emprega

kernelsGaussianos. A localização dos máximos locais de densidade decorre da super-

posição. Cada ponto do banco de dados usa o gradiente de densidade para escolher um

máximo local. Todos os pontos associados ao mesmo máximo local de densidade são

classificados como pertencentes ao mesmo agrupamento. Neste algoritmo, é explicita-

mente empregado o termo influência para denotar o parâmetro que governa a dispersão

de cadakernel. Recentemente HINNEBURG e GABRIEL [28] apresentaram um aprimo-

ramento do DENCLUE para que cada ponto selecione o seu máximolocal de maneira

mais eficiente. A superposição dekernelspara estimar a densidade de probabilidade é

também empregada no algoritmo MEAN SHIFT, criado por COMANICIU e MEER [17];

entretanto, sua aplicação está focada no tratamento de imagens.

Os autômatos celulares se apresentam como uma ferramenta atraente para abordar o

problema de detecção de agrupamentos; os motivos são os seguintes:

• a informação é processada localmente, portanto a evolução do autômato pode ser

implementada em forma paralela. Isto permite um uso eficiente dosclustersde

processadores, cuja presença tende a ser ubíqua devido a seurelativo baixo custo;

• eles apresentam a capacidade de se auto-organizar, o que reduz a quantidade de

hipóteses a serem feitas sobre os padrões a serem descobertos.

JUANICO et al. [37] descrevem um mecanismo geral para a formação de agrupamentos;
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eles chamam esse mecanismo dealelomimese, que representa a tendência de um indiví-

duo a se comportar como os seus vizinhos. Os autores utilizamum autômato celular para

mostrar que esse mecanismo está na base da emergência de agrupamentos. A aparição

dosclustersdecorre da influência que a vizinhança tem sobre um indivíduo. A alelomi-

mese é freqüentemente encontrada em sociedades de insetos.As formas de organização

destas sociedades é fonte de inspiração para a área chamadaswarm intelligence. XU et al.

[84] apresentam um algoritmo declusteringbaseado num autômato celular. Cada ponto

do banco de dados é associado a uma “formiga virtual”, representada por um agente. Os

agentes emulam o comportamento das formigas escolhendo o local para dormir. A pro-

posta de XU et al. requer que muitos parâmetros sejam calibradosad hoca fim de obter

resultados satisfatórios.

SHUAI et al. [70] introduzem um algoritmo declusteringbaseado num autômato

celular generalizado1. Os autores destacam de sua proposta a possilidade de uma imple-

mentação paralela e a capacidade de auto-organização. Por estes motivos, SHUAI et al.

recomendam o seu algoritmo para as aplicações envolvendo grandes bancos de dados. O

algoritmo mapeia aleatoriamente os dados a serem agrupadosnum autômato bidimensi-

onal. O estado de cada célula é representado pelo objeto que fica mapeado nela, ou por

/0 se ela fica vazia. Os dados são realocados estocasticamente até chegar numa distri-

buição de probabilidade estacionária. O algoritmo requer aescolha de valores para uma

grande quantidade de parâmetros: dois por cada célula, maisum parâmetro globalT cor-

respondente à temperatura global do sistema. O valor deT determina a taxa de mudanças

aleatória que acontecerão em cada passo. SHUAI et al. não fornecem no seu trabalho os

critérios para a escolha dos valores para esses parâmetros.

O algoritmo, cujo desenho descrevemos neste trabalho, utiliza a evolução de um autô-

mato celular generalizado para inferir da sua configuração global os agrupamentos de

dados. Para construir o autômato, a região do espaço ocupadapelos pontos é dividida em

sub-regiões, cada uma das quais é representada por uma célula do autômato. A divisão

do espaço é feita de modo que o tamanho de uma célula seja inversamente proporcional

à densidade de pontos na sub-região associada. Destarte, osnúcleos dos agrupamentos,

onde a densidade de pontos é maior, ficam representados por umconjunto de células cu-

jos tamanhos são menores que aqueles das células que representam as regiões periféricas.

O conjunto de células assim gerado é o suporte celular (introduzido na Seção 2.2.2 ) do

autômato. A regra local de mudança de estado do autômato faz com que cada célula es-

colha a sua vizinha mais “influente” (na Seção 3.2.4 definimoso conceito de influência).

À conseqüência destas escolhas, as vizinhas escolhidas, que chamamos de atratoras, au-

mentam a sua influência. A cada passo da evolução do autômato,a vizinhança de cada

célula cresce, incorporando vizinhas mais distantes. Com avizinhança ampliada, as cé-

1Essencialmente o mesmo trabalho já tinha sido publicado previamente [71] pelos mesmos autores mas
com outro título. O trabalho que aqui referimos não faz nenhuma referência a essa primeira versão.

27



lulas atratoras podem ganhar ou perder influência, dependendo da existência de outras

células atratoras concorrentes. Como veremos, as células atratoras se concentram nos nú-

cleos dos agrupamentos. O objetivo no desenho do autômato é que, como resultado de

sua evolução, cada agrupamento a ser detectado acabe sendo representado por uma célula

atratora junto com todas as células que a escolheram. O máximo local de densidade do

agrupamento está localizado nessa célula atratora.

Na próxima seção, descrevemos em detalhe cada componente donosso autômato ce-

lular. Na Seção 3.2.1 é introduzido o procedimento para a construção do suporte celular;

graças a ele, os dados ficam associados às células do autômato. A vizinhança de uma

célula, assim como o controle do seu crescimento, são tratados nas Seções 3.2.2 e 3.2.3.

As definições do conceito de influência e do estado de cada célula são abordados na Se-

ção 3.2.4. A regra local de mudança de estado é especificada naSeção 3.2.5. Uma vez

completada a definição do autômato, na Seção 3.3 indicamos a maneira como ele pode

ser empregado para implementar o algoritmo de detecção de agrupamentos. Finalmente,

na Seção 3.4 são discutidos os resultados dos experimentos computacionais que visam

caraterizar o comportamento do algoritmo.

3.2 O autômato celular

Na Seção 2.1.1 apresentamos a definição de um autômato celular na sua versão mais

simples. O autômato que descrevemos a seguir generaliza algumas da componentes do

quartetoA = (Zd,S ,N ,δ ).As generalizações são três:

1. as células não se encontram associadas a um reticulado, mas a uma estrutura que

chamamossuporte celular

2. cada célula, além do seu estado, possui outros atributos que participam na regra

local de mudança de estado.

3. a vizinhança de cada célula é diferente para cada célula; isto decorre do uso do su-

porte celular. O tamanho da vizinhança é incrementado em cada passo da evolução

do autômato.

3.2.1 O suporte celular

O procedimento utilizado na construção do suporte celular éanálogo àquele empregado

na construção de umakd-tree[24], e guarda semelhanças com o usado pelo algoritmo

STING [79]. Entretanto, a estrutura de dados final não é uma árvore, mas uma lista onde

cada elemento representa uma célula. Cada célula armazena aseguinte informação:

1. seus limites geométricos;
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2. uma lista de referências aos pontos contidos por ela;

3. uma lista com referências às células vizinhas.

Na presente versão do autômato celular consideramos somente atributos numéricos con-

tínuos; sejad a quantidade de atributos do banco de dados. A região do espaço contendo

todos os pontos do banco de dados é representada pela primeira célula (c0) a ser incluída

na lista.c0 corresponde à primeira geração de células, que denotamos por g(c0) = 0; com

cada divisão celular, a geração das células filhas é incrementada em um. Opesode uma

célulaci , denotado porn(ci), coincide com a quantidade de pontos contidos pela célulaci ;

decorre quen(c0) = N , sendoN a quantidade total de registros no banco de dados. Seja

w∈ N∗ o peso máximo que uma célulaci pode ter: sen(ci) > w então a célula é dividida.

O Algoritmo 1 é o mecanismo básico para a construção do suporte celular.

Algoritmo 1 Primeira versão do algoritmo de construção do suporte celular.

Inicialize a lista do suporte celular comc0 (célula contendo todos os pontos
do banco de dados)

Para cada célulaci da lista de suporte faça:

sen(ci) > w então faça:

retireci da lista de suporte
biparticioneci em cada uma dasd dimensões ge-

rando assim 2d células filhas
insira todas as células filhas na lista de suporte

Para cadaw 6 N, corresponde um suporte celular, ainda que a lista de células possa

ser a mesma para uma faixa de valores dew. Fixadow, as regiões menos densas do espaço

requerem uma menor quantidade de divisões e portanto, têm associadas as células mais

volumosas do suporte. Em contrapartida, nos núcleos dos agrupamentos encontram-se

as regiões mais densas, as quais requerem muitas divisões, gerando assim as células de

menor volume no suporte. Se ulteriormente decrementarmos ovalor do peso máximo, as

divisões decorrentes são mais freqüêntes entre as células menores. No caso extremo, com

w = 1, todas as células, sejam estas periféricas ou nucleares, são divididas.

Consideremos o suporte correspondente a umw dado. Sejamcmax e cmin duas célu-

las do suporte tais que não há nenhuma outra célula com volumemaior quecmax, nem

nenhuma outra célula com volume menor quecmin. Definimos adiversidade geracional

∆gw do suporte correspondente aw, sendo

∆gw = g(cmin)−g(cmax)
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Visto que as células volumosas correspondem às regiões periféricas, enquanto as células

menores são criadas nas regiões dos núcleos, decorre que diversidade geracional repre-

senta a diferença entre o grau de fragmentação dos núcleos e odas periferias dos agru-

pamentos. Do ponto de vista da construção do suporte é significativo considerar esta

diferença de fragmentações; o objetivo é conseguir um suporte celular que deixe em evi-

dência, por meio do tamanho das células, as regiões correspondentes aos núcleos dos

agrupamentos. Por este motivo, a diferença geracional é o parâmetro utilizado na cons-

trução do suporte. O Algoritmo 2 especifica o procedimento para construir um suporte

celular com diversidade geracional∆g∗.

Algoritmo 2 Procedimento Criar_Suporte_Celular( conjunto_de_dados)

Variáveis

c0: célula inicial contendo todos os pontos do conjunto de
dados;

S: conjunto das células do suporte celular;

w: quantidade máxima de pontos numa célula;

∆gw: diversidade geracional do suporte celular cujas célu-
las têm como máximow pontos;

∆g∗: diversidade geracional crítica;

Inicialização

c0 := menor região do espaço contendocon-
junto_de_dados;

S := {c0};

w := N/2;

∆gw := 0;

Ações

enquanto∆gw não atinja o seu valor crítico∆g∗ faça

para cadaci ∈ S faça
sen(ci) > w

Retireci deS;
Biparticioneci em cada
uma dasd dimensões ge-
rando{c j} , j = 1, ...,2d;
S := S∪{c j};

w := w−1;

retorne S
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O valorw∗ cujo suporte correspondente tem diversidade geracional∆g∗ depende do

banco de dados considerado. Consideremos o banco de dados representado na Figura 3.1.

Ele foi gerado a partir da mistura de duas Gaussianas com dispersões diferentes, cada uma

delas contribuindo com 4000 pontos.
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Figura 3.1: Banco de dados com 8000 pontos em duas Gaussianascom diferente dispersão

A Figura 3.2 apresenta os valores dew correspondentes a diferentes∆g, para o banco

de dados da Figura 3.1. Para este banco de dados o maior valor possível para∆g é 9: uma

redução ulterior do peso máximo acarreta a divisão das células da periferia que implica

numa redução da diversidade geracional. Quanto mais uniforme é a distribuição de pontos

no bancos de dados, menor é o valor máximo de∆g .
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Figura 3.2: Relação entre a diversidade geracional∆g e o peso máximow correspondente.

A Figura 3.3 mostra o suporte celular para∆g = 5. O agrupamento da esquerda é

mais concentrado, conseqüentemente o seu núcleo está mais fragmentado que o núcleo

do agrupamento menos denso.

Figura 3.3: Suporte celular no banco de dados de exemplo para∆g = 5

32



O suporte celular tem o intuito de deixar em evidência as diferenças de densidade na

distribuição de pontos. Os valores da densidade das célulasrepresentam uma amostra-

gem dos valores da densidade em regiões do espaço. Se a amostragem for adequada, a

distribuição de tamanhos das células reflete a distribuiçãode pontos. A Figura 3.4 mostra

o mapa em tons de cinza correspondentes aos valores da densidade em cada célula do

suporte. Tons mais escuros correspondem a valores maiores de densidade.

Figura 3.4: Distribuição de densidades no suporte celular do banco de dados do exemplo
da Figura 3.1

A diversidade geracional∆gw de um suporte celular pode ser interpretada como o

quociente dos volumes decmaxecmin. Equivalentemente,∆gw+1 representa a diversidade

de valores para o volume celular. Entretanto, para todaci do suporte vale: 0≤ n(ci) ≤ w

. Decorre que a distribuição de densidade encontra-se discretizada em(w+1)(∆gw +1)

níveis, ou valores, possíveis. SejaV0 o volume da primeira célula incluída no suporte, e

sejagmax a geração da célula com o menor volume do suporte associado a∆gw. O valor

máximo possível para a densidade está dado por:

Dmax=
w2dgmax

V0

Portanto, a faixa de valores da densidade[0,Dmax] pode ser discretizada em(w+1)(∆gw+

1) níveis, cada um deles tendo uma largura de:

∆D =
Dmax

(w+1)(∆gw+1)
(3.1)

Independentemente do banco de dados considerado, podemos relacionar a faixa de valores

da densidade com a quantidade de níveis de discretização, considerando oincremento
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relativo de densidade:

∆Dr = ∆D×V0 (3.2)

Este valor é independente das escalas dos atributos, dependendo somente da distribui-

ção de pontos. Assim, por exemplo, levando em consideração os valores da Figura 3.2,

construímos a seguinte tabela de incrementos relativos da densidade:

Tabela 3.1: Relação entre a diversidade geracional∆gw e o incremento relativo da den-
sidade∆Dr . Para cada valor de∆gw são fornecidos os valores correspondentes do peso
máximow e da geração mais recentegmax.

∆gw w gmax ∆Dr

1 1839 3 0.017
2 1225 4 0.069
3 1225 4 0.052
4 811 5 0.252
5 74 7 36.409
6 10 9 3404.47
7 9 9 3276.8
8 3 10 29127.1
9 2 12 559241

Uma divisão excessiva empobrece a capacidade de detectar diferenças nos valores da

densidade, enquanto uma fragmentação pobre não permite capturar com suficiente detalhe

as variações da densidade. Há um valor crítico para o incremento relativo, que denotamos

∆D∗
r , para o qual chegamos a uma solução de compromisso entre as duas restrições. Este

valor é caracterizado por uma mudança nas ordens de grandezado incremento relativo.

Para o exemplo representado na tabela, o valor crítico∆D∗
r é atingido para∆g∗ = 5. Em

todos os bancos de dados analisados foi possível detectar a existência desse valor crí-

tico, entretanto não dispomos de uma demostração teórica que explique e garanta a sua

existência.

Concluindo, a construção do suporte celular consiste em aplicar o Algoritmo 2 até

atingir o valor crítico para o incremento relativo de densidade.

3.2.2 A vizinhançaN

O autômato celular que estamos considerando usa a generalização da vizinhança de MO-

ORE para o suporte celular. A Figura 2.3, que voltamos a representar na Figura 3.5 para

maior clareza, mostra um exemplo de vinhança de MOORE de raio 2 no suporte celular.

Inicialmente, todas as células do suporte têm vizinhanças de MOORE de raio 1. A cada

passo da evolução do autômato o raio é incrementado, fazendocom que a vizinhança

inclua células cada vez mais distantes. Devido ao suporte celular ser finito, o raio tem
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um limite superior para o qual a vizinhança de uma célula qualquer abrange o suporte

inteiro. No entanto, este caso extremo dissolve a noção de localidade, fundamental para a

formação dos agrupamentos, pois eles são essencialmente fenômenos locais. Portanto, é

preciso achar um critério para decidir qual é o valor máximo para o raio, compatível com

a noção de localidade.

Figura 3.5: Vizinhança de MOORE generalizada de raio 2

3.2.3 Localidade e informação mútua

Consideremos novamente a Figura 3.3. As células do núcleo deum agrupamento pos-

suem aproximadamente o mesmo volume. Definimos o volume de uma vizinhança como

a soma dos volumes das células que a compõem. Suponhamos que as células têm suas

vizinhança com raio 1. As células do núcleo de um agrupamentotambém contam com

vizinhanças de aproximadamente mesmo volume. Analogamente, as células da perife-

ria de um agrupamento também tendem a ter valores similares tanto para seus volumes

como para os volumes de suas respectivas vizinhanças, aindaque diferentes daqueles das

células do núcleo. Se consideramos vizinhanças de raio maior que um, a dependência é

conservada até que, a partir de um valor do raio, o volume da vizinhança começa a ser

independente da célula que estejamos observando. No caso extremo, onde as vizinhanças

incluem a maior parte das células do suporte, o volume da vizinhança é o mesmo para

todas as células. Ou seja, a dependência entre o volume de umacélula e o de sua vizi-

nhança desaparece à medida em que esta perde sua capacidade de representar uma visão

local do entorno da célula. O critério que propomos busca avaliar esta dependência de
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volumes como forma de estabelecer se as vizinhanças possuemum tamanho adequado

para capturar fenômenos locais. Para isso, utilizamos o conceito de informação mútua

introduzido na Seção 2.3.

Sejaci uma célula do suporte, eN (ci) a sua vizinhança; denotamos porV(ci) o

volume da célula, e porV(N (ci)) o volume da sua vizinhança. A construção do suporte

celular é composta por divisões sucessivas da célula inicial; por este motivo, o volume

de cada célula é, dependendo da sua respectiva geração, uma fração do volume da célula

inicial. Mais concretamente, seg(ci) é a geração da célulaci , então temos que:

V(ci) =
V0

2dg(ci)

ondeV0 é o volume da primeira célula incluída no suporte, ed representa a quantidade

de atributos no banco de dados. Consideremos as variáveis aleatórias discretas represen-

tadas pelos volumes das células e das vizinhanças; suas distribuições de probabilidade

dependem do banco de dados em consideração. Como já foi dito no capítulo anterior, a

informação mútuaI(V(ci),V(N (ci))) avalia a quantidade de informação que ambas as

variáveis têm em comum. Substituindo na Equação 2.10 obtemos:

I(V(ci),V(N (ci))) = H(V(ci))+H(V(N (ci)))−H(V(ci),V(N (ci))) (3.3)

ondeH(.) e H(., .) denotam a entropia individual e a entropia conjunta respectivamente.

Estas podem ser estimadas empregando as distribuições de freqüência das variáveis, as-

sim como a distribuição de freqüência conjunta. Na Figura 3.6 está representada a relação

entre a informação mútua e o tamanho da vizinhança para diferentes valores da diversi-

dade geracional no banco de dados do exemplo. Em todos os casos é possível observar

que, a partir de um determinado valor do raio, as duas variáveis aleatórias começam a

se tornar independentes pois têm cada vez menos informação em comum. A partir desse

momento, as vizinhanças respectivas perdem a sua caraterística de representar fenôme-

nos locais. Deduzimos portanto que, a efeito de formar agrupamentos, somente devem

ser considerados valores do raio para os quais a informação mútua não decresce. Desde

que o raio é incrementado em cada passo da evolução do autômato, este critério permite

inferir a quantidade máxima de passos que o autômato deve iterar.
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Figura 3.6: Informação mútua para os volumes das células e suas vizinhanças respectivas,
para diferentes valores da diversidade geracional, no casodo banco de dados de exemplo.

3.2.4 Atributos das células e o conjunto de estadosS

Analogamente à maneira implementada pelo algoritmo DENCLUE, buscamos identificar

as regiões contendo os máximos locais da densidade de pontos. Uma primeira tentativa

poderia ser simplesmente escolher as células mais densas dosuporte; entretanto, esta

abordagem possui dois inconvenientes:

• várias células pertencentes ao mesmo agrupamento podem tero mesmo valor má-

ximo de densidade: qual delas escolher?

• se o banco de dados inclui agrupamentos com concentrações diferentes: como dis-

tingüir eficientemente as células nucleares de um agrupamento pouco concentrado

das células periféricas de um outro agrupamento muito concentrado?

A estratégia para identificar as células contendo as regiõesmais densas dos agrupamentos

se baseia no conceito de influência. Buscamos que as células nucleares ganhem influência

à medida que o autômato evolui. Para isso, criamos um mecanismo simples para que uma

célula possa aumentar a sua influência a partir de suas células vizinhas. Associamos a

cada célulaci um atributo que chamamospeso acumulado, que denotamos pornA(ci).

Inicialmente, o peso acumulado de cada célula tem o mesmo valor que seu própio peso
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ou seja,nA(ci) = n(ci). Para cada célulaci do suporte, definimos a suainfluênciaI (ci)

por:

I (ci) = D(ci)×nA(ci) (3.4)

ondeD(ci) denota a densidade da célula. Em cada passo da evolução do autômato, cada

célulaci escolhe avizinha mais influente, denotada porC (ci). Chamamosatratorasàque-

las células que escolhem a si mesmas como vizinha mais influente. Toda célulaci está

relacionada com uma célula atratora:

• a relação é direta seC (ci) é atratora;

• a relação é indireta seN (ci) não contém nenhuma atratora; neste caso, a célula

atratora relacionada comci é determinada recursivamente escolhendo a atratora

relacionada comC (ci).

A cada passo da evolução, o peso acumulado de cada atratora é incrementado com o peso

das células relacionadas.

O estado de cada célulaci , que denotamos porE (ci), é a referência à atratora com

a qual se relaciona. Destarte, o conjuntoS de estados é composto pelo conjunto de

referências a cada uma das células do suporte celular.

3.2.5 A regra local de mudança de estado

Denotamos port o identificador do passo atual do autômato. A cada passo da evolução,

cada célulaci do suporte deve completar duas tarefas:

1. escolher a sua vizinha mais influente,C (ci , t +1);

2. definir o seu próximo estadoE (ci, t +1) determinando qual é a atratora com a qual

está relacionada; consecutivamente, acrescentar ao peso acumulado da sua atratora

o seu próprio peson(ci)

Notar que todasas células precisam escolher a sua vizinha mais influente antes de que

cada uma possa atualizar o seu estado. Por este motivo, oProcedimento

Atualizar_Estado_Celulas( S, t ) – descrito no Algortimo 3 – deve precorrer o suporte

celularS duas vezes: na primeira vez, todas as células escolhem a sua vizinha mais influ-

ente; na segunda vez é atualizado o estado de cada célula.
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Algoritmo 3 Procedimento Atualizar_Estado_Celulas( S, t )

Variáveis

S: conjunto das células do suporte celular;

t: passo atual do autômato celular;

r(t): raio da vizinhança no passot;

N (ci , t): conjunto de células vizinhas da célulaci ;

C (ci , t): referência à vizinha mais influente da célulaci ;

E (ci , t): referência à atratora relacionada com a célulaci ;

n(ci): peso da célulaci ;

nA(ci , t) : peso acumulado da célulaci ;

Ações

para cadaci ∈ S faça

r(t +1) := r(t)+1;
AtualizeN (ci , t +1);
AtualizeC (ci , t +1) ;
nA(ci , t +1) := 0;

para cadaci ∈ S faça

seC (ci , t +1) = ci

E (ci , t +1) := ci ;

senão

E (ci , t +1) :=E (C (ci , t +1), t +1);

nA(E (ci , t +1), t +1) :=nA(E (ci , t +1), t +1)+

n(ci);

retorne S

A notaçãoE (ci, t +1) := E (C (ci , t +1), t +1) deve ser interpretada da seguinte ma-

neira: escolha o valor do próximo estado como sendo igual ao valor do próximo estado da

vizinha mais influente. Uma vez que o valor para o próximo estado é a referência à atra-

tora correspondente, a atualização do valor do próximo estado implica numa atualização

recursiva de referências.

O Algoritmo 4 deve ser aplicado para simular a evolução do autômato celular.
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Algoritmo 4 Simulação do autômato celular.

Variáveis

S: conjunto das células do suporte celular;

t: passo atual do autômato celular;

Tmax: total de passos de simulação;

r(t): raio da vizinhança no passot;

n(ci): peso da célulaci ;

nA(ci , t) : peso acumulado da célulaci ;

Inicialização

S := Criar_Suporte_Celular( conjunto_de_dados);

r(0) := 0;

para cadaci ∈ S faça

nA(ci ,0) := n(ci);

Ações

para cadat := 1, ...,Tmax faça

S := Atualizar_Estado_Celulas( S, t );

3.3 O algoritmo para detecção de agrupamentos

O intuito desta seção é apresentar o nosso algoritmo para detecção de agrupamentos,

que doravante chamaremos ABC. Consideremos um banco de dados no qual queremos

descobrir os agrupamentos existentes. Para tais efeitos, oalgoritmo ABC cria o autômato

celular descrito na seção anterior, e o faz evoluir até que assuas células se auto-organizem

em agrupamentos. Posteriormente, esses agrupamentos de células são empregados para

inferir a classificação dos pontos do banco de dados.

Todo autômato celular pode ser simulado aplicando indefinidamente a regra local para

determinar o próximo estado de cada célula. Entretanto, o algoritmo ABC limita a evo-

lução do nosso autômato celular à etapa de emergência dos agrupamentos almejados. A

duração desta etapa é determinada usando o critério introduzido em 3.2.3. Cada agru-

pamento celular é composto por todas as células com o mesmo estado; ou seja, todas

as células relacionadas com uma mesma atratora pertencem aomesmocluster. Uma vez

completada a formação dos agrupamentos de células, o algoritmo gera a classificação final

dos dados: todos os pontos contidos nas células pertencentes a um agrupamento celular

formam um agrupamento de pontos.

Durante a evolução do nosso autômato, a regra local, definidaem 3.2.5, é aplicada
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a cada célula do suporte. Consideremos a configuração globaldo autômato no final do

primeiro passo. As células atratoras têm o seu respectivo peso acumulado incrementado

com o peso de todas as células relacionadas com cada uma delas; as restantes células

ficam com peso acumulado nulo. Na primeira metade do segundo passo, cada célula

escolhe a sua vizinha mais influente entre as células que compõem a sua nova vizinhança;

esta nova geração de vizinhas mais influentes é um subconjunto das atratoras criadas

no primeiro passo, pois estas são as únicas a terem influêncianão-nula. Portanto, as

atratoras criadas no final do segundo passo formam um subconjunto das atratoras criadas

no primeiro passo. A cada passo da evolução, é criado um conjunto cada vez menor de

atratoras. No final da fase de formação dos agrupamentos celulares, somente as atratoras

que conseguiram acumular suficiente influência sobrevivem.Elas representam as regiões

localizadas nos máximos locais de densidade. O algoritmo ABC explora esta competição

entre atratoras, aplicando em cada passo a regra local somente às atratoras. A atualização

do estado das restantes células é adiado até o final da fase de formação de agrupamentos.

A atualização do estado das células não-atratoras consistena atualização recursiva das

referências às atratoras sobreviventes. O Algoritmo 5 define a seqüência de ações que

compõem o algoritmo ABC.
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Algoritmo 5 Algoritmo ABC para a detecção de agrupamentos.

Variáveis

conjunto_de_dados: dados a serem agrupados;

S: conjunto das células do suporte celular;

A: subconjunto das células atratoras emS;

t: passo atual do autômato celular;

r(t): raio da vizinhança no passot;

C (ci , t): referência à vizinha mais influente da célulaci ;

E (ci , t): referência à atratora relacionada com a célulaci ;

n(ci): peso da célulaci ;

nA(ci , t) : peso acumulado da célulaci ;

V(ci): volume da célulaci ;

V(N (ci)): volume da vizinhança da célulaci ;

Inicialização

S := Criar_Suporte_Celular(conjunto_de_dados) ;

A := /0;
r(0) := 0;

para cadaci ∈ S faça

nA(ci ,0) := n(ci);

Ações

S := Atualizar_Estado_Celulas( S, 1 );

para cadaci ∈ S faça

seci é atratoraentãoA := A∪{ci};

enquantoI(V(ci),V(N (ci))) não decrescefaça

t := t +1;
A :=Atualizar_Estado_Celulas( A, t )

para cadaci ∈ S faça

E (ci , t) := E (C (ci , t), t);

Uma interpretação alternativa do algoritmo ABC é a seguinte:

1. a construção do suporte celular equivale à criação de um conjunto de partições, cada

uma das quais sendo representada por uma célula do suporte;

2. a formação dos sucessivos conjuntos de atratoras é equivalente à aplicação de um

algoritmo aglomerativo hieráquico, no qual um conjunto de atratoras é gerado a

partir da aglomeração das atratoras que compõem o conjunto predecessor.
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Portanto, o algoritmo ABC pode ser pensado como a composiçãode uma fase criadora de

partições, seguida por uma fase aglomerativa hierárquica.Esta estratégia é a seguida pelo

algoritmo CHAMELEON [38], o qual emprega para sua primeira fase uma adaptação

do k-means, e na segunda fase utiliza variantes do algoritmosingle linkage. Segundo o

estudo empírico de JAIN et al. [33], este tipo de algoritmo híbrido apresenta os melhores

desempenhos globais.

3.4 Experimentos computacionais

Na presente seção apresentamos um estudo das caraterísticas operacionais do algoritmo

ABC. Os experimentos computacionais visam determinar o comportamento do algoritmo

com respeito às seguintes caraterísticas:

• sensibilidade ao ruído

• poder de discriminação

• escalabilidade com respeito à quantidade de atributos (dimensões)

• escalabilidade com respeito ao tamanho do banco de dados (quantidade de regis-

tros)

• escalabilidade com respeito à quantidade de agrupamentos

O desempenho do algoritmo ABC é comparado com o do algoritmo CHAMELEON

[38], empregando-se a implementação disponível no pacote CLUTO2 [62]. A escolha

do CLUTO se baseia nas seguintes caraterísticas:

• ele possui uma longa história de aperfeiçoamento, desde suaapresentação em 1999

até o presente. Sua implementação, feita em linguagem C, se baseia em bibliotecas

altamente otimizadas. Seus autores garantem que está livredebugs;

• ele constitui uma referência clássica para a categoria de algoritmos dedicados a

grandes bancos de dados com grande número de atributos;

• ele emprega uma abordagem combinada, com fases particionais e fases aglome-

rativas hierárquicas; segundo o estudo empírico de JAIN et al. [33], este tipo de

algoritmo híbrido apresenta os melhores desempenhos globais;

• ele pode detectar agrupamentos com formas diversas;

2Disponível em http://glaros.dtc.umn.edu/gkhome/cluto/cluto/overview
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• a documentação é abundante e precisa. Após cada execução, o programa fornece

um relatório detalhado que inclui uma discriminação do tempo consumido em cada

uma das seguintes etapas: entrada e pré-processamento dos dados, a formação dos

agrupamentos, e a geração do relatório;

• ele encontra-se disponível para os sistemas operacionais mais difundidos;

CLUTO possui vários parâmetros opcionais para controlar o seu funcionamento. Em

todos os experimentos que apresentamos, os parâmetros opcionais mantêm os seus valo-

res por omissão. O único parâmetro requerido por CLUTO, alémdo nome do arquivo

contendo os dados, é a quantidade de agrupamentos a serem detectados. Em todos os

experimentos realizados, CLUTO foi executado com o número correspondente de agru-

pamentos presentes no banco de dados. No contexto de mineração de dados, CLUTO

deve ser usado em combinação com algum critério (por exemplo, a de variação de in-

formação [49], ou o índice PBM [59]) para avaliar a qualidadeda classificação obtida.

A quantidade correta declustersé determinada executando CLUTO com diferentes va-

lores para esse parâmetro, e selecionando a melhor classificação segundo o critério de

avaliação utilizado. Portanto, na prática, a obtenção de resultados satisfatórios implica

num tempo significativamente maior que aquele consumido porCLUTO para detectar os

agrupamentos.

3.4.1 Parâmetros, inicialização e convergência

O algoritmo ABC não possui parâmetros a serem calibrados para mudar o seu compor-

tamento. Os dois parâmetros internos de funcionamento, a diversidade geracional e a

quantidade de passos da evolução do autômato celular, têm automaticamente determina-

dos os seus valores durante a execução do algoritmo.

O algoritmo ABC inicialmente considera todos os registros,sem relevância da ordem,

para a construção do suporte celular. Não há nenhuma escolhaa ser feita na inicialização,

como acontece com outros algoritmos que, por exemplo, precisam da seleção de sementes

entre os registros do banco de dados.

O algoritmo ABC é determinístico: os agrupamentos detectados são os mesmos, para

um banco de dados determinado, toda vez que o algoritmo é executado. Analogamente, a

sua condição de término, baseada na variação da informação mútua, é a mesma em todas

as execuções. Por este motivo, não corresponde considerar um estudo de convergência ao

conjunto de agrupamentos detectados.

3.4.2 Avaliação qualitativa

A capacidade do algoritmo ABC para detectar agrupamentos é mostrada usando um con-

junto de bancos de dados sintéticos. Em cada um deles, o algoritmo é confrontado com
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uma característica no banco de dados cuja presença pode significar uma limitação no de-

sempenho de outros algoritmos. Todos estes bancos de dados são bidimensionais para

facilitar sua visualização.

Com o intuito de mostrar o comportamento do algoritmo perante bancos de dados con-

tendo agrupamentos com diversas dispersões, consideramoso banco de dados apresentado

na Figura 3.7a. O gráfico corresponde a duas Gaussianas, cadauma delas composta por

4000 pontos, com valores diferentes para o desvio padrão.

Em 3.7b representamos os agrupamentos emergentes de células sobre o suporte celu-

lar, após a execução do algoritmo. O agrupamento mais denso possui uma fragmentação

maior. Entre as células do seu núcleo encontram-se as atratoras de maior influência do

suporte devido a que elas têm a maior densidade. Entretanto,devido à fragmentação, du-

rante a execução do algoritmo as vizinhanças destas atratoras não chegam a incluir células

do núcleo do outro agrupamento. Por este motivo, ambos os agrupamentos são detectados

sem que a influência de um deles predomine sobre o outro.

Em 3.7c representamos a classificação final dos pontos. A fronteira entre os dois

agrupamentos herda do suporte celular uma forma irregular eabrupta; entretanto, ainda

que outros algoritmos possam criar fronteiras mais suaves,a classificação dos pontos

limítrofes é intrinsecamente incerta.
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Figura 3.7: Banco de dados composto por duas Gaussianas com diferente desvio padrão,
cada uma delas com 4000 pontos.

46



A capacidade de detectar agrupamentos é condicionada pela capacidade para discri-

minarclusterspróximos. A fim de mostrar qualitativamente a capacidade do algoritmo

ABC para detectar agrupamentos com diferentes separações,apresentamos na Figura 3.8

um banco de dados composto por quatro Gaussianas com o mesmo desvio padrão, cada

uma delas composta por 1000 pontos. Notamos que não é visualmente evidente o re-

conhecimento dos quatro agrupamentos. Em particular, as duas Gaussianas inferiores

apresentam uma superposição significativa.

Na Figura 3.8b representamos os agrupamentos de células sobre o suporte celular,

após a aplicação do algoritmo. Na região ocupada pelas duas Gaussianas inferiores emer-

gem dois agrupamentos independentes de células. Finalmente, na Figura 3.8c apresenta-

mos a classificação final dos pontos.
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Figura 3.8: Banco de dados composto por quatro Gaussianas com o mesmo desvio padrão,
cada uma delas com 1000 pontos. Os centróides encontram-se adiferentes distâncias entre
eles.
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Os algoritmos baseados em partições, por exemplo ok-means, têm a limitação de

somente reconhecer agrupamentos com forma esférica. Com o intuito de mostrar a capa-

cidade do algoritmo ABC para reconhecer agrupamentos de forma diversa, consideramos

o banco de dados representado no gŕafico da Figura 3.9a. Os agrupamentos, cada um

deles composto por 12511 pontos, não são linearmente separáveis. Os agrupamentos de

células formados após a execução do algoritmo aparecem representados na Figura 3.9b.

Os algoritmos cuja função-objetivo implica em minimizar asdistânciasintra-clusternão

são capazes de reconhecer as regiões de baixa densidade comoa que separa ambos os

agrupamentos; por este motivo, eles classificam os pontos das “caudas” como pertencen-

tes ao mesmo agrupamento que os pontos do núcleo mais próximo. Na Figura 3.9c é

fornecida a classificação final dos pontos.
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Figura 3.9: Banco de dados contendo agrupamentos não esféricos, e não linearmente
separáveis. Cada cluster é composto por 12511 pontos.
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Na Figura 3.10 apresentamos um grafo com a hierarquia de influências para as células

que compõem o suporte celular do banco de dados apresentado na Figura 3.9a. Cada nó

do grafo representa uma célula; cada aresta conecta a célulana sua origem com a sua

vizinha mais influente. A raiz de cada árvore corresponde a uma célula atratora contendo

um máximo local de densidade. Devido à forma da distribuiçãode pontos do banco de

dados, as árvores apresentam galhos com grande diversidadede comprimentos. Os galhos

mais compridos mostram a hierarquia de influências responsável pelo agrupamento das

células localizadas nas “caudas” junto com as células do núcleo correspondente.

Figura 3.10: Grafo representando a hierarquia de influênciadas células, para o banco de
dados da Figura 3.9.
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3.4.3 Sensibilidade ao ruído

No contexto do problema de agrupar dados, o ruído num banco dedados se traduz pela

existência de pontos provocados por artefatos, cuja presença pode induzir a uma detecção

incorreta de agrupamentos. Os algoritmos declusteringque usam a densidade de pontos

para a detecção de agrupamentos, como os referenciados na introdução do capítulo, apre-

sentam pouca sensibilidade ao ruído. No caso particular do algoritmo ABC, os pontos

são considerados somente na etapa de construção do suporte celular. Este, por sua vez,

não considera os pontos individualmente, mas em grupos: o impacto de um dado espúreo

é relativo ao tamanho do grupo. A presença de ruído pode afetar a construção do suporte

de duas maneiras:

• os pontos espúreos no interior de um agrupamento contam no peso de uma célula;

portanto, eles podem implicar que uma célula seja dividida desnecessariamente;

entretanto, o impacto desta divisão equivocada sobre o algoritmo é atenuado pelo

fato de que o valor da influência leva em consideração tanto a densidade quanto o

peso acumulado;

• pontos originados pelo ruído, distantes dos núcleos dos agrupamentos, podem indu-

zir à criação da célula inicial com volume maior; no entanto,as divisões posteriores

deixam esses pontos distantes isolados em células de baixa densidade periféricas,

sem condições de virar atratoras.

Resulta que a presença de ruído no banco de dados pode implicar na aparição de algumas

células desnecessárias, seja no interior dos agrupamentosou na periferia; entretanto, estas

células têm uma capacidade para virar atratoras menor que asrespectivas células originais

e portanto, o seu impacto é mínimo na deteção dos núcleos dos agrupamentos.

3.4.4 Poder de discriminação

A capacidade do algoritmo ABC para reconhecer agrupamentosindependentes é avali-

ada usando a metodologia empregada por [33]. Para isso, consideramos bancos de dados

independentes, cada um contendo duas Gaussianas bidimensionais com desvio padrão

unitário; cada um dos agrupamentos é composto por 1000 pontos. Para cada valor de se-

paração entre os centróides – tomando o desvio padrão como referência – foram gerados

10 conjuntos de dados a serem analizados pelo algoritmo ABC.Na Figura 3.11 apre-

sentamos o valor médio da quantidade de agrupamentos detectados para cada separação

considerada.
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Figura 3.11: Avaliação da capacidade do algoritmo ABC para reconhecer agrupamentos
independentes. Todos os bancos de dados usados foram gerados a partir de duas Gaus-
sianas bidimensionais e desvio padrão unitário; cada agrupamento é composto por 1000
pontos. A separação é medida tomando como referência o desvio padrão. Para cada valor
de separação, a quantidade de agrupamentos detectados é o valor médio de 10 experimen-
tos independentes.

3.4.5 Escalabilidade com respeito à quantidade de atributos

O suporte celular empregado pelo algoritmo ABC é criado considerando, em cada opera-

ção de divisão celular, todos os atributos disponíveis. Cada célula dividida gera 2d células

filhas, sendod a quantidade de dimensões do banco de dados. Portanto, o tamanho da

lista que implementa o suporte depende exponencialmente daquantidade de atributos.

No entanto, uma vez construído o suporte, a implementação doalgoritmo somente con-

sidera todas as células no primeiro e no último passo da evolução do autômato, sendo

que nos passos intermediários são consideradas apenas as células atratoras. Mas, ainda

que somente seja necessário atualizar as células atratoras, as vizinhanças destas compor-

tam uma quantidade de células que também depende exponencialmente ded. Portanto, a

complexidade do algoritmo com respeito à quantidade de dimensões é deO(2d).

3.4.6 Escalabilidade com respeito à quantidade de agrupamentos

A quantidade de agrupamentos a serem detectados afeta fortemente o desempenho de

alguns algoritmos. A influência da quantidade de agrupamentos no desempenho do algo-

ritmo ABC e do CLUTO é comparado na Figura 3.12. Todos os bancos de dados empre-
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gados nos experimentos contêm 100000 registros; eles foramgerados usando Gaussianas

bidimensionais com desvio padrão unitário. Os centroides das distribuições foram uni-

formemente distribuídos de maneira que a menor distância entre dois deles quaisquer seja

maior que 5 vezes o desvio padrão. Os tempos representados nográfico correspondem

aos valores médios de 5 execuções dos algoritmos. O tempo consumido pela leitura dos

dados desde o arquivo não foram incluídos.

De acordo com o gráfico da Figura 3.12, o algoritmo ABC apresenta pouca variação

no seu desempenho quando a quantidade de agrupamentos aumenta. O aumento no tempo

médio consumido se deve a dois motivos: primeiro, a fragmentação é maior nos núcleos

dos agrupamentos que nas periferias; isto implica num maiorconsumo de tempo na cons-

trução do suporte quando a quantidade de núcleos aumenta. Por outro lado, cada núcleo

contribui com um conjunto independente de células atratoras que devem ser consideradas

nos passos finais do algoritmo.
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Figura 3.12: Comparação dos desempenhos do algoritmo ABC e do CLUTO com respeito
ao tempo consumido na formação dosclustersem função da quantidade de agrupamentos
no banco de dados. Os tempos correspondentes ao algoritmo ABC incluem à construção
do suporte celular. Todos os bancos de dados estão compostospor Gaussianas bidimensi-
onais. Todos os conjuntos de dados contam com 100000 registros.

3.4.7 Escalabilidade com respeito ao tamanho do banco de dados

Existem trabalhos (por exemplo, ver [1, 12]) que consideramseparadamente o tempo

consumido pelas etapas de pré-processamento e inicialização, do tempo empregado na

detecção dos agrupamentos. No caso do algoritmo ABC, a etapade construção do su-
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porte celular acomoda essa informação na estrutura de dadossobre a qual a detecção dos

agrupamentos é feita. Entretanto, consideramos que a construção do suporte está indisso-

luvelmente ligada ao funcionamento integral do algoritmo;por este motivo ela é sempre

incluída no tempo de execução de ABC.

A construção do suporte celular é a fase que mais consome tempo durante a execução

do algoritmo. O tempo consumido depende da distribuição de pontos do banco de dados,

pois a etapa termina quando a diversidade geracional atingeo seu valor crítico3. A Figura

3.13 mostra a relação entre o tempo consumido para construiro suporte e o tamanho do

conjunto de dados. Os tempos apresentados correspondem às médias de experimentos

independentes. Os bancos de dados considerados foram gerados a partir da mistura de

5 Gaussianas bidimensionais, cada uma com diferente desviopadrão. O tempo medido

não inclui a leitura dos dados desde o arquivo; ele compreende o lapso entre a criação

da primeira célula e a formação do suporte com diversidade geracional crítica. O gráfico

mostra que a complexidade algorítmica com respeito ao tamanho do conjunto de dados é

O(N), sendoN a quantidade de registros.
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Figura 3.13: Relação entre o tempo consumido para construiro suporte e o tamanho do
conjunto de dados. Os bancos de dados considerados são bidimensionais e compostos por
uma mistura de Gaussianas com diferente desvio padrão.

A Figura 3.14 apresenta o tempo médio empregado, tanto pelo algoritmo ABC quanto

pelo CLUTO, para a formação dos agrupamentos ao se considerar bancos de dados de

diferentes tamanhos. Na medição desse tempo foram excluídas as operações de entrada e

de saída de dados. Os bancos de dados utilizados nos experimentos estão compostos por

3O valor crítico da diversidade geracional∆g∗ corresponde ao incremento relativo de densidade,∆D∗
r .
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uma mistura de 5 Gaussianas bidimensionais. O tempo consumido pelo algoritmo ABC

é, para todos os conjuntos de dados considerados, aproximadamente a metade do tempo

empregado pelo CLUTO. Para ambos os algoritmos, a complexidade algorítmica éO(N),

sendoN o tamanho do conjunto de dados.
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Figura 3.14: Comparação dos desempenhos do algoritmo ABC e do CLUTO com respeito
à relação entre o tempo médio empregado para formar os agrupamentos e o tamanho do
banco de dados. Os tempos correspondentes ao algoritmo ABC incluem a construção do
suporte celular. Todos os bancos de dados estão compostos por 5 Gaussianas bidimensi-
onais.

3.4.8 Desempenho em bancos de dados reais

Os desempenhos dos algoritmos CLUTO e ABC foram avaliados empregando dois bancos

de dados disponíveis no repositório da Universidade da Califórnia em Irvine [2]. Os

conjuntos de dados selecionados são: o gerado pelo telescópio para raios gama MAGIC4,

e o banco de dados STATLOG (Shuttle)5. A escolha se baseia nos seguintes critérios:

• eles possuem a série completa de valores para todos os atributos;

• todos os atributos são numéricos contínuos;

• eles contam com grande quantidade de registros (19020 no caso do MAGIC, e

43500 no conjunto de treinamento do STATLOG)

4http://archive.ics.uci.edu/ml/datasets/MAGIC+Gamma+Telescope
5http://archive.ics.uci.edu/ml/datasets/Statlog+%28Shuttle%29
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Entretanto, devido à quantidade de atributos6 (10 no MAGIC, e 9 no STATLOG), foi

necessário pré-processar os dados antes de serem apresentados a ambos os algoritmos.

O pré-processamento consistiu em considerar as séries de valores correspondentes às

três componentes principais mais significativas. Desde quea quantidade de atributos

não é uma limitação para o CLUTO, incluímos também os resultados desse algoritmo

quando confrontado com os bancos de dados originais. Como jáindicamos, o CLUTO

requer que a quantidade de agrupamentos a serem detectados seja especificada de an-

temão, empregando-se para este propósito, a quantidade de classes em cada banco de

dados. Entretanto, o restante dos parâmetros de CLUTO conservaram os seus valores por

omissão.

Na avaliação foram considerados o tempo consumido na criação dos agrupamentos, e

a taxa de erro da classificação resultante. Para calcular a percentagem de erros, a corres-

pondência entre os rótulos das classes e os identificadores dos agrupamentos foi feita de

modo que a cobertura correta de pontos seja máxima. As taxas de erro obtidas por ambos

os algoritmos são grandes se comparadas com os valores observados no desempenho de

algoritmos de aprendizado supervisionado.

A Tabela 3.2 contém os valores para o tempo e a taxa de erro obtidos na execução

de ambos os algoritmos sobre o banco de dados MAGIC, e na Tabela 3.3 aparecem os

correspondentes ao banco de dados STATLOG. A última coluna em ambas as tabelas

corresponde ao desempenho do CLUTO sobre os respectivos bancos de dados originais

(sem nenhum pré-processamento). No caso do banco STATLOG chama a atenção o baixo

desempenho do CLUTO. O motivo para isto ter acontecido está na composição do banco

de dados: uma das classes cobre 80% dos exemplos. O CLUTO usa aquantidade de

agrupamentos fornecida como ponto de partida para a criaçãodos agrupamentos; isto tem

por conseqüência uma fragmentação desnecessária da classeprincipal que deriva num

incremento da taxa de erro. Já no caso do ABC, a quantidade de agrupamentos é resultado

da execução do algoritmo; entretanto, o ABC somente detectou um agrupamento e por

este motivo sua taxa de erro foi menor.

Todos os experimentos foram feitos usando um computador comprocessador Intel

Core Duo 6300, com 3 GB de memória RAM, na plataforma Linux 32bits. O algoritmo

ABC foi implementado usando a linguagem de programação C++.

Tabela 3.2: Comparação dos desempenhos de ABC e de CLUTO, sobre o banco de dados
MAGIC. A última coluna corresponde ao resultado da aplicação de CLUTO ao banco de
dados original.

ABC CLUTO CLUTO sem PCA

Erro (%) 35.72 44.01 32.30
Tempo médio (s) 0.38 0.41 0.75

6O atributo classe não foi considerado.
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Tabela 3.3: Comparação dos desempenhos de ABC e de CLUTO, sobre o banco de dados
STATLOG. A última coluna corresponde ao resultado da aplicação de CLUTO ao banco
de dados original.

ABC CLUTO CLUTO sem PCA

Erro (%) 21.6 67.1 66.1
Tempo médio (s) 1.05 2.95 3.39

3.4.9 Conclusões

Em síntese, o algoritmo ABC apresenta as seguintes caraterísticas operacionais:

• ele não possui parâmetros a serem sintonizados em cada aplicação concreta; por

este motivo, ele é ideal para explorações iniciais em problemas de mineração de

dados.

• as fronteiras dos agrupamentos têm limitada a sua resoluçãopela forma do suporte

celular; entretanto, uma vez conhecida a classificação de pontos próximos aos nú-

cleos dos agrupamentos, é possível empregar eficientes algoritmos de aprendizado

supervisionado para definir as fronteiras inter-clusterde maneira ótima.

• a complexidade algorítmica com respeito à quantidade de atributos éO(2d), sendo

d a quantidade de dimensões. No caso de aplicações com poucos (≦ 5) atributos

envolvidos, os dados não requerem qualquer tipo de pré-processamento. Para ban-

cos de dados com grande quantidade de atributos é necessárioincluir uma etapa

prévia de seleção de atributos.

• a construção do suporte celular e o uso do gradiente de densidade como critério

de agregação implicam numa baixa sensibilidade ao ruído, e na independência da

ordem em que são considerados os registros.

• a complexidade algorítmica conjunta, que inclui a criação do suporte celular e a

operação do autômato celular, com respeito ao tamanho do banco de dados é de

O(N), sendoN a quantidade de registros. Isto permite uma boa escalabilidade com

respeito à quantidade de registros.

• o uso do autômato celular implica num processamento local dainformação; por

este motivo o desempenho do ABC é independente da quantidadede agrupamentos

a serem detectados. Isto não é valido para algoritmos como o CLUTO.

• o processamento local da informação habilita naturalmenteo algoritmo ABC para

uma implementação paralela.
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Os resultados obtidos com o uso do algoritmo ABC sugerem os próximos passos de apri-

moramento:

1. desenvolver uma implementação paralela do algoritmo.

2. estender a construção do suporte celular para que possam ser considerados atributos

categóricos.

3. considerar uma forma alternativa para a construção do suporte celular de modo

que a complexidade algorítmica tenha dependência mais fraca da quantidade de

atributos.

4. desenvolver uma implementação que integre uma etapa de otimização das frontei-

ras entre os agrupamentos. As máquinas de vetor suporte se apresentam como a

primeira alternativa a considerar.
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Capítulo 4

Interações Sociais

4.1 Introdução

O embasamento teórico desta parte da tese encontra-se nos trabalhos de dois autores: o

sociólogo francês GABRIEL TARDE e o psicólogo canadense ALBERT BANDURA. Em

oposição à concepção de sociedade de ÉMILE DURKHEIM, TARDE põe ênfase nos fenô-

menos socias como fruto das interações dos indivíduos que a compõem, colocando desta

maneira em primeiro plano as influências recíprocas entre oselementos constituintes:

“A expressão psicologia coletiva ou psicologia social é comfreqüência

entendida num sentido quimérico que é importante descartardesde o início.

Ele consiste em conceber um espírito coletivo, uma consciência social, um

nós, que existiria por fora ou por cima dos espíritos individuais. Não há qual-

quer necessidade, desde o nosso ponto de vista, desta concepção misteriosa

para traçar entre a psicologia comum e a psicologia social – que nós esta-

ríamos mais bem dispostos a chamar inter-espiritual – uma distinção bem

nítida1.” [73]

Para TARDE, o mecanismo dominante regulador do comportamento das massas é aimita-

ção[74]. Mais recentemente, BANDURA sublinha a importância que tem para a educação

das crianças a sua exposição repetida a cenas de violência, as quais seriam internaliza-

das e posteriormente atuadas devido ao mecanismo de imitação [5]. Destarte, influência

1“L’expression psychologie collective ou psychologie sociale est souvent comprise en un sens chimé-
rique qu’il importe avant tout d’écarter. Il consiste à concevoir un esprit collectif, une conscience sociale, un
nous, qui existerait en dehors ou au-dessus des esprits individuels. Nous n’avons nul besoin, à notre point
de vue, de cette conception mystérieuse pour tracer entre lapsychologie ordinaire et la psychologie sociale
- que nous appellerions plus volontiers inter-spirituelle- une distinction très nette. Pendant que la première,
en effet, s’attache aux rapports de l’esprit avec l’universalité des autres êtres extérieurs, la seconde étudie,
ou doit étudier, les rapports mutuels des esprits, leurs influences unilatérales et réciproques - unilatérales
d’abord, réciproques après. Il y a donc entre les deux la différence du genre à l’espèce ; mais l’espèce ici
est d’une nature si singulière et si importante qu’elle veutêtre détachée du genre et traitée par des méthodes
qui lui soient propres.”[73]
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e imitação estão, segundo o nosso ponto de vista, na base da formação de “estilos de

comportamento” peculiares de cada sociedade. O comportamento criminoso é um caso

particular de conduta que se espalha na sociedade devido à sua assimilação precoce, tal-

vez pela concentração de maus exemplos (ver alelomimese em [37]), e certamente pela

ausência de reforços exemplares dos comportamentos imprescindíveis para o convívio em

sociedade. Atualmente o critério predominante para combater a criminalidade rampante

se baseia nalex mere penalis: as regras que regulam a vida em sociedade são acatadas

em função das penas que recaem sobre o infrator caso ele seja pego. Esta estratégia, ba-

seada na vigilância e o castigo, é gulosa em recursos, tanto em quantidade de pessoas

dedicadas ao monitoramento e à repressão, quanto em dinheiro público; os casos cada

vez mais freqüentes de corrupção são apenas a manifestação do círculo vicioso, expresso

coloquialmente na pergunta: “quem vai vigiar a esposa do vigia?” Certamente as institu-

ções públicas que cuidam da criação e do respeito de leis são imprescindíveis, mas elas

se baseiam no suposição de que o indivíduo conta com mecanismos internalizados para

a vida em sociedade que fazem desnecessária a existência ubíqua de um agente repressor

de infrações. A fiscalização e o policiamento são eficazes na medida em que se deparem

com fatos delitivos esporádicos; eles podem restabelecer uma ordem pré-existente mas

não podem ser o ponto de partida para a criação dessa ordem; eles podem compensar sin-

tomas mas não são o alimento de uma sociedade saudável. A fonte da ordem social está

nos próprios indivíduos que a compõem, na sua aptidão para a convivência social, e em

última instância, naqueles mecanismos internalizados quelevam o indivíduo a descon-

siderar comportamentos que atentem contra o bem comum em benefício próprio. Estes

mecanismos não estão inscritos no seu código genético mas eles são aprendidos desde

cedo, no meio onde ele se desenvolve. Assim, seguindo as idéias de TARDE e BANDURA,

acreditamos que a influência, como moduladora das relações socias, e a imitação, como

mecanismo fundamental no processo de internalização de regras de comportamento, estão

na base dos fenômenos socias emergentes. Por este motivo, a abordagem que adotamos

para o estudo das relações sociais se baseia em indivíduos e suas interações, sendo esta

abordagembottom-upa mais adequada para entender o modo que uma sociedade se auto-

organiza.

O objetivo deste capítulo é apresentar o modelo de AC que foi desenvolvido para re-

presentar de modo parcimonioso a dinâmica das influências que uma população mantém.

Algumas características incorporadas se mostrarama posteriorisuficientemente gerais

para que com poucas modificações o modelo possa ser aplicado ao caso da evolução da

criminalidade.

Nos Fundamentos Teóricos assinalamos que ainda não existe uma construção teórica

que permita relacionar diretamente aregra local de mudança de estado com aconfigu-

ração globaldo autômato. Portanto a construção de um modelo implica num processo

iterativo com umas etapas guiadas pelo “bom senso” e a “intuição”, e outras marcadas
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pela experimentação. Talvez num último estágio corresponda fazer um estudo analítico

que relacione a dinâmica local com alguma magnitude global,por exemplo, a distribuição

de probabilidade dos estados das células.

Na Seção 4.2 são introduzidos os termos que serão empregadosno modelo junto com

uma definição formal; também descreve-se o modelo fornecendo a correlação das carac-

terísticas consideradas com o nosso objeto de estudo. Na Seção 4.3 são apresentados

resultados de experimentos computacionais que permitem conferir a consistência com as

hipóteses que orientaram o desenho do modelo. Finalmente, na Seção 4.4 o modelo é

aplicado ao estudo da evolução da criminalidade.

4.2 Definições e notações

O nosso objeto de estudo inicial é uma população de indivíduos e, nesse contexto, cada

célula representa uma pessoa, analogamente ao feito por NOWAK e LEWENSTEIN desde

o seu trabalho [54]. O tamanho da população é constante pois não se consideram nem

mortes nem nascimentos. Nesse sentido correspondem diferentes interpretações para cada

um dos elementos que compõem um AC:A = (Zd,S ,N ,δ ).

4.2.1 Reticulado e vizinhança

O modelo que apresentaremos possui um reticulado formado por um toróide bidimensi-

onal. Destarte, o conjunto de células se corresponde com um mini-mundo fechado, não

sendo necessário considerar efeitos de borda.

A vizinhança deci corresponde ao grupo de pessoas que mantém interações signifi-

cativas com ela. Designamos comNF(ci) à vizinhança do tipo MOORE com r = 2 para

a célulaci ; o conjunto de células que compõemNF(ci) representa aqueles relacionamen-

tos estáveis do indivíduo. Por exemplo, nesse conjunto estariam incluídos o seu núcleo

familiar e o seu ambiente de trabalho. A maior parte dos estímulos significativos provém

dessa componente fixa da vizinhança. No entanto um indivíduoestá influenciado por ou-

tras fontes de informação que não estão sendo levadas em consideração na composição

fixa deNF(ci); por exemplo, uma reportagem num meio de comunicação ou uma pa-

lestra podem influir na posição do indivíduo com respeito a umtema dado. Estas fontes

instáveis de relacionamento equivalem ao que foi chamadoweak tiespor MARK GRANO-

VETTER (ver [6]). Elas seriam as responsáveis por fenômenos como o conhecidosmall

world de STANLEY M ILGRAM [50]. A forma escolhida para modelar estas influências de

fontes variáveis de informação é ampliar a vizinhança para incluir células fora deNF(ci).

Estas células, que representam interações não-locais, serão chamadas decasuais. Em

cada passo de simulação elas são escolhidas em forma aleatória entre a população que

não faz parte deNF(ci). A quantidade de casuais que compõe a vizinhança de uma cé-
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lula qualquer é a mesma para todas as células. Nas simulaçõesessa quantidade foi fixada

como uma fração do tamanho deNF(ci) (ver [56]). Denotamos porNV(ci , t) o conjunto

de célulascasuaisque se incorporam à vizinhança deci no instantet. Deste modo, no

instantet, a vizinhança de uma célulaci é representada por

N (ci , t) = NF(ci)+NV(ci , t) (4.1)

Dado que o tamanho da vizinhança é o mesmo para todas as células, estamos supondo

implicitamente que todos os indivíduos se relacionam com a mesma quantidade de pes-

soas. Esta simplificação representa a média para uma sociedade dada, e ela não significa

um empobrecimento do modelo pois, como veremos adiante, o relevante para o modelo

é a intensidade da resultante desses relacionamentos. Por isso, ainda que o número de

relacionamentos no modelo seja o mesmo para todos os indivíduos, as conseqüências que

esses relacionamentos têm variam de indivíduo para indivíduo. O tamanho da vizinhança

é um parâmetro representativo do nível de extroversão de umasociedade.

4.2.2 O conjunto de estadosS

A interpretação do valor do estado de um indivíduo é diversa edepende do fenômeno

social a ser considerado. Por exemplo em [54] o valor do estado se corresponde com

uma opinião referente a uma mudança no regime político. O conjunto de estados pos-

síveis é binário pois nessa modelagem somente são consideradas as posições de adesão

ou oposição à mudança política. Segundo NOWAK a polarização é uma tendência natural

no caso de decisões muito relevantes para o indivíduo. No entanto o modelo que pro-

pomos tem a capacidade de capturar situações intermediárias que aceitem naturalmente

uma diversidade maior de posições individuais. No modelo, oconjuntoS é o conjuntoZ

dos inteiros. Pelas caraterísticas da regra local de mudança de estado que apresentaremos

mais adiante, os estados das células ficaram restritos a um subconjunto finito. Na Seção

4.4 é apresentada uma aplicação do modelo; nela o estado representa a quantidade de

crimes cometidos por um sujeito.

O estado de uma célulaci no instante2 t ∈ N, é designado pors(ci, t).

4.2.3 Apressãosobre uma célula

Na Psicologia Social é usado o termo depressãosocial -ou influência- para se referir ao

modo como uma sociedade como um todo condiciona as condutas eatitudes que os seus

membros podem adotar. Por exemplo em [56], esse conceito de pressão é empregado para

modelar a coesão de um grupo. No presente modelo empregaremos um AC totalístico para

2Usaremos indistintamente o termoinstanteou o termopassopara denotar uma iteração durante o curso
de uma simulação.
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representar o conceito de pressão. Assim, definimospressão-ou influência- sobre uma

célulaci no instantet à expressão seguinte:

p(ci , t) = ∑
ck∈NF (ci)

s(ck, t)+ ∑
ck∈NV(ci ,t)

s(ck, t) (4.2)

Segundo a Equação 4.2, os estados de todas as células que compõem a vizinhança

têm uma influência sobreci . Em alguns modelos vistos em outros trabalhos, a pressão

leva em consideração um conceito de distância entre a célulaalvo e suas vizinhas. A

distância busca refletir o fato de que, para alguns fenômenossocias, as pessoas mais

chegadas de um indivíduo teriam uma influência maior sobre ele que outras com as quais

os vínculos são menos estreitos. Nesse caso a distância não representa uma distância

física mas uma métrica sobre um reticulado de relacionamentos. KLÜVER et al. [40]

interpretam a distância como o número dehops3 numa rede de relacionamentos (Social

Network).

Uma alternativa para modular a influência dos vizinhos é a empregada por NOWAK

et al. (por exemplo ver [54]): para modelar o fato de que numa sociedade há pessoas

mais influentes do que a média na formação de opinião, cada célula possui um atributo

chamadopeso. Esse peso pondera a contribuição que o estado de uma vizinha faz à

pressão sobre a célula alvo.

No caso do modelo aqui apresentado, o próprio valor do estadoé um modulador da

influência: estados com valores absolutos grandes correspondem a indivíduos adotando

posições radicais; estes indivíduos extremistas são mais propensos a querer influenciar

nas posições de outros indivíduos mais centrados ou indiferentes.

4.2.4 Os limiares

Cada célula possui um par de limiaresl (inferior) eu (superior) tais quel ,u∈R e l < u. No

início das simulações cujos resultados apresentamos, cadacélula tem assinalados valores

aleatórios4 parau e l .

A função dos limiares é modelar aanergia5 que um indivíduo mantém até que a pres-

são sobre ele atinge um valor que promove uma mudança nele. Dito de outro modo, nem

todo estímulo provoca uma reação numa pessoa; o limiar é um recurso simples para sepa-

rar aqueles estímulos inócuos daqueles que trazem implicações significativas na avaliação

que a pessoa faz.

O fato de incluir dois limiares persegue o objetivo de criar um modelo geral o sufi-

3Se uma rede é representada por um grafo, um hop corresponde a uma aresta nesse grafo.
4Esse valores aleatórios são escolhidos seguindo uma distribuição normal sobre o intervalo de valores

possíveis para a pressão. Esse intervalo é determinado pelotamanho da vizinhança e pelos valores de s_min
e de s_max.

5Termo usado como sinônimo de inatividade, passividade ou indiferença.
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ciente para levar em conta que o estado pode evoluir em direções opostas em períodos

diferentes para um mesmo indivíduo. Por exemplo, no trabalho de NOWAK citado ante-

riormente o estado é binário pois ele modela a adesão ou não a uma mudança política.

Nesse caso um limiar é suficiente. No caso considerado na Seção 4.3 o estado não é

binário, mas o sentido de variação do estado está fixado pelo fenômeno modelado, e por-

tanto também consideraremos um limiar só. Ainda assim, aplicações futuras do modelo

proposto considerarão fenômenos nos quais faz sentido manter dois limiares.

4.2.5 A diferença de estado∆s

Em cada passot da simulação é calculada para cada célulaci a diferença de estado

∆s(ci, t) ∈ {−1,0,1} baseados nos valores da pressão e dos limiares:

∆s(ci , t) =











1 u≤ p(ci , t)

0 l < p(ci , t) < u

−1 p(ci , t)≤ l

(4.3)

A diferença de estado é uma característica original do nossomodelo. Ela pretende

capturar a característica dos sistemas vivos de regular suas mudanças seguindo gradientes.

Por isso, do nosso ponto de vista, é biologicamente mais pertinente que o modelo preveja

o sentido que uma mudança terá do que especificara priori o valor do próximo estado.

Esta abordagem se reconcilia com o tratamento clássico de fazer modelos baseados em

equações diferenciais. A configuração global alcançada pelo AC traz pouca informação

se pretende-se mapear os valores obtidos com magnitudes observadas no mundo real pois

pequenas pertubações levam a estados globais muito diferentes. No entanto, concordando

com a visão dos trabalhos de NOWAK et al., é mais relevante poder estimar com uma pre-

cisão significativa o sentido em que mudarão as magnitudes reais baseados na dinâmica

observada numa simulação do AC. Destarte, o resultado das simulações ganham em per-

tinência do ponto de vista prático como ferramenta de predição; também elas permitem

confirmar se as hipóteses sobre a dinâmica local, ainda que sejam simplificações, levam

em conta o que há de essencial na base de um fenômeno macroscópico complexo.

4.2.6 A regra localδ

4.2.6.1 Regra local determinística

Sejas
′
(ci , t +1) = s(ci , t)+∆s(ci, t). Para determinar o próximo estados(ci, t +1) é em-

pregada a seguinte regra local de atualização,δ : S 7−→ S :
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s(ci , t +1) =











s_min s
′
(ci , t +1) ≤ s_min

s
′
(ci , t +1) s_min< s

′
(ci , t +1) < s_max

s_max s_max≤ s
′
(ci , t +1)

(4.4)

onde s_min e s_max são dois parâmetros globais que definem o intervalo de valores per-

mitidos para o estado de uma célula. A regra local apresentada acima somente completa

o conceito de estarmos perante um modelo de AC baseado em diferenças. Entretanto, a

regra local determinística, ainda que simples, não deixa espaço para outras contingências

que podem influir de modo que a decisão seja adiada. Com o objetivo de levar em consi-

deração esses fatores imponderáveis que levam a uma pessoa areagir numa hora ou outra,

consideramos uma regra local de mudança de estadoprobabilística.

4.2.6.2 Regra local probabilística

Uma regra local probabilística pode ser especificada levando em consideração uma das

seguintes duas possibilidades:

1. A probabilidade de que a mudança aconteça é independente do estado atual do in-

divíduo. Neste caso o modelo deveria incorporar mais um parâmetro, seja eleP,

que representa a probabilidade que uma célula mude o seu estado. Esse parâmetro

poderia ser específico de cada célula -como acontece com os limiares- ou o mesmo

para a população toda -como acontece com o tamanho da vizinhança. Esta última

opção está na direção oposta da linha de raciocínio que nos levou a considerar a

mudança probabilística pois, no caso de ser um parâmetro global, ele estaria ca-

racterizando a população no seu conjunto e não o indivíduo. Portanto, para manter

a coerência, suponhamos que essa probabilidade seja da forma P(ci). No entanto,

esta escolha implica que o indivíduo não mude ao longo do tempo, ou seja, a dis-

posição para mudar de estado é independente da sua história.Esta restrição pode

ser uma aproximação adequada para cenários onde a escala de tempo seja breve se

comparada com a duração da vida de um indivíduo. Com a finalidade de ganhar

generalidade escolhemos para o modelo a opção descrita no ponto seguinte.

2. A probabilidade de que a mudança seja efetivada leva em consideração o estado

atual do indivíduo. Uma consideração adicional é necessária para decidir como o

estado pode participar na determinação dessa probabilidade. Observa-se que numa

sociedade os grupos radicais tendem a ser minoria enquanto que a maior parte da

população prefere adotar posições mais conservadoras perante as mudanças. Le-

vando em conta este fato, a maneira mais evidente para relacionar o valor da pro-

babilidade de mudança com o valor do estado é que um seja o inverso do outro.

Destarte, valores maiores do estado, que representam posições mais radicais ou
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extremas, têm uma probabilidade menor de serem adotadas. Por simplicidade, a

primeira forma de calcular a probabilidade é fazê-la inversamente proporcional ao

valor absoluto do estado.

A expressão da regra local dada pela equação 4.4 é adaptada para levar em consideração

o raciocínio anterior. A nova regraδ é a seguinte:

s(ci , t +1) =

{

s
′
(ci , t +1) com probabilidade 1

|s(ci ,t) |
, ou ses(ci, t) = 0

s(ci, t) no caso contrário
(4.5)

Note-se que os parâmetros s_min e s_max podem ser dispensados já que estados com

valores absolutos grandes são pouco prováveis; o novo conjunto de estados possíveis é

S = Z. Esta regra probabilística simples tem a desvantagem de apresentar uma singula-

ridade para o estado zero. Por esse motivo consideramos uma regraδ que fosse diferen-

ciável afim de evitar artefatos nas simulações. Finalmente,a regra local adotada utiliza

a função exponencial para calcular o valor da probabilidade. A Equação 4.5 é adaptada

para levar em conta a consideração anterior, resultando na seguinte expressão:

s(ci , t +1) =

{

s
′
(ci , t +1) com probabilidade exp(−|s(ci, t) |)

s(ci , t) no caso contrário
(4.6)

Notemos que a função exponencial poderia ser substituída por uma outra função di-

ferenciável emZ; por exemplo, poderia se escolher uma função polinomial. Entretanto,

devido à falta de uma justificativa para uma escolha diferente à da função exponencial, os

resultados computacionais apresentados na Seção 4.3 se baseiam no uso da Equação 4.6.

4.2.7 Limiares dinâmicos

Os limiares pretendem capturar asensibilidadeque uma pessoa possui perante a influência

que o meio exerce sobre ela. Destarte, valores da pressão pertencentes ao intervalo]l ,u[

são indiferentes para o indivíduo. No entanto, na realidadesabemos que na história de

uma pessoa pode haver mudanças nessa atitude de indiferençaque fazem que um mesmo

estímulo que outrora fora inócuo, no presente provoque uma reação. Ainda que supor

que a sensibilidade de um indivíduo é a mesma o tempo todo possa ser válido para alguns

cenários – por exemplo, se a duração da simulação representaum período curto na vida de

um indivíduo – um modelo mais geral deve considerar a possibilidade de que os valores

dos limiares mudem ao longo do tempo.

Consideremos a seguir uma forma como os limiares de uma célula ci podem ser mo-

dificados ao longo do tempo. Os organismos vivos tendem a funcionar com os seus pa-

râmetros variando dentro de uma faixa, fenômeno este conhecido comohomeostase. Ele

pode ser visto como um equilíbrio dinâmico no qual pequenas perturbações são toleradas
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para não ter a necessidade de considerar uma reação. Para isso, os seres vivos possuem

dois mecanismos contrapostos para adaptar-se aos estímulos provenientes do meio.

O primeiro deles é chamadoacomodação(α). Graças a ele um organismo deixa

num segundo plano todos os estímulos provenintes do ambiente que comprometam a

sua sobrevivência. Assim, uma pessoa se acostuma com o barulho da rua ou de um

condicionador de ar e fica liberada para escutar aquilo que seja do seu interesse num

dado momento. No caso dos limiares, esse mecanismo de acomodação faz com que eles

mudem no mesmo sentido que∆s; ou seja, toda vez que a pressão atinja um nível tal

que justifique uma mudança de estado, a célula se acomoda paraque pequenas flutuações

no valor da pressão não estejam provocando mudanças desnecessárias. Por exemplo, se

o valor da pressão apresenta pequenas variações que atingemo limiar u, em lugar de

mudar de estado o tempo todo, a célula muda o valor deu de modo a ficar insensível às

flutuações.

Em contraposição ao mecanismo de acomodação está a chamadasensibilização(σ ).

Se uma fonte de estímulo desaparece, um organismo vivo procura se liberar do esforço

desnecessário de estar reagindo ou filtrando estímulos inexistentes. Suponhamos que

durante um lapso a pressão sobreci não atinge o seu limiarl ; a sensibilização faz com que

o valor del mude progressivamente, atendendo ao fato de que não há mais necessidade

de filtrar variações no valor da pressão.

No modelo vamos supor que os dois mecanismos supra-citados estão representados

por dois parâmetros globais,α ∈ ]1,+∞[ e σ ∈ ]0,1]. Pelo fato deles serem globais, eles

estariam caracterizando a população em geral, ainda que exista a possibilidade de que os

seus valores sejam característicos do indivíduo. No entanto, devido à falta de argumentos

concretos a favor desta última possibilidade, priorizaremos a parcimônia do modelo. No

modelo, para atualizar o valor dos limiares, superpomos os efeitos da sensibilização e

da acomodação: a sensiblização contribui com um termo propocional ao valor atual dos

limiares, enquanto a acomodação aporta um termo proporcional à pressão além do limiar;

quando a pressão não ultrapassa um limiar, o mecanismo de acomodação não é acionado.

As equações que descrevem as adaptações dos limiares ao longo da simulação são as

seguintes:

l(ci , t +1) =

{

σ l(ci , t)+α[p(ci, t)− l(ci, t)] ∆s(ci, t) < 0

σ l(ci, t) ∆s(ci, t) ≥ 0
(4.7)

u(ci, t +1) =

{

σu(ci, t)+α[p(ci, t)−u(ci, t)] ∆s(ci , t) > 0

σu(ci, t) ∆s(ci , t)≤ 0
(4.8)

O autômato celular desenvolvido para modelar interações sociais possui as caraterís-

ticas resumidas a seguir:

• Ele é totalísticopois segundo a Equação 4.2 é considerada a soma dos estados das
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células vizinhas.

• Ele é diferencialdesde que a Equação 4.3 especifica a variação de estado que deve

ser usada para calcular o estado seguinte.

• Ele é estocásticopois o próximo estado de uma célula é determinado seguindo a

regra local probabilística especificada por 4.6.

• Ele é híbridopois cada célula tem a sua regra local dependente do valor doslimiares,

sendo que estes são diferentes de uma célula para outra; ditode outro modo, ainda

que a estrutura da regra local seja a mesma para todas as célula, sua expressão

concreta é diferente para cada uma delas.

• Ele é programávelpois a regra local depende do valor dos limiares, sendo que estes

mudam ao longo do tempo.

Todas as caraterísticas anteriores fazem do autômato celular proposto um modelo apro-

priado para representar o comportamento de um sistema complexo adaptativo.

4.2.8 O algoritmo de simulação

O algoritmo empregado para efetuar as simulações é o seguinte:

Algoritmo 6 Algoritmo de simulação do AC probabilístico, com limiares variáveis.

inicializar o estado e os limiares de todas as células

para cada passo faça:

para cada célula faça:

calcule a pressão sobre a célula
calcule a diferença de estado
calcule o próximo estado
calcule o valor dos limiares

4.3 Experimentos computacionais

Nas seções anteriores foram descritas as caraterísticas deum autômato celular que tem

por objetivo modelar as interações entre indivíduos e as suas conseqüências. As caraterís-

ticas devem levar a configurações globais consistentes com aauto-organização observável

numa sociedade qualquer. Uma série de experimentos computacionais foram feitos a fim

de conferir que o comportamento global do AC se corresponde com as hipóteses assu-

midas no seu projeto. A seguir apresentamos uma série de figuras que mostram que o

comportamento do AC é consistente com o esperado.
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Todos os experimentos computacionais foram feitos com os seguinte valores para os

parâmetros:

• O tamanho do reticulado bidimensional toroidal é de 50×50 células.

• Todas as células são inicializadas com o estado nulo.

• Os limiares para cada célula são inicializados com valores aleatórios segundo uma

distribuição uniforme de valores. O intervalo de valores iniciais foi determinado

experimentalmente de modo que eles sejam atingidos pelo valor da pressão em

experimentos com duração de 500 passos. Ou seja, o intervaloé largo o suficiente

para que a população apresente diversidade, mas não inclua valores tão grandes

para que não afetem a dinâmica durante a duração do experimento.

• O tamanho deNV(ci, t) (conjunto das vizinhas casuais) é a quinta parte do tama-

nho deNF(ci , t). Fixado o raio deNF(ci , t) no valor 2, cinco vizinhas casuais são

incorporadas à vizinhança de cada célula, sendo que elas sãoescolhidas aleatoria-

mente em cada passo de simulação. A escolha é feita segundo uma distribuição de

probabilidade uniforme.

A avaliação do comportamento global do AC é feita usando os indicadores seguintes:

• Em cada passo de simulação um subconjunto da população inteira de células muda

o seu estado. O tamanho desse subconjunto representa aquantidade de mudanças

por passo. A variação deste indicador ao longo do tempo mostra se o sistema tende

a uma configuração de equilíbrio dinâmico.

• Cada célula reage à pressão à qual é submetida de duas maneiras: mudando o seu

estado e mudando os valores dos seu limiares. Para cada célula é guardada a evolu-

ção dos valores da pressão e de seus limiares.

• A configuração global do AC pode ser avaliada observando a distribuição de freqüên-

cia do valor do estado na população. Lembremos que inicialmente todas as células

são inicializadas com o estado nulo; no entanto, os valores aleatórios dos limiares

de cada célula induzem algumas células a mudar de estado. Destarte, o sistema se

afasta da configuração inicial uniforme, onde todas as células têm o mesmo valor

de estado.
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Figura 4.1: Evolução da quantidade de mudanças por passo

As figuras apresentadas a seguir foram escolhidas por serem representativas do observado

em numerosas simulações independentes. Na Figura 4.1 está ográfico da evolução da

quantidade de mudanças por passo. Após um breve transitório, a quantidade de mudan-

ças oscila em torno de um valor médio constante. Esse valor médio sugere que quando o

sistema atinge o regime estacionário, somente um subconjuto reduzido de células muda

o seu estado. Essas mudanças têm a sua origem na combinação dos efeitos da sensibili-

zação e das interações casuais entre células. Este equilíbrio dinâmico é consistente com

o comportamento observado numa sociedade, onde permanentemente há indivíduos que

mudam suas opiniões ou escolhas. Esta configuração de equilíbrio dinâmico é atingida

como conseqüência da auto-organização do sistema.
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Figura 4.2: Exemplos de evolução da pressão.

Na Figura 4.2 é apresentado o gráfico com a evolução do valor dapressão e dos limi-

ares para uma célula qualquer. Ficam em evidência os mecanismos de sensibilização -o

limiar superior no início da simulação- e de acomodação -no limiar inferior, no mesmo

período. Na configuração de equilíbrio, a maior parte das células terão adaptados os seus

limiares de modo a ficarem indiferentes à pressão das vizinhas; nessa situação cada célula

gastaria o mínimo de energia6 nas interações com o restante das células. Em biologia,

esse estado de indiferença ou de ausência de reação é chamadodeanergia. Os limiares

têm um efeito amortecedor na dinâmica do sistema. Segundo JENSEN [35], a combina-

ção de pequenas mudanças -esse é o intuito de considerar um ACdiferencial- junto com

limiares locais, por exemplo, a fricção estática- está na base de sistemas criticamente auto-

organizados; no entanto, no presente modelo não foi incluido nenhum fator externo7 que

presione uniformemente a população toda e por esse motivo não emergem configurações

críticas.
6Por simplicidade no modelo não é considerada nenhuma restrição do tipo energético. No entanto, é

sensato supor que toda mudança de um ser vivo com o objetivo dese adaptar ao meio implica no consumo
de algum recurso.

7Por exemplo, em alguns sistemas criticamente auto-organizados como pilhas de arroz, a força gravita-
cional atua uniformemente sobre todos os elementos do sistema.
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Figura 4.3: Exemplos de distribuições de estado

As Figuras 4.3 a) e b) apresentam o histograma de freqüênciasdos valores dos estados

para dois instantes de um experimento qualquer. O intervalode valores é auto-limitado
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pela escolha da regra local probabilística que torna improváveis os valores extremos. A

distribuição de freqüências se uniformiza ao longo do tempoainda que a tendência seja

para uma distribuição bimodal. O motivo para isto está na expressão 4.2 para o cálculo

da pressão: a configuração global no equilíbrio dinâmico tende a minimizar os valores da

pressão sobre cada célula, e por isso os estados com valor positvo tendem a ser compen-

sados com estado com valor negativo. Deste modo, o autômato celular totalístico captura

naturalmente a tendência à polarização das opinões assinalada por NOWAK.

4.4 Aplicação do modelo

O presente trabalho pretende seguir as linhas conceituais contidas nos trabalhos de NOWAK

([45][53][54]) e de TURNER et al. [77]. De [54] resgatamos a ênfase posta na modela-

gem como mecanismo de compreensão qualitativa dos fenômenos sociais. O segundo é

um exemplo de como as visões “micro” e “macro” convergem na produção de resultados.

O trabalho de COOK, ORMEROD e COOPER “Scaling Behaviour in the Number of

Criminal Acts Committed by Individuals”( ref. [18]) é um estudo baseado em dois bancos

de dados independentes sobre as atividades criminosas de dois grupos de indivíduos ao

longo de períodos que vão de meses até mais de uma década. As características desses

bancos de dados os fazem particularmente interessantes tanto do ponto de vista estatístico

(pelo volume e a representatividade das amostras de indivíduos considerados) assim como

do ponto de vista social pelo acompanhamento desses grupos de pessoas ao longo do

tempo. A conclusão mais importante do trabalho se refere ao fato de que em ambos os

bancos de dados observa-se uma relação do tipolei de potênciaentre a quantidade de

delitos cometido por um mesmo indivíduo e a quantidade de indivíduos que coincidem

nessa quantidade de crimes.

Distribuições de freqüência do tipo lei de potência são achadas nos mais diversos tipos

de fenômenos na natureza (ver por exemplo [3, 35]). Elas estão associadas a dinâmicas de

sistemas complexos nos quais há algum tipo de interação cooperativa entre os elementos

constitutivos. Freqüentemente essas distribuições são indicativas de organizações dentro

da população de elementos que independem da escala ou tamanho total do sistema.

No nosso caso procuramos achar uma relação do tipo

freqüência(s) = κsβ (4.9)

ondesé o valor do estado de uma célula, e o expoenteβ é característico da dinâmica,

e independe do tamanho do sistema considerado. Note-se que se a relação é representada

com escala logarítmica em ambos eixos, ela corresponderá a uma reta.
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4.4.1 Adaptações feitas no modelo

No modelo que apresentamos no Capítulo 3 estão potencialmente presentes as caracte-

rísticas de um sistema complexo com tendência a auto-organizar-se. Portanto, decidimos

conferir se é possível fazer nele adaptações para aproximá-lo às características estudadas

em [18].

A primeira adaptação é supor que o estado de uma célulaci corresponde ao número

de crimes cometidos pelo indivíduo representado pela célula. Como conseqüência desta

escolha, o conjunto de estados possíveis fica determinado:S = N. Desde que a quanti-

dade de crimes cometidos não pode diminuir, não faz sentido considerar o limiar inferior

l , e deixamos o seu valor fixado em zero.
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Figura 4.4: Gráfico log-log da distribuição de estados

Os valores para os parâmetros foram os seguintes:

• tamanho do reticulado toroidal: 200×200.

• raio da vizinhança: 1

• quantidade decasuais:3

• sensibilizaçãoσ = 1

• acomodaçãoα = 1.10
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• total de passos de simulação: 5000

• o valor inicial para o estado das células é 1 com uma probabilidade de 10%, ou zero

no caso contrário.

• o valor inicial do limiaru de cada célula é assinalado segundo uma distribuição de

probabilidade uniforme sobre o intervalo[0,100]

4.4.2 Resultados preliminares

Na Figura 4.4 aparece o gráfico log-log8 da freqüência de células versus o valor do es-

tado9. No gráfico está também representada a reta que melhor aproxima a distribuição de

pontos10. Nota-se que o espalhamento da nuvem de pontos para os grandes valores do

estado é uma conseqüência do tamanho relativamente reduzido do reticulado escolhido.

Há uma forte semelhança entre o gráfico obtido dos resultadosda simulação e os

dados apresentados em [18]. O coeficiente do ajuste linear nonosso caso é deβ =

−2.34 com um erro padrão de 0.077 enquanto COOK et al. obtêm valores de−2.28

e 0.071. A proximidade dos valores pode ser apenas resultado de uma coincidência,

pois não houve nenhum cuidado especial na escolha dos parâmetros de simulação para

nos aproximar aos resultados apresentados em [18]. O propósito das simulações feitas é

explorar a possibilidadedo nosso modelo capturar uma dinâmica como a descoberta em

[18]. No estudo preliminar somente foi pesquisada a pertinência das características que

o nosso modelo incorpora. Nesse sentido pode ser afirmado quetanto a decisão proba-

bilística quanto o mecanismo de sensibilização são as duas características necessárias ao

modelo para que distribuições do tipo lei de potência possamser achadas. Seguindo a li-

nha de raciocínio de NOWAK, é preciso aprofundar nas correlações que tais características

mantêm com a realidade para obter uma compreensão melhor do fenômeno modelado.

Curiosamente, a partir dos resultados preliminares das simulações, podem ser feitas

considerações análogas às achadas em [18] com respeito da tendência bimodal da dis-

tribuição; nesse sentido, se desconsideramos o grupo de células com estado 0 (que se

corresponde a indivíduos que nunca cometeram um delito), o ajuste a uma lei de potên-

cias da distribuição de freqüência dos estados melhora muito. COOK et al. reconhecem

nesta observação a existência de um passo crucial na dinâmica do comportamento deli-

tuoso: desde que o indivíduo cometa o primeiro crime, a quantidade de crimes que ele

poderá vir a cometer parece não ter limite de escala.

8Foi empregado o logaritmo de base decimal.
9Estritamente, nas abcisas do gráfico aparece o valor do estado incrementado de um. O motivo desta

translação da origem é possibilitar a representação do logaritmo do estado para aquelas células com estado
0. Este recurso também é empregado no referido artigo de COOK et al., onde chamam derank de um
indivíduo à quantidade de crimes por ele cometidos acrescentada de um. Por simplicidade decidimos não
seguir a terminologia de COOK et al.

10Para a estimação do coeficiente da reta foi empregado o algoritmo fornecido pelo programa Gnuplot,
baseado no algoritmo de MARQUARDT-LEVENBERGparaNonlinear Least-Squares(NLLS).
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Capítulo 5

Conclusão

Os sistemas complexos carecem de uma definição e tratamento formal dentro da teoria

dos sistemas dinâmicos. Para o seu estudo empregam-se modelos computacionais que

colocam o foco nos elementos componentes e na maneira como estes interagem. Os autô-

matos celulares são uma ferramenta conceitual particularmente adequada para o estudo

de sistemas complexos pois eles baseiam a sua operação na aplicação de regras simples

em pequenos subconjuntos (vizinhanças) dos elementos (células) que os integram. Os

fenômenos não-lineares observados nos sistemas complexospodem ser modelados con-

centrando a sua origem na estrutura da regra local, sem afetar as características dos ele-

mentos. Alternativamente, como fazemos no presente trabalho, a não-linearidade pode

ser modelada como resultado de regras locais simples aplicadas a elementos cujas carate-

rísticas mudam ao longo do tempo como resultado da história de interações. Assim, estas

caraterísticas podem ser interpretadas como variáveis de integração de um potencial, ou

poder ser vistas como uma espécie de memória distribuida em cada elemento. Devido à

participação destas caraterísticas na dinâmica das interações, designa-se-as com o termo

genérico influência.

Para os sistemas dinâmicos descritos a partir de equações diferenciais existem critérios

analíticos que permitem caraterizar a forma das trajetórias no espaço de estados: é pos-

sível predizer a existência de atratores, assim como prevera estabilidade das trajetórias

na proximidade destes atratores. Em contrapartida, no estudo dos autômatos celulares,

apresenta particular interesse a relação entre a definição da regra local e o conjunto de

configurações globais atingíveis pelo autômato. Com exceção de alguns casos triviais,

não é possível determinar analiticamente se uma configuração global pode ser alcançada

por um autômato, dados os estados iniciais das células e a regra local. A única alterna-

tiva para conhecer as configurações globais exatas possíveis de um autômato é simular

a sua evolução, passo a passo. Entretanto, em alguns casos, após muitas simulações, é

possível ganhar intuição sobre as caraterísticas das configurações globais atingíveis por

um autômato dado.

O projeto de um autômato celular cujas configurações globaisvenham a ser de uti-
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lidade para um propósito específico implica num longo processo de experimentação a

consequência do qual, aos poucos, “emerge” uma compreensãoda relação entre os fenô-

menos locais (sobre os quais detemos o poder de especificar) eo comportamento do sis-

tema como um todo. O desafio do projeto do autômato celular determinístico, de quem

deriva o algoritmo declusterização, consistiu em amadurecer essa compreensão, que uma

vez presente, permite reconhecer os princípios gerais que regem a sua dinâmica global.

A aplicação prática mais comum dos autômatos celulares é a modelagem de um sis-

tema complexo concreto com o propósito de identificar as principais variáveis, assim

como as suas inter-relações, que estão na base da emergênciada dinâmica global obser-

vada no sistema. Os fenômenos que aparecem num sistema complexo não estão determi-

nados unicamente pela ação de uma força ou de uma restrição alheia ao sistema. Esses

fenômenos têm a sua origem distribuída nas interações entreos elementos constituintes

do sistema; por este motivo, o foco do estudo de um sistema complexo está na dinâ-

mica destas interações. Entretanto, a relação entre as caraterísticas destas interações e os

fenômenos globais, geralmente está longe de ser evidente. Nasce assim a necessidade de

explorar, usando a simulação de modelos, como uma dinâmica local concreta repercute no

comportamento global. O autômato celular estocástico criado com a finalidade de estudar

fenômenos sociais procura considerar aquelas caraterísticas locais que consideramos pri-

márias, para que o modelo possa exibir comportamentos globais análogos aos observados

na realidade.

Os dois autômatos celulares apresentados compartilham o intuito de mostrar que a ge-

neralização feita, introduzindo o conceito de influência, permite modelar um sistema que

se auto-organiza, levando em consideração que os elementoscomponentes se comportam

de acordo com a sua história de interações. O papel da influência pode ser visto como o

dual do peso das conexões sinápticas das redes neuronais artificiais. A influência como

propriedade dinâmica dos elementos incrementa a capacidade de memorizar do sistema,

que nos autômatos celulares clássicos se reduz à distribuição dos valores dos estados das

células.

No restante do capítulo fazemos a síntese dos méritos principais dos autômatos de-

senvolvidos e indicamos possíveis direções para trabalhosfuturos.

Autômato celular generalizado para a detecção de agrupamentos

O autômato apresentado no Capítulo 3 é o substrato usado parao desenvolvimento do

algoritmo declusterizaçãopara grandes bancos de dados. As suas vantagens são:

• os dados podem ser processados sem a necessidade de fazer algum tipo de norma-

lização, mudança de sistema de coordenadas etc.

• não é necessário especificar o valor de parâmetros, o que torna o algoritmo ade-

quado para uma primeira exploração em mineração de dados.
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• como corolário do item anterior, a quantidade de agrupamentos decorre do processo

de detecção.

• a construção do suporte celular dispensa do uso de uma métrica para avaliar a dis-

tância entre pontos. A proximidade é avaliada através das vizinhanças definidas

sobre o suporte. As operações envolvidas na construção do suporte implicam em

simples subtrações de magnitudes: o custo computacional por este conceito é mí-

nimo.

• o algoritmo não faz uso de nenhum modelo probabilístico a sercalibrado com a dis-

tribuição dos pontos. Os modelos probabilísticos geralmente implicam em pesados

cálculos para a estimação de parâmetros.

• não são empregadas transformações computacionalmente custosas como por exem-

plo a convolução com umkernel,ou a aplicação dewavelets.

• as células – e não os pontos – são as entidades processadas pelo algoritmo; desde

que cada célula pode conter várias centenas de pontos cada, oalgoritmo apresenta

escalabilidade com respeito à quantidade de registros a processar. Técnicas de

amostragem, frequentemente usadas por outros algoritmos para lidar com grandes

bancos de dados, são opcionais mas não necessárias.

• os agrupamentos são detectados independentemente da sua forma, incluindo o caso

declustersque não são linearmente separáveis. A presença de ruído na forma de

outlierstem um impacto mínimo sobre a qualidade da classificação.

• o uso do autômato celular generalizado implica num tratamento localizado da infor-

mação; por este motivo, o algoritmo – assim como a própria construção do suporte

celular – apresenta uma disposição natural para uma implementação paralela: o

custo computacional pode ser distribuído entre vários processadores, aumentando

assim sua eficiência.

Entretanto, o algoritmo proposto possui duas grandes desvantagens:

1. a definição pobre das fronteiras dos agrupamentos.

2. a complexidade algorítmica com respeito da quantidade deatributos é de ordem

exponencial.

A primeira desvantagem é consequência do mapeamento da nuvem de pontos que repre-

senta o banco de dados na estrutura do suporte celular. As periferias dos agrupamentos

são regiões de baixa densidade e portanto, estão associadasa células de maior volume.

Com isto, a definição da fronteira entre dois agrupamentos tem a sua resolução compro-

metida. No entanto, a classificação dos pontos da periferia dos agrupamentos representa
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um desafio para todos os algoritmos. A detecção de agrupamentos pertence à categoria

dos problemas de aprendizado não-supervisionado, e portanto, na ausência de etiquetas

que orientem à decisão de pertença, a classificação final de umponto fronteiriço comporta

sempre um quota de arbitrariedade. No entanto, um dos objetivos doclusteringé gerar

partições nas quais os agrupamentos maximizam a separação entre eles. Por este motivo, é

possível melhorar a definição das fronteiras entre os agrupamentos detectados pelo nosso

algoritmo, incluindo uma etapa adicional que transforme o problema da definição num

caso de aprendizado supervisionado. Para isso, podemos considerar que os pontos mais

próximos dos núcleos dos agrupamentos, cuja classificação écerta, representam exemplos

de classes; nesse contexto, o passo seguinte é treinar classificadores tais que maximizem a

separação entre as classes, ou equivalentemente, os agrupamentos. Numa etapa seguinte,

esses classificadores são empregados para decidir a pertinência dos pontos fronteiriços

e por conseguinte, delineando as fronteiras com a maior acurácia. Asmáquinas de ve-

tores de suporte[67] são as candidatas ideais para gerar esses classificadores. Notemos

entretanto que não é necessário empregar todos os pontos pertencentes ao núcleo de um

agrupamento: apenas aqueles pontos mais externos do núcleosão necessários pois en-

tre eles se encontram os vetores de suporte. Destarte, um trabalho futuro a considerar é

estudar a forma de implementar esta etapa de definição acurada das fronteiras entre os

agrupamentos empregando máquinas de vetor de suporte.

A segunda desvantagem do nosso algoritmo pode ser contornada considerando duas

estratégias alternativas. A primeira estratégia consisteem incluir uma etapa prévia à

construção do suporte celular, na qual é feita uma seleção dos atributos mais relevantes

a serem considerados para fazer aclusterização. Esta estratégia é empregada por outros

algoritmos de detecção de agrupamentos e a técnica é conhecida comofeature selection.

A outra estratégia a ser explorada envolve uma mudança na maneira como o suporte

celular é construído, adaptando se for necessário, os critérios fornecidos para determi-

nar o grau de fragmentação (diversidade geracional) e tamanho máximo da vizinhança.

A bipartição de todas as dimensões do banco de dados pode ser desnecessária no caso

daqueles atributos com uma distribuição uniforme de valores sobre o intervalo a dividir.

Deste modo, em cada passo da fragmentação, apenas aquelas dimensões com variações

significativas da distribuição dos valores são divididas. Auniformidade da distribuição

pode ser avaliada empregando um teste estatístico não paramétrico. Dependendo do banco

de dados em consideração, a redução da complexidade algorítmica com respeito da quan-

tidade de atributos obtida por este caminho pode tornar desnecessária a inclusão da etapa

de feature selection. Esta segunda estratégia é uma possível direção para um trabalho

futuro.

O algortimo, no seu presente estágio de desenvolvimento, somente considera atributos

numéricos lineares. Entretanto, ele pode ser extendido para incluir o caso de atributos

categóricos usando abordagens parecidas com a indicada porSTANFILL e WALTZ [72]:
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a métrica de diferença de valores (value diference metric, VDM).

Finalmente, a implementação de uma versão distribuída do nosso algoritmo é uma

tarefa para ser considerada no curto prazo.

Autômato celular generalizado como modelo das interações sociais

As relações sociais são atualmente motivo de intensa pesquisa. Os trabalhos se diferen-

ciam uns de outros pelo foco temático e pelo tipo de modelo empregado. Assim por

exemplo, há estudos feitos sobre citações de trabalhos científicos, sobre co-participação

na produção filmográfica, sobre comunidades virtuais etc. Estes trabalhos geralmente uti-

lizam grafos para modelar a existência de algum tipo de interação; dependendo do caso,

o grafo pode ser direcionado – quem referenciou quem –, e suasarestas podem ser pon-

deradas, sendo que o peso é proporcional à frequência com queas interações acontecem.

Em outra linha de pesquisa, as interações são modeladas empregando agentes que se mo-

vimentam sobre um reticulado com um esquema de avance que comporta algum tipo de

aleatoriedade. Neste tipo de estudo, os próprios agentes são os responsáveis por levar um

registro de suas interações. Em principio, quaisquer dois agentes podem se encontrar e

interagir durante os seu passeios virtuais; a conectividade entre os elementos é potencial-

mente total. O autômato celular generalizado que apresentamos neste trabalho constitui

um modelo que incorpora caraterísticas das duas abordagenssupracitadas. O modelo da

conta de representar a estabilidade temporal de algumas interações por meio da compo-

nente fixa da vizinhança; simultaneamente, a dinâmica global ganha plasticidade através

da componente variável da vizinhança. Ambos os tipos de relações, as estáveis e as espo-

rádicas, devem ser levadas em consideração por aqueles temas de pesquisa que precisem

estudar ao mesmo tempo a evolução da dinâmica global e a evolução dos elementos que a

compõem. Assim, nosso modelo permite registrar as consequências da relação implícita

entre o nível global – macro – e o nível individual – micro.

A regra local de mudança de estado incorpora duas caraterísticas, originais pela sua

combinação. A primeira é o uso de um autômato celular diferencial: como fruto da

interação com os vizinhos, uma célula determina o sentidoda sua eventual mudança de

estado; se a pressão for de um teor tal que uma mudança se faz necessária, o novo estado

tem como ponto de partida o estado corrente do indivíduo. Destarte é capturada parte da

inércia que modula a capacidade para mudar de um indivíduo. Portanto, no nosso modelo,

para conhecer o estado dos indivíduos, são levadas em consideração simultaneamente,

tanto a conjuntura na qual ele está inserido, como sua própria história individual. Duas

escalas de tempo estão envolvidas na evolução do nosso autômato: a primeira, com um

certo grau de volatilidade, é a que rege as variações das conjunturas; a segunda, com

constantes de tempo demoradas, é a que carateriza a evoluçãodo estado dos indivíduos.

As duas escalas de tempo dão conta de dois fenômenos interrelacionados: a formação da
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identidade de grupo, ou memória coletiva, representada pela distribuição de frequência

dos estados, e a idiossincrasia, expressada pela aptidão particular de cada indivíduo para

se adaptar a circunstancias.

A segunda caraterística incorporada na regra local é a presença dos limiares. Eles,

junto com a natureza diferencial do autômato, estão na base da formação das idiossincra-

sias. A acomodação e a sensibilização, mecanismos gerais responsáveis pela manutenção

da homeostase nos seres vivos, são modelados na forma como estes limiares são atuali-

zados. Eles conferem plasticidade aos elementos do sistema; destarte, o comportamento

dos indivíduos não fica reduzido a um simples reflexo da conjuntura, mas circunstâncias

parecidas podem decorrer em respostas totalmente diferentes dependendo da evolução

dos limiares. Por este motivo há um ganho na riqueza de trajetórias possíveis para a

configuração global do sistema.

O modelo mostrou ter a capacidade de reproduzir o fenômeno observado na distribui-

ção de freqüência das atividades criminosas. Entretanto este resultado é pobre se com-

parado com a potencialidade do modelo. A primeira linha de trabalho a prosseguir no

futuro se refere à metodologia a seguir para fazer a calibração dos parâmetros do modelo:

uma relação clara deve ser construída entre a magnitude dos parâmetros e o valor dos

observadores estatísticos para casos reais. Ulteriormente, o modelo deve ser confrontado

com a tarefa de avaliar as concepções de TARDE e de BANDURA no contexto particular da

dinâmica da criminalidade. Ainda que existam modelos que procuram predizer os locais

mais prováveis para que um crime acaeça, eles não dão conta deexplicar as variações nas

taxas de criminalidade. Nesse sentido é importante poder predizer a eficácia de medidas

outras que vigiar e castigar, por exemplo, baseadas em estratégias educativas. Não está

clara a relação de eficácias de campanhas maciças de difusão com respeito de medidas

de menor amplitude, focalizadas em regiões consideradas conflitivas. Estamos persuadi-

dos que a imitação representa a principal ferramenta para modelar o espectro de condutas

preferidas por uma população. Nesse sentido, o modelo deve ser acrescido com agentes

que atuem como promotores da difusão das mudanças. Na realidade, reconhecemos este

tipo de agente nos modelos humanos empregados pela publicidade, os quais servem como

referências de comportamento. Entretanto, a publicidade usa preferencialmente uma mo-

dalidade inespecífica de influência. Cabe ao modelo avaliar oimpacto da distribuição

destes agentes entre a população, como modulador dos comportamentos do grupo.

Estreitamente relacionada com as considerações anteriores, uma outra linha de tra-

balho futuro é o estudo da aparição e instalação daqueles comportamentos comuns aos

membros de uma sociedade. Em particular nos referimos a tradições, ou normas sociais

de comportamento cujo estabelecimento parece emergir da dinâmica das interações. No

ciclo de vida de uma destas pautas sociais deve ser levada em consideração as mudanças

na composição da população, consequência do nascimento e damorte de indivíduos, e

também devido à existência de fortes correntes migratórias. Interessa avaliar a existên-
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cia de uma cadência crítica de reposição da população, por cima da qual o mecanismo

de imitação vê comprometida sua eficácia aos efeitos de manter o conjunto de pautas de

comportamento caraterísticos de uma sociedade. Esta abordagem para o estudo do ciclo

de vida dos hábitos de uma sociedade não utiliza outras considerações que não sejam

as relacionadas com a dinâmica de um sistema complexo, e portanto se exime de fazer

valorações macroscópicas tipicamente encontrados em trabalhos de sociologia.
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