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Resumo da Dissertação apresentada à COPPE/UFRJ como parte dos requisitos

necessários para a obtenção do grau de Mestre em Ciências (M.Sc.)

UM MÉTODO GERAL PARA TORNAR ALGORITMOS FUZZY DE

APRENDIZADO DE MÁQUINAS ESCALÁVEIS PARA BASES DE

DADOS ARBITRARIAMENTE GRANDES

Thiago Petinari Silva Cordeiro

Junho/2006

Orientador: Gerson Zaverucha

Programa: Engenharia de Sistemas e Computação

Domingos e Hulten desenvolveram uma metodologia genérica para tornar

algoritmos de aprendizado de máquina escaláveis e aplicaram essa metodolo-

gia ao algoritmo K-Means. O objetivo deste trabalho é adaptá-lo para tornar

algoritmos de aprendizado de máquina fuzzy escaláveis para bases de dados

arbitrariamente grandes. Como cada exemplo de um algoritmo de aprendi-

zado fuzzy está associado com cada classe/cluster através da matriz de per-

tinência, nós tivemos que alterar todo cálculo do erro do aprendizado usando

nossas definições de exemplos fuzzy sampling false positives e fuzzy sampling

false negatives. Então, nós aplicamos esse método para o Fuzzy C-Means

(FCM), desenvolvendo o Very Fast Fuzzy C-Means (VFFCM). De forma

similar ao Very Fast K-Means (VFKM) de Domingos e Hulten, VFFCM uti-

liza menos exemplos (determinado pelo teoricamente limite de Hoeffding) a

cada passo garantindo que o modelo resultante não difira significantemente

daquele que seria produzido passando todos os dados pelo FCM. VFFCM

é comparado com o FCM e o VFKM, demonstrando, respectivamente, seu

speedup e melhor qualidade de agrupamento (usando para comparação os

verdadeiros clusters da base de dados).
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Abstract of Thesis presented to COPPE/UFRJ as a partial fulfillment of the

requirements for the degree of Master of Science (M.Sc.)

A METHOD FOR SCALING UP FUZZY MACHINE LEARNING

ALGORITHMS TO ARBITRARILY LARGE DATABASES

Thiago Petinari Silva Cordeiro

June/2006

Advisor: Gerson Zaverucha

Department: Systems Engineering and Computer Science

Domingos and Hulten developed a general framework to scale up ma-

chine learning algorithms and applied it to K-Means. The objetive of this

work is adapt it to scale up fuzzy algorithms to arbitrarily large databases.

Since each example in fuzzy learners is associated with every class/cluster

through the membership matrix, we have to change the entire calculation

of the learner’s error using our definitions of fuzzy sampling false positives

and fuzzy sampling false negatives examples. Then, we apply this method to

Fuzzy C-Means (FCM), developing the Very Fast Fuzzy C-Means (VFFCM).

Similarly to Domingos and Hulten Very Fast K-Means (VFKM), VFFCM

uses less examples (determined theoretically by Hoeffding bound) in each

step still guaranteeing that the resulting model does not significantly differ

from the one that would be created passing the entire data through the FCM.

VFFCM is compared to FCM and VFKM showing its speedup and better

quality clustering (using the true database clusters), respectively.
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N Tamanho máximo da base de dados

PAC Probably Approximately Correct

PBM Pakhira Bandyopadhyay Maulik index

PBMF Fuzzy PBM index

PC Partition Coefficient index

PS Progressive Sampling

R Domı́nio das variáveis
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Caṕıtulo 1

Introdução

Neste caṕıtulo, o problema abordado pelo trabalho será apresentado, bem

como a solução desse problema, que será o objetivo desta dissertação. A or-

ganização dos caṕıtulos desse trabalho também será brevemente apresentada.

1.1 Descrição do Problema

Devido à crescente quantidade de dados dispońıveis hoje em dia, é cada

vez maior, também, a necessidade de desenvolver novas técnicas e ferramen-

tas capazes de processar e analisar toda essa enorme quantidade de dados,

de forma inteligente, automática e eficiente, descobrindo informações úteis

e valiosas. O campo de pesquisa responsável pelo desenvolvimento dessas

técnicas e ferramentas é chamado de Extração de Conhecimento de Bases de

Dados (Knowledge Discovery in Databases - KDD) (FRAWLEY, et al., 1991;

PIATETSKY-SHAPIRO, FRAWLEY, 1991; FAYYAD, et al., 1996b). KDD

é o processo de identificar padrões ou modelos que representem informação

válida, inédita, potencialmente útil e essencialmente compreenśıvel em uma

coleção de dados (FAYYAD, 1998).
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Uma das áreas mais pesquisadas no campo da Mineiração de Dados (Data

Mining) e KDD é o agrupamento (clustering), cujos algoritmos permite orga-

nizar os exemplos similares do banco de dados em diversos grupos (clusters).

Porém, o tamanho das bases de dados dispońıveis chegaram a um patamar

muito dif́ıcil de ser agrupado com os algoritmos comuns existentes na litera-

tura: simples e de fácil compreensão e implementação, porém custosos em

tempo de execução.

Assim, hoje em dia, um dos maiores desafios da comunidade de Mineração

de Dados e KDD tem sido tornar os algoritmos de Aprendizado de Máquina

(Machine Learning) (MITCHELL, 1997) escaláveis para grandes bancos de

dados. Uma grande quantidade de artigos tem focado nesse tema (NG, HAN,

1994; ZHANG, et al., 1996; ESTER, et al., 1996; GANTI, et al., 1999;

PROVOST, KOLLURI, 1999; PROVOST, et al., 1999; FARNSTROM, et al.,

2000; BEZDEK, HATHAWAY, 2004).

Uma pequena descrição de cada um desses trabalhos:

• (NG, HAN, 1994) apresenta o método de agrupamento CLARANS,

baseado em busca aleatória, além de dois novos algoritmos que utili-

zam esse método para mineração de bancos de dados espaciais, que

costumam ser enormes.

• (ZHANG, et al., 1996) apresenta o método denominado BIRCH, capaz

de obter um bom agrupamento com uma única passagem pela base de

dados, e ir melhorando sua qualidade através de passagens adicionais.

Em seus experimentos o BIRCH mostrou-se consistentemente superior

ao método CLARANS.

• (ESTER, et al., 1996) desenvolveu o algoritmo DBSCAN, também para

bases de dados espaciais, inclusive em dados com rúıdos. Foi mostrado
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que o DBSCAN superou o método CLARANS em um fator maior que

100 em termos de eficiência.

• (GANTI, et al., 1999) apresenta um resumo de métodos de escalona-

mento para três problemas clássicos da mineração de dados: análise de

associações (market basket analysis), agrupamento e classificação.

• (PROVOST, KOLLURI, 1999) também apresenta um resumo de métodos

de escalonamento, porém mais amplo, categorizando e comparando os

mais diversos métodos existentes.

• (PROVOST, et al., 1999) desenvolveu o método de escalonamento cha-

mado amostragem progressiva (progressive sampling), que utiliza sub-

amostras do banco de dados para melhorar a eficiência dos algoritmos.

Em outro caṕıtulo desta dissertação, mais detalhes serão dados sobre

esse método.

• (FARNSTROM, et al., 2000) apresenta um algoritmo que executa o

algoritmo de agrupamento K-Means através de uma única passagem

pela base de dados (Single Pass K-Means) e mostra através de expe-

rimentos que os resultados deste algoritmo são iguais ou quase iguais

aos do K-Means original.

• (BEZDEK, HATHAWAY, 2004) aplica o método de amostragem pro-

gressiva (PROVOST, et al., 1999) no algoritmo eFFCM (PAL, BEZ-

DEK, 2002), originalmente desenvolvido para agrupamento de grandes

imagens digitais, criando o geFFCM, aplicável a qualquer base de da-

dos.

• etc.
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A definição de escalabilidade é: um algoritmo é escalável se sua complexi-

dade de tempo de execução aumenta linearmente com o número de exemplos

dos dados de entrada (GANTI, et al., 1999). O problema central de escalabi-

lidade não é aumentar a velocidade de um algoritmo lento e sim transformar

um algoritmo impraticável em um que possa ser aplicado de forma eficiente.

Portanto, não é o “quão rápido” pode-se executar um problema e sim qual

a dimensão do problema que pode-se lidar. Do ponto de vista de análise de

complexidade, para a maior parte dos problemas de escalabilidade o fator

limitante é o número de exemplos do banco de dados. Um número grande

de exemplos introduz problemas em potencial na complexidade de tempo e

espaço. Um milhão de exemplos (entre 100MB e 1GB) é considerado como

uma base de dados muito grande (HUBER, 1996).

Os três métodos principais de escalabilidade, apresentados na Tabela 1.1,

são: desenvolvimento de algoritmos rápidos, particionamento de dados e re-

presentação relacional. Esta dissertação será focada nos dois últimos métodos.

Técnicas de particionamento de dados, como podemos ver na Tabela 1.2 são

caracterizadas de duas formas: pela separação de subconjuntos de exem-

plos ou de subconjuntos de atributos. A primeira técnica, que passaremos a

chamar de agora em diante de amostragem (sampling), é a abordagem mais

utilizada para lidar com a intratabilidade de aprender a partir de grandes con-

juntos de dados e consiste em selecionar uma única amostra (subconjunto)

de exemplos, de tamanho menor que o tamanho total do banco de dados,

para representação do mesmo. Nesta pesquisa focaremos nessa abordagem.

A amostragem é uma técnica bem aceita na comunidade de Estat́ıstica:

“...um processo poderoso, computacionalmente intenso, operando em um

subconjunto dos dados de fato, pode prover uma acurácia superior do que

um processo menos sofisticado usando toda base de dados.” (FRIEDMAN,

4



Abordagem Principal Método Geral
Desenvolvimento de Espaço de modelos restrito
Algoritmos Rápidos Heuŕısticas de busca poderosas

Otimização de algoritmo/programação
Paralelização

Particionamento de Dados Selecionar um subconjunto de exemplos
Selecionar um subconjunto de atributos
Processar subconjuntos de forma seqüencial
Processar subconjuntos de forma concorrente

Representação Relacional Representar dados de forma relacional
Integrar mineração de dados com
gerenciamento da base de dados

Tabela 1.1: Métodos de Escalabilidade

Método Geral Exemplo de Técnica
Selecionar um Amostragem randômica
subconjunto Compactação dupla
de exemplos Amostragem por extração
(Amostragem) Amostragem por megaindução (Peepholing)
Selecionar um Uso de conhecimento relevante
subconjunto Uso de indicadores estat́ısticos
de atributos Uso de estudos de subconjuntos
Processar subconjuntos Aprendizado de multi-subconjuntos independente
de forma seqüencial Aprendizado de multi-subconjuntos seqüencial
Processar subconjuntos Aprender modelos múltiplos, utlizar o melhor
de forma concorrente Combinar descrições de classe

Combinar predições
Aprendizado cooperativo

Tabela 1.2: Exemplos de Particionamento de Dados
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1997). Uma questão central é determinar o tamanho da amostra a ser uti-

lizado, pois depende de fatores desconhecidos a priori. Uma abordagem é

dada pela complexidade da amostra, no ambiente de aprendizado teórico

PAC (Probably Approximately Correct).

PAC é um modelo de aprendizado introduzido por (VALIANT, 1984) que

afirma que o aprendizado de uma função para uma classe desconhecida pode

ser vinculada, com alta probabilidade, à obtenção de uma hipótese que é

uma boa aproximação desta função. O modelo PAC foi aprimorado (HAUS-

SLER, 1988), generalizado (HAUSSLER, 1990) e em (HAUSSLER, 1992) foi

aplicado à vários algoritmos de aprendizado, principalmente redes neurais.

Posteriormente, (MISHRA, et al., 2001) aplicou o PAC em algoritmos de

agrupamento.

No entanto, a abordagem PAC fornece limites que tornam muitas vezes

seu uso impraticável, já que exige uma amostra muito grande, o que não

aumentaria a eficiência do aprendizado. Isso acontece porque são aplicados

a união dos limites a todos os modelos da classe; o número de modelos

geralmente é grande e, portanto, quanto mais modelos, pior é o limite. Esse

é um problema conhecido no ambiente PAC.

1.2 Objetivo do Trabalho

Em (DOMINGOS, HULTEN, 2001; DOMINGOS, HULTEN, 2003), um

método geral para tornar algoritmos de aprendizado de máquinas escaláveis

foi desenvolvido e aplicado a diferentes tipos de algoritmos: árvores de decisão

(VFDT (DOMINGOS, HULTEN, 2000), CVFDT (HULTEN, et al., 2001)),

redes Bayesianas (VFBN (HULTEN, DOMINGOS, 2002)), EM (VFEM (DO-

MINGOS, HULTEN, 2002)), modelos relacionais (VFREL (HULTEN, et al.,
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2003)), e quando foi aplicado ao algoritmo de agrupamento K-Means, o al-

goritmo Very Fast K-Means (VFKM (DOMINGOS, HULTEN, 2001)) foi

desenvolvido.

O método cria um novo algoritmo que utiliza um limite máximo para a

perda do aprendizado, em função do número de exemplos, e usa esse limite

para reduzir esse número de exemplos a cada passo do algoritmo (determi-

nado teoricamente pelo limite de Hoeffding (HOEFFDING, 1963)), garan-

tindo que o modelo resultante não difira significantemente do modelo que

seria produzido passando todos os dados pelo algoritmo original. Esse li-

mite requer uma amostra bem menor que no PAC, tornando a metodologia

prática.

Apesar do método poder ser usado em outros algoritmos de aprendi-

zado de máquinas crisp (hard), ele não é aplicável à algoritmos nebulosos

(fuzzy ou soft). Como cada exemplo de um algoritmo fuzzy é associado a

cada classe/cluster pela matriz de pertinência, para usar essa metodologia

nós tivemos que alterar todo o cálculo de erro do algoritmo, usando nossas

definições de exemplos fuzzy sampling false positives e fuzzy sampling false

negatives.

Fuzzy C-Means (também conhecido como Fuzzy K-Means, FKM ou como

iremos chamá-lo de agora em diante, FCM) é uma versão fuzzy do K-Means.

Escolhemos o FCM pois quando comparado ao K-Means, vários trabalhos ve-

rificaram vantagens em sua aplicação em termos de eficiência e desempenho

(BEZDEK, et al., 1984; CANNON, et al., 1986; BEZDEK, et al., 1999; HA-

MERLY, ELKAN, 2002). Portanto, para exemplificar o método criado, nós

o aplicamos ao FCM, desenvolvendo um novo algoritmo, o Very Fast Fuzzy

C-Means (VFFCM), que reduz o número de exemplos usados a cada passo.
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Ele tem a garantia que o modelo produzido não difira significantemente com

o modelo que seria criado pelo FCM.

Depois do algoritmo criado, o implementamos e aplicamos a um con-

junto de 30 bancos de dados (datasets), gerados artificialmente, para verificar

sua melhora de agrupamento e eficiência em relação ao FCM e ao VFKM.

Aproveitamos a oportunidade para também fazer uma comparação entre três

ı́ndices de validação de qualidade de agrupamento: ı́ndice de coeficiente de

partição, ı́ndice de compactação/separação e ı́ndice PBM(F).

Em (PAL, BEZDEK, 2002) foi aplicado um método estat́ıstico de es-

calabilidade no algoritmo FCM, especificamente para solucionar problemas

relacionados à processamento de imagens (image processing) (GONZALEZ,

WINTZ, 1987; JAIN, 1989) e visão computacional (computer vision) (WINS-

TON, 1975; BROWN, 1988). Naquele trabalho houve uma pesquisa sobre

aplicação de métodos estat́ısticos para tornar o algoritmo FCM escalável para

grandes bases de dados e foi dito que “...assegurar um limite assintótico na

faixa de erro para o FCM seguindo o método (DOMINGOS, HULTEN, 2001)

para o C-Means crisp é uma idéia interessante e útil para uma futura pes-

quisa.” e quatro anos depois, em (HATHAWAY, BEZDEK, 2006), ainda foi

dito pelos mesmos autores que “A análise para o caso crisp não é facilmente

generalizada para o caso fuzzy; esse empreendimento ambicioso ainda não

foi feito.” Nosso objetivo é mostrar essa análise almejada finalmente pronta

(CORDEIRO, ZAVERUCHA, 2005; CORDEIRO, ZAVERUCHA, 2006).

1.3 Organização do Trabalho

No caṕıtulo 2 os conhecimentos preliminares são brevemente apresen-

tados: K-Means, FCM, três ı́ndices de validação de qualidade de agrupa-
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mento, e a técnica de amostragem progressiva. No caṕıtulo 3 o algoritmo

VFKM (DOMINGOS, HULTEN, 2001) será mostrado, bem como suas ca-

racteŕısticas principais. No caṕıtulo 4 o método é apresentado e nós definimos

fuzzy sampling false positives e fuzzy sampling false negatives, dois concei-

tos fundamentais para a aplicação do método. No caṕıtulo 5 a metodologia

é adaptada ao algoritmo FCM para desenvolver o novo algoritmo VFFCM.

No caṕıtulo 6 os resultados experimentais são apresentados. Finalmente, no

caṕıtulo 7 nós fornecemos as conclusões obtidas neste trabalho.
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Caṕıtulo 2

Conhecimentos Preliminares

Agrupamento (Clustering) (KAUFMAN, ROUSSEEUW, 1990) é uma

importante área do aprendizado de máquinas (MITCHELL, 1997) e pode

ser aplicada a muitos campos, incluindo mineração de dados (FAYYAD,

et al., 1996b), análise de dados estat́ısticos (KAUFMAN, ROUSSEEUW,

1990; BANFIELD, RAFTERY, 1993; FAYYAD, et al., 1996a), aplicações de

negócios (BRACHMAN, et al., 1996), entre muitos outros estudos, de me-

dicina à agricultura (EVERITT, 1974; FUKUNAGA, 1990; JAIN, DUBES,

1988; NG, HAN, 1994; ESTER, et al., 1995; ZHANG, et al., 1996; WANG,

et al., 1997; FAYYAD, et al., 1998; HINNEBURG, KEIM, 1998; SHEIKHO-

LESLAMI, et al., 1998; AGRAWAL, et al., 1998; BRADLEY, et al., 1998;

GUHA, et al., 1998; GUHA, et al., 1999; AGGARWAL, et al., 1999; WANG,

et al., 1999; FARNSTROM, et al., 2000; FARNSTROM, LEWIS, 2000; JAIN,

LAW, 2005).

Na comunidade de mineração de dados não existe uma definição ŕıgida

para o procedimento de agrupamento que, assim, foi formulado de várias

maneiras: para aprendizado de máquinas (FISHER, 1987), reconhecimento

de padrões (DUDA, HART, 1973; FUKUNAGA, 1990), otimização (SELIM,
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ISMAIL, 1984; BRADLEY, et al., 1996) e estat́ıstica (SILVERMAN, 1986;

KAUFMAN, ROUSSEEUW, 1990; SCOTT, 1992; BANFIELD, RAFTERY,

1993; BISHOP, 1995). De forma geral, (GUHA, et al., 1998) define agru-

pamento como segue: Dados N pontos em um espaço de D dimensões, os

particionamos em K grupos, tal que os pontos de um grupo são mais si-

milares entre si do que com os pontos dos demais grupos (que, de agora

em diante, serão chamados apenas de clusters). Assim, o problema central

do agrupamento é reunir (agrupar, “clusterizar”) itens similares de dados.

Assim, algoritmos de agrupamento procuram encontrar estruturas de dados

intŕınsecas, e de acordo com o critério de relacionamento adotado, organizar

objetos de dados similares em clusters.

Clusters, em um determinado espaço, são definidos como regiões conec-

tadas naquele espaço, contendo uma densidade relativamente alta de pontos,

separados de outros clusters por regioes esparsas (EVERITT, 1974).

A abordagem feita pelo agrupamento é comumente chamada de apren-

dizado não supervisionado, pois não há classes expĺıcitamente descritas de-

notando, a priori, a partição a qual o dado pertence, contrastando com o

aprendizado supervisionado (classificação), onde os objetos possuem classes

definidas.

Técnicas de agrupamento podem ser divididas em dois métodos (JAIN,

DUBES, 1988; HAN, KAMBER, 2001): métodos hierárquicos e métodos de

partição baseados em uma função objetivo. Métodos hierárquicos manipu-

lam hierarquias completas, isto é, uma sequência aninhada de partições de

dados (JAIN, et al., 1999). Métodos de partição têm por objetivo substituir

a partição única do conjunto de entrada em um número fixo de grupos, mini-

mizando uma função de custo (a função objetivo) enquanto procura atingir

um critério ótimo para o modelo (DIDAY, SIMON, 1976).
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Nas sub-seções a seguir nós apresentaremos dois dos principais algorit-

mos de agrupamento existentes: K-Means e FCM. Eles utilizam o método

de partição para o agrupamento dos dados. Apresentaremos também três

ı́ndices validação, para avaliação da qualidade de agrupamento dos algorit-

mos. Por último, será descrito neste caṕıtulo o funcionamento do método de

amostragem progressiva.

2.1 K-Means

Originalmente conhecido como método de Forgy (FORGY, 1965), o al-

goritmo K-Means (MACQUEEN, 1967) (também conhecido como Hard C-

Means) é um dos algoritmos de agrupamento mais importantes e conhecidos

na comunidade de mineração de dados. Apesar disso ele não é aplicável a

bancos de dados arbitrariamente grandes, por ser um algoritmo custoso em

tempo de execução.

Na Figura 2.8 o pseudo-código do K-Means é mostrado, juntamente com o

algoritmo FCM, que será abordado na seção seguinte. Dado um conjunto de

N exemplos {x1, ..., xN} que precisam ser agrupados, o algoritmo K-Means

funciona da seguinte forma. Inicialmente, K clusters, representados pelos

seus respectivos centros que chamaremos de centroids, são definidos rando-

micamente ou através de alguma heuŕıstica (MEILA, HECKERMAN, 1998;

PENA, et al., 1999). A cada iteração, cada exemplo será associado ao cluster

mais próximo. Depois de todos os exemplos terem sido “ganhos” por algum

cluster, cada centroid é recalculado computando a média dos exemplos as-

sociados (“ganhos”) a ele. Esses passos se repetem até que os centroids não

se movam mais, de acordo com um limiar γ especificado inicialmente, mos-

trando assim que o algoritmo alcançou um mı́nimo (local ou global). A sáıda
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do K-Means é um conjunto de K centroids, cada um deles sendo o ponto

central que representa o seu respectivo cluster.

Existem algumas condições de término normalmente utilizadas na litera-

tura. Uma das mais conhecidas, que usamos ao longo do trabalho, é a soma

das diferenças de todas as variações dos clusters ao quadrado. Essa soma irá

decair até alcançar o limiar γ especificado.

A função de distância mais difundida na literatura é a métrica Minkowski,

definida como: dist(a, b) = e
√
∑

d |ad − bd|e onde a e b são dois pontos e d é a

dimensionalidade desses pontos. O parâmetro e especifica a métrica utilizada,

isto é, métrica Chebychev (e = ∞), métrica Manhattan (e = 1) ou métrica

Euclideana (e = 2). A escolha da métrica a ser usada depende do tipo

de problema a ser abordado e sua mudança pode alterar substancialmente

os resultados obtidos (WU, YANG, 2002). Foi decido por usar a métrica

Euclideana ao longo do trabalho e nos experimentos.

Na Figura 2.1 temos um exemplo gráfico de um banco de dados simples,

de duas dimensões (atributos), em que cada um dos seus N exemplos é

representado por um ponto. É visualmente clara a existência de 5 grupos

distintos de pontos, assim, utilizando K = 5, um bom agrupamento dessa

banco está representado na Figura 2.2, onde a cada área representa um cluster

na divisão fornecida pelo modelo de agrupamento produzido pelo algoritmo.

Os pontos maiores representam os centroids de cada cluster.

Porém, como já foi dito, o algoritmo K-Means está sujeito a cair em

mı́nimos locais. Na Figura 2.3 pode ser visto outro posśıvel agrupamento

dos exemplos, onde o conjunto de pontos mais à esquerda acabou por ser di-

vidindo entre os dois clusters C3 e C4, enquanto um único cluster C5 “ganhou”

dois conjuntos de pontos, que faziam parte de clusters diferentes no agrupa-

mento anterior (Figura 2.2). Essa, evidentemente, não foi um agrupamento
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Figura 2.1: Exemplo de Banco de Dados

tão bom, pois não representou de forma satisfatória a divisão claramente

existente no banco de dados.

Uma importante caracteŕıstica do K-Means diz respeito ao fato que o

número de clusters K ser um parâmetro de entrada fixo. Vários métodos

foram desenvolvidos para escolha de um K inicial (PELLEG, MOORE, 2000;

BRADLEY, FAYYAD, 1998), porém como esse não é o escopo do trabalho,

utilizamos apenas um K fixo, com uma escolha aleatória de inicialização

através de exemplos randômicos do banco de dados.

Outra caracteŕıstica básica do K-Means é o seu funcionamento crisp, onde

cada exemplo é sempre “ganho” por apenas um cluster.
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Figura 2.2: Exemplo de Agrupamento - Mı́nimo Global

2.2 FCM

FCM é um algoritmo de agrupamento fuzzy desenvolvido por (DUNN,

1973) e posteriormente aprimorado por (BEZDEK, 1981). Suas vantagens

em relação ao K-Means, comparando a qualidade do agrupamento, foram

verificadas em diversas aplicações (BEZDEK, et al., 1984; CANNON, et al.,

1986; BEZDEK, et al., 1999; HAMERLY, ELKAN, 2002). Isto se verificou

pois o comportamento soft é uma caracteŕıstica inerente a muitas aplicações

existentes no mundo real.

Os conjuntos fuzzy (ZADEH, 1965; MCNEILL, FREIBERGER, 1993)

foram desenvolvidos para representar as medidas de incerteza existentes nos

fenômenos aleatórios do mundo real. Enquanto a lógica binaria tradicional
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Figura 2.3: Exemplo de Agrupamento - Mı́nimo Local

impõe limites ŕıgidos, a lógica fuzzy permite valores intermediários definidos

entre os valores convencionais de sim/não, verdadeiro/falso, 0/1, etc.

Na Figura 2.4 temos um exemplo simples de um banco de dados em

formato de borboleta e seu agrupamento no caso hard, utilizando K = 2

(os pontos envolvidos pela linha cont́ınua pertencem ao cluster C1 e pela

linha tracejada fazem parte do cluster C2). Já na Figura 2.5, temos um

agrupamento fuzzy. Percebe-se neste caso que o ponto central passou a ter

grau de pertinência 0, 5 relativo à cada um dos clusters, o que é natural, já

que sua distância é a mesma em relação aos dois centroids. Porém como o K-

Means associa cada exemplo a um único cluster, na Figura 2.4 ele teve que ser

“ganho” por um dos clusters (a escolha do cluster depende da implementação,
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mas geralmente é o primeiro ao qual o ponto é atribúıdo). O algoritmo FCM,

produzindo o modelo soft da Figura 2.5, eliminou essa limitação.

Figura 2.4: Exemplo de Banco de Dados Borboleta e seu Agrupamento Crisp

Figura 2.5: Agrupamento Fuzzy (m = 1, 25) - À Esquerda os Graus de Pertinência

relativos ao C1 e à Direita os Graus de Pertinência relativos ao C2

Por ser um algoritmo simples de ser estudado e implementado, o FCM

tem sido aplicado com sucesso nas mais diversas áreas, tais como:

• Biologia - A partir da composição de amino-ácidos, prever uma das 4

classes de estrutura das protéınas (alpha, beta, alpha+beta ou alpha/beta)

(ZHANG, CHOU, 1995).
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• Qúımica - Fazer reconhecimento de padrões em atividade molecu-

lar, onde a partir do algoritmo GFCA, porém utilizando o critério

de perturbação de forma diferente, foi posśıvel criar o novo algoritmo

FCASA (SUN, DANZER, 1996) ou identificar componentes qúımicos

para qúımica combinatorial de forma consistente (LINUSSON, et al.,

1998).

• Meteorologia - Classificar dados climáticos de forma fuzzy (MC-

BRATNEY, MOORE, 1985).

• Gastronomia - Qualificar produtos relacionados à piscicultura através

da aplicação e aprimoramento de técnicas fuzzy (HU, et al., 1998).

• Geologia - Análisar a geoqúımica do terreno através de sedimentos

(RANTITSCH, 2000) e através de mapas em alta resolução para clas-

sificação do seu formato e geologia (BURROUGH, et al., 2000).

• Hidroqúımica - Detectar a tipologia f́ısico-qúımica da água através

da análise do terreno do Nordeste da Itália (Friuli) (BARBIERI, et al.,

2001) e Sudeste da Califórnia (Vale Indian Wells-Owens) (GüLER,

2002) e identificar processos qúımicos e f́ısicos que afetam a qúımica

da água (GüLER, THYNE, 2004).

• Análise de imagens - Processar imagens de ressonância magnética

(AHMED, et al., 2002), comparando com diversas outras técnicas de

reconhecimento de padrões (BEZDEK, et al., 1993)

• Análise do solo - Estudar os tipos de solo (ODEH, et al., 1992)

criando inclusive uma versão aprimorada do FCM (MCBRATNEY,

DEGRUIJTER, 1992).
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• etc.

Existem vários trabalhos na literatura que visam aprimorar o FCM,

tornando-o mais eficiente e adaptado ao problema que se deseja abordar.

Estes são apenas alguns dos diversos algoritmos criados, baseados no FCM:

• literal fuzzy c-means (LFCM (BEZDEK, 1981)), que procura definir os

valores iniciais do algoritmo de forma mais eficiente.

• approximate fuzzy c-means (AFCM (CANNON, et al., 1986)), que

muda o algoritmo original de forma a implementá-lo de forma mais

eficiente.

• fuzzy k-means with extragrades (FKME (MCBRATNEY, DEGRUIJ-

TER, 1992)), aplicável a análise de solo.

• fast fuzzy c-means (FFCM (SHANKAR, PAL., 1994)), que faz uma

abordagem voltada a grandes bancos de dados.

• conditional fuzzy c-means (CFCM (PEDRYCZ, 1996)), onde vetores

de dados são agrupados sob condições baseadas em termos lingǘısticos

representados por conjuntos fuzzy.

• accelerated fuzzy c-means (AFCM (HERSHFINKEL, DINSTEIN, 1996)),

que possui um estágio extra de aprimoramento do algoritmo FCM a

cada iteração.

• fuzzy symbolic c-means (FSCM (EL-SONBATY, ISMAIL, 1998)), vol-

tado a dados simbólicos.

• fuzzy c-medians (FCMED (KERSTEN, 1999)), que é o FCM com apro-

ximações numéricas e normas estat́ısicas.
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• hierarchical unsupervised fuzzy clustering (HUFC (GEVA, 1999)), que

dá ao FCM o mesmo comportamento dos algoritmos de agrupamento

hierárquicos, definidos no ińıcio deste caṕıtulo.

• fuzzy J-means (FJM (BELACEL, et al., 2002)), que aborda o FCM

utilizando uma nova heuŕıstica.

• alternative fuzzy c-means (AFCM (WU, YANG, 2002)), que propõe

uma nova métrica de distância, em oposição à métrica Euclideana.

• bias-correct fuzzy c-means (BCFCM (AHMED, et al., 2002)), que mo-

difica a função objetivo do FCM, para aplicação em imagens de res-

sonância magnética.

• extensible fast fuzzy c-means (eFFCM (PAL, BEZDEK, 2002)), vol-

tado à problemas de tratamento de imagens, aplicando amostragem ao

LFCM (BEZDEK, 1981).

• adaptive rough fuzzy leader clustering (ARFLC (ASHARAF, MURTY,

2003)), algoritmo de uma única passada, voltado para grandes bancos

de dados.

• suppressed fuzzy c-means (S-FCM (FAN, et al., 2003)), algoritmo que

tenta minimizar os aspectos negativos do FCM original estabelecendo

uma relação natural com o K-Means.

• generalized extensible fast fuzzy c-means (geFFCM (BEZDEK, HATHAWAY,

2004)), que generaliza o algoritmo eFFCM (PAL, BEZDEK, 2002),

passando a ser aplicável não só à imagens, mas a qualquer tipo de

aplicação.
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• fuzzy c-means with feature partitions (FCMP (ALEXIUK, PIZZI, 2005)),

uma variante do FCM desenvolvida para integrar relacionamentos entre

atributos e considerar subconjuntos de atributos do problema.

• modified suppressed fuzzy c-means (MS-FCM (HUNG, et al., 2006)),

uma variante do algoritmo S-FCM, aplicável à imagens de ressonância

magnética.

• etc.

Não obstante todas essas variantes, foi decidido por usar a versão básica

do algoritmo FCM nesta dissertação pois, sendo a fonte inicial de onde par-

tiram todos os outros algoritmos mencionados, podemos considerá-lo o al-

goritmo mais genérico, ou seja, não é voltado para nenhuma aplicação es-

pećıfica, podendo ser, assim, utilizado em qualquer problema. Além disso, a

adaptação do método em (DOMINGOS, HULTEN, 2001) utilizou a versão

original do K-Means, portanto a adaptação à versão original do algoritmo

fuzzy, o FCM neste caso, seria a mais lógica e apropriada para a comparação

dos resultados. E deve-se levar em conta também que, sendo a origem de

todas essas outras variantes, é de se esperar que qualquer outro algoritmo

ao qual o método venha a ser aplicado tenha um desempenho superior ao

algoritmo criado através da adaptação do FCM. Portanto os resultados obti-

dos nesta dissertação tendem a ser um limite mı́nimo para o método. Dessa

forma os experimentos descritos no Caṕıtulo 6 se propõem a ser um guia de

comparação, caso o método seja aplicado em outras variantes do FCM. Isso

não seria verdadeiro em qualquer outro caso.

O FCM é tão utilizado em comparação com o K-Means pois, ao contrário

deste último, o FCM é um algoritmo soft, ou seja, ele associa cada exemplo

a cada cluster com um determinado grau de pertinência, e não apenas com o
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cluster mais próximo. Assim, FCM define uma matriz de pertinência U , onde

cada termo unk representa o grau de pertinência do exemplo n ao cluster k.

O FCM usa o parâmetro de nebulosidade m, um número real tal que

1.0 < m < ∞. Quanto maior for m, maior a nebulosidade do agrupamento.

Por outro lado, quanto mais perto m está de 1.0, o FCM fornece um resultado

mais parecido com a agrupamento binário do algoritmo K-Means (BEZDEK,

1981).

Na Figura 2.6 temos o mesmo exemplo exibido anteriormente, porém ao

contrário da Figura 2.5, onde m foi definido com valor 1, 25, agora utilizamos

m = 2, o que suavizou o gráfico dos graus de pertinência, mostrado na

Figura 2.7 (em cada gráfico desta figura, a linha tracejada corresponde ao

cluster C1 e a linha cont́ınua corresponde ao cluster C2). Nesta figura, o

eixo X representa apenas os pontos pertencentes à linha central do banco de

dados, ou seja, o valor 0 da Figura 2.7 representa o ponto (0, 2) da Figura 2.4,

o valor 1 representa o ponto (1, 2), 2 representa o exemplo (2, 2), e assim por

diante. O eixo Y indica o valor de seus respectivos graus de pertinência.

Figura 2.6: Agrupamento Fuzzy (m = 2) - À Esquerda os Graus de Pertinência

relativos ao C1 e à Direita os Graus de Pertinência relativos ao C2
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Figura 2.7: Pontos da Linha Central × Grau de Pertinência - À Esquerda Agru-

pamento Fuzzy com m = 1, 25 e à Direita Agrupamento Fuzzy com m = 2

O algoritmo FCM, juntamente com o algoritmo K-Means, está sendo

mostradon na Figura 2.8. Neste pseudo-código, na linha 4, onde é feita

a atualização da matriz U , pode ser observado que usando unk como uma

média fuzzy (ZADEH, 1965) ou uma escolha binária, pode-se optar entre o

FCM ou o K-Means, respectivamente. Assim, este é claramente mostrado

que a diferença entre o K-Means e o FCM é apenas uma fórmula; Seja ‖a − b‖
a distância Euclideana de a até b.

Note que os valores da matriz U dependem somente de m e H (a matriz

de distância entre os exemplos e os clusters). Além disso, a atualização dos

clusters dependem apenas dos valores da matriz U . Essas caracteŕısticas

serão importantes futuramente.

2.3 Índices de Validação de Qualidade

Para verificar a qualidade do agrupamento, algumas medidas foram de-

senvolvidas (THEODORIDIS, KOUTROUMBAS, 1999; HALKIDI, et al.,

2002a; HALKIDI, et al., 2002b), entre elas temos os 3 seguintes ı́ndices de
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Figura 2.8: Algoritmo K/FC-Means

24



validação de qualidade de agrupamento, brevemente mostrados nessa seção:

Coeficiente de Partição, Compactação/Separação e PBM(F). Eles serão uti-

lizados no caṕıtulo 6, onde mostramos os resultados experimentais, para

comprovar a boa qualidade do algoritmo VFFCM.

2.3.1 Índice de Coeficiente de Partição

O ı́ndice de Coeficiente de Partição (PC-index (BEZDEK, et al., 1984))

é definido da seguinte forma:

PC =
1

N

N
∑

n=1

K
∑

k=1

u2
nk

Este ı́ndice pode assumir valores entre 1/K e 1, 0. Quanto mais perto o

PC-index estiver de 1/K, mais “nebuloso” será o agrupamento. Além disso,

um valor próximo de 1/K indica que o problema é de dif́ıcil agrupamento.

Este ı́ndice obtem valores máximos para partições crisp.

2.3.2 Índice de Compactação/Separação

O ı́ndice de Compactação/Separação (também conhecido como Xie-Beni

index, ou somente XB (XIE, BENI, 1991)) é um ı́ndice de agrupamento fuzzy

como segue:

XB =
Compactação

Separação

onde
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Compactação =
1

N

N
∑

n=1

um
nk ‖xn − ck‖2

e

Separação = min
∀k,k′

1≤k≤K
1≤k′≤K

k 6=k′

‖ck − ck′‖

Este ı́ndice torna-se mı́nimo para clusters compactos e bem separados.

Se m = 1, 0, então este ı́ndice pode ser usado para algoritmos crisp.

2.3.3 Índice PBM(F)

O ı́ndice PBM(F) (PAKHIRA, et al., 2004) é composto por três fatores

e está definido da seguinte forma:

PBM(F ) =

(

1

K

E1

EK

DK

)2

onde

EK =

K
∑

k=1

Ek

Ek =

N
∑

n=1

um
nk ‖xn − ck‖

e

DK = max
∀k,k′

1≤k≤K
1≤k′≤K

k 6=k′

‖ck − ck′‖

O ı́ndice PBM(F) torna-se máximo para clusters compactos e bem sepa-

rados. De fato, a sigla PBM(F) está sendo usada para a especificação de
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dois ı́ndices: o PBM, usado para algoritmos crisp se m = 1, 0, e o PBMF,

utilizado por algoritmos fuzzy se m > 1, 0.

Em (PAKHIRA, et al., 2004), a superioridade do ı́ndice PBM(F) foi tes-

tada no contexto de determinar apropriadamente o número de clusters, sendo

comparado aos ı́ndices Davies-Bouldin (DAVIES, BOULDIN, 1979), Dunn’s

(DUNN, 1973) (ambos para agrupamentos crisp) e Coeficiente de Partição

(XIE, BENI, 1991), utilizando diversos conjuntos de dados reais e artificiais.

PBM(F) foi melhor que os outros ı́ndices em todos os conjuntos de dados.

2.4 Amostragem Progressiva

Amostragem Progressiva (Progressive Sampling) é uma técnica de amos-

tragem relativamente recente, desenvolvida em (PROVOST, et al., 1999).

Ela consiste no aumento do número de exemplos, ou seja, no aumento do ta-

manho da partição a cada iteração, consequentemente aumentando a acurácia

do modelo produzido, até que ele satisfaça o critério de convergência preten-

dido.

A curva de aprendizado é um gráfico que mostra a performance do modelo

de acordo com o tamanho da amostra utilizado. Normalmente a curva de

aprendizado possui as seguintes caracteŕısticas:

• Uma subida ı́ngreme em seu ińıcio.

• Uma inclinação mais suave no meio.

• Uma plańıcie quase constante em seu final.

Um exemplo t́ıpico de uma curva de aprendizado pode ser visto na Fi-

gura 2.9, onde podemos perceber claramente os três ńıveis. O objetivo da

27



amostragem progressiva é encontrar nmin, ou seja, o número mı́nimo de exem-

plos necessários, quando a curva de aprendizado chega à plańıcie. A partir de

nmin exemplos a amostra representaria, de forma satisfatória, toda a base de

dados e o aprendizado utilizando mais exemplos do banco seria desnecessário.

Figura 2.9: Curva de aprendizado

Determinar nmin é complicado pois, dependendo da aplicação, a segunda

inclinação pode ser extremamente longa em algumas curvas (CATLETT,

1991a; CATLETT, 1991b) e nem mesmo existir em outras. Na Figura 2.10,

os passos básicos da amostragem progressiva são apresentados em pseudo-

código. Para computar os valores do conjunto S, ou seja, o número de exem-

plos utilizados em cada partição, utilizaremos uma progressão geométrica.

Assim S = {n0, an0, a
2n0, ..., N}, com constantes n0 (valor inicial da pro-

gressão) e a (razão). Por exemplo, S = {100, 200, 400, 800, ..., N} é uma

amostragem geométrica com os valores n0 = 100 e a = 2.

O método mais comum de seleção de quais instâncias serão usadas a cada

passagem do método é a escolha aleatória. Isto é, no exemplo anterior, dos

N exemplos do banco, seriam escolhidos 100 aleatoriamente para a primeira

iteração do método.
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Figura 2.10: Algoritmo Amostragem Progressiva (Progressive Sampling)
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Caṕıtulo 3

Very Fast K-Means

O VFKM (DOMINGOS, HULTEN, 2001), apresentado na Figura 5.1 no

mesmo pseudo-código do VFFCM, é um algoritmo de agrupamento crisp que

consiste de uma seqüência de rodadas do algoritmo K-Means, a cada ro-

dada utilizando mais exemplos que a última, até que o limite de erro seja

satisfeito. Este limite (obtido teoricamente pelo limite de Hoeffding (HO-

EFFDING, 1963)) garante que o modelo produzido pelo VFKM não difere

significantemente daquele que seria obtido através da utilização de todo o

banco de dados no algoritmo K-Means.

Neste caṕıtulo, o algoritmo VFKM será apresentado, bem como suas prin-

cipais caracteŕısticas. O entendimento de seu funcionamento, e a definição de

suas variáveis, que também serão descritas neste caṕıtulo, serão importantes

nos caṕıtulos seguintes desta dissertação.

Os seguintes passos serão seguidos para demonstrar o funcionamento do

algoritmo VFKM: primeiro, serão mostradas as duas fontes de erro existentes,

causadas pela utilização de um menor número de exemplos (amostragem),

ao invés da base de dados inteira. A seguir, as variáveis do algoritmo que

representam essas fontes de erro serão definidas. Depois disso, o limite de
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Hoeffding será revisado. As variáveis do algoritmo que foram definidas serão,

então, associadas ao limite de Hoeffding. O próximo passo será mostrar a

função de perda, que também estará associada ao limite Hoeffding. Esta

função será usada para calcular o limite de erro do algoritmo. Finalmente, o

último passo, será mostrar as equações do VFKM (erro e número de exem-

plos), que foram obtidas em (DOMINGOS, HULTEN, 2001).

3.1 Fontes de Erro a Cada Iteração

Utilizar amostragem em um algoritmo de aprendizado de máquinas cria

duas fontes de erro a cada iteração:

• Erro de amostragem → Fonte de erro causada pelo número finito de

exemplos utilizados em uma determinada iteração.

• Erro de atribuição → Fonte de erro devido ao fato das posições iniciais

dos centroids em cada iteração não serem as corretas (ou seja, as que

seriam obtidas com infinitos exemplos).

Note que o erro de amostragem existe somente porque utilizamos menos

exemplos em uma determinada iteração. Contudo, o erro de atribuição de

uma iteração é em função do erro da iteração anterior, já que os centroids,

no começo de alguma iteração, têm suas posições definidas de acordo com o

cálculo da iteração anterior.

3.2 Definindo as Variáveis no Algoritmo

Considerando que c é usado como uma variável que define um cluster do

algoritmo, nós usamos a Tabela 3.1 para seus ı́ndices.
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Variável Domı́nio Definição
k de 1 a K número de clusters
d de 1 a D número de dimensões do problema
i de 1 a I iteração

Tabela 3.1: Índices do Cluster

Assim, ckdi é a d-ésima dimensão (ou coordenada, ou atributo) do k-

ésimo(a) centroid na iteração i. De forma similar, cki é o vetor do k-ésimo(a)

centroid na iteração i. Agora nós podemos inferir as definições da Tabela 3.2.

Variável d-ésima coordenada do(a) k-ésimo
centroid na i-ésima iteração...

ckdi usando infinitos exemplos
ĉkdi usando finitos exemplos
c̄kdi usando finitos exemplos

e sem erro de atribuição

Tabela 3.2: Nomenclatura das Variáveis de Cluster

Usando a Tabela 3.2 nós podemos definir a Tabela 3.3, onde nós explica-

mos as combinações entre os diferentes tipos de clusters (todos os sub-́ındices

foram omitidos por praticidade).

Variável Descrição
c c (centroid sem erro)
ĉ c + erro de amostragem + erro de atribuição
c̄ c + erro de amostragem

|c̄ − c| erro de amostragem
|ĉ − c̄| erro de atribuição
|ĉ − c| erro da iteração =

erro de amostragem + erro de atribuição

Tabela 3.3: Descrição das Variáveis de Cluster em Relação aos Erros
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3.3 Limite de Hoeffding

Seja r uma variável randômica com domı́nio de tamanho R. Suponha que

devemos fazer n observações independentes de r e calcular sua média r̄. O

limite de Hoeffding (HOEFFDING, 1963) (também conhecido com limite de

Chernoff aditivo) nos diz que: P (r̄ − ǫ ≤ µr ≤ r̄ + ǫ) = 1 − δ, onde

• µr é a verdadeira média de r

• ǫ =

√

R2 ln ( 2

δ )
2n

• δ é um número muito baixo

Assim, de acordo com o limite de Hoeffding, µr tem grande probabilidade

de estar dentro do intervalo da Figura 3.1, ou seja, a média r̄ calculada não é

a verdadeira média µr, mas com uma probabilidade (1−δ) (que nós definimos

alta), r̄ possui um erro ǫ conhecido e esse erro é inversamente proporcional

ao número de observações n. Assim, enquanto n aumenta, o erro ǫ diminui

(considerando δ constante).

Figura 3.1: Intervalo de erro do limite de Hoeffding

O limite de Hoeffding é um resultado estat́ıstico independente da distri-

buição de probabilidade gerada pelas n observações feitas. Essa caracteŕıstica

tem a desvantagem de necessitar de mais observações para chegar a mesma

probabilidade δ e o mesmo erro ǫ. Porém sua grande vantagem é a genera-
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lidade que esse limite fornece, permitido que ele seja aplicado em diversas

situações sem se preocupar com a distribuição existente.

3.4 Associando as Variáveis de Hoeffding com

as Variáveis do Algoritmo

Para que todo processo possa ser entendido, iremos associar as variáveis

de Hoeffding com as variáveis do algoritmo previamente definidas na seção 3.2.

Cada cluster ckdi é uma variável randômica r especificada na seção 3.3. O

erro ǫ de cada uma das variáveis ckdi é definida como ǫkdi, que será a soma dos

erros de amostragem e de atribuição. De acordo com o limite de Hoeffding,

ĉkdi − ǫkdi ≤ ckdi ≤ ĉkdi + ǫkdi, ou seja, o verdadeiro centroid ckdi (que seria

gerado utilizando-se infinitos exemplos) está dentro de um intervalo limitado

pelo erro ǫkdi (ainda desconhecido) com probabilidade (1 − δ), definindo δ

com um valor muito baixo.

Note que cada associação feita está relacionada a cada dimensão d do

cluster k na iteração i, então é necessário que exista um outro limite, que será

o limite de Hoeffding total, para englobar todas essas variáveis. Este limite

de Hoeffding total possui um erro total ǫ∗ e uma probabilidade total δ∗, onde

(1 − δ∗) = (1 − δ)KDI ⇒ δ = 1 − KDI
√

1 − δ∗, (na pior hipótese) assumindo

independência. O erro total ǫ∗ será o limite máximo para a função de perda

L(C~n, C∞), que será definida na próxima seção.
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3.5 Função de Perda

Comparando dois resultados finais C1 e C2, fornecidos por um determi-

nado algoritmo, ambos com o mesmo número de clusters K, definimos a

função de perda como a soma das distâncias entre seus clusters:

L(C1, C2) =
K
∑

k=1

‖c1,k − c2,k‖2. (3.1)

Nós a usaremos para comparar dois diferentes agrupamentos fornecidos

pelo algoritmo FCM, utilizando o mesmo número de clusters K e o mesmo

parâmetro de nebulosidade m.

Seja ni o número de exemplos usados em cada iteração i do algoritmo. O

objetivo é reduzir ni até que a função de perda L(C~n, C∞) alcance o erro total

ǫ∗ citado na seção anterior, onde C~n é a solução utilizando finitos exemplos,

C∞ é a solução com infinitos exemplos. Assim, ǫ∗ será o limite máximo da

função de perda, sendo essa função o somatório de todos os erros na última

iteração I, ou seja:

L(C~n, C∞) =
K
∑

k=1

D
∑

d=1

ǫ2
kdI ≤ ǫ∗ (3.2)

3.6 Equações de Erro e Número de Exemplos

As fórmulas utilizadas para os cálculos de ǫkdi e do número de exemplos

ni, utilizado a cada iteração i do algoritmo K-Means, são as que seguem e

foram desenvolvidas matematicamente em (DOMINGOS, HULTEN, 2001).
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ǫkdi =













max
(

∑

x|∆xkdi>0
∆xkdi,

∑

x|∆xkdi<0
|∆xkdi|

)

n̂ki − ñ+

ki













+

√

R2
d ln
(

2

δ

)

2
(

n̂ki − ñ+

ki

) (3.3)

onde

n̂ki =número de exemplos que ĉki “ganhou”

n̂+

ki =número de exemplos de S+

ki

n̂−
ki =número de exemplos de S−

ki

ñ+

ki =limite superior do n̂+

ki

∆xkdi =







xnd − ĉkdi se xn ∈ S+

ki

−(xnd − ĉkdi) se xn ∈ S−
ki

xn =n-ésimo exemplo

e

xnd =d-éssima coordenada do n-ésimo exemplo

As variáveis S+

ki e S−
ki definem os conjuntos de exemplos que satisfazem,

respectivamente, às condições (4.1) e (4.2). Mais detalhes sobre essas duas

equações serão mostrados no próximo caṕıtulo.

Por último, falta mostrar o número de exemplos usados, a cada iteração,

de uma rodada do algoritmo K-Means, que será definido pela equação:

ni = max
k

(

n̂ki

fki

)

(3.4)

onde
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fki =
n̂ki

ni

n̂ki =





∑I

j=1
3

√

rkir2
kj

√

ǫ∗

K
+ rk





2

rki =

√

R2 ln
(

2

δ

)

2 (1 − bkiǫk,i−1)

I
∏

j=i+1

αkj

rk =

I
∑

i=1

[

akibki (ǫk,i−1)
2

(1 − bkiǫk,i−1)
2

I
∏

j=i+1

αkj

]

αki =
aki

(1 − bkiǫk,i−1)
2

aki =

√

∑D

d=1
X2

kdi

n̂kiǫk,i−1

bki =
ñ+

ki

n̂kiǫk,i−1

and

Xkdi = max





∑

x|∆xkdi>0

∆xkdi,
∑

x|∆xkdi<0

|∆xkdi|





Estas duas fórmulas serão utilizadas no algoritmo VFKM, que é mostrado

na Figura 5.1 juntamente com o VFFCM. Na seção 5.3 este pseudo-código é

descrito em mais detalhes.
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Caṕıtulo 4

Metodologia Fuzzy

Pode ser percebido sem muita dificuldade que, com exceção das fórmulas

de erro e do número de exemplos, todas as outras definições feitas no caṕıtulo

anterior podem ser generalizadas para qualquer algoritmo fuzzy. Para isso,

basta levar em conta que os clusters seriam, na realidade, as classes do algo-

ritmo de aprendizado de máquinas soft ao qual o método seria aplicado. As-

sim, todas as definições feitas (como as fontes de erro, as associações com o li-

mite de Hoeffding e a função de perda) podem ser utilizadas para a adaptação

do método, que havia sido aplicado ao algoritmo K-Means, para algoritmos

fuzzy em geral. Em particular, a adaptação do método ao algoritmo fuzzy

FCM será feita no caṕıtulo seguinte.

Neste caṕıtulo, o método geral para tornar um algoritmo fuzzy escalável

é apresentado, além das novas definições de fuzzy sampling false positives e

fuzzy sampling false negatives, cruciais para a aplicação desse método à esse

tipo de algoritmo.
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4.1 O Método

Seja A um algoritmo iterativo de aprendizado de máquina fuzzy com

st1, st2, . . . , sti, . . . passos. Assumindo um conjunto de treinamento T com

N exemplos i.i.d. (independentes e identicamente distribúıdos) como entrada

de A. Seja ni ≤ N o número de exemplos usados em cada passo, ~n =

{n1, n2, . . . , ni, . . . } e seja δi a probabilidade de fazer a escolha errada no

passo sti usando ni exemplos, produzindo um erro ǫi. Utilizando o limite de

Hoeffding (ou outro limite estat́ıstico similar) podemos expressar ǫi e δi em

função de ni.

Seja M∞ o modelo produzido por A usando infinitos exemplos a cada

passo, isto é, ∀i ni = ∞, e seja M~n o modelo produzido usando ni exemplos

no passo sti. Seja L(M1, M2) a diferença entre os modelos M1 e M2, cada

um deles utilizando dois diferentes vetores ~n1 e ~n2.

Precisa-se obter um limite para L(M~n, M∞) em função de δi e ǫi, e assim

em função de ni, para todos os passos de A: L(M~n, M∞) ≤ GA,T (~n) com pro-

babilidade de pelo menos 1−FA,T (~n), onde F e G são funções que dependem

do algoritmo fuzzy A e do conjunto de treinamento T .

Levando em consideração o limite de Hoeffding, isto é, definindo que

L(M~n, M∞) ≤ ǫ com probabilidade (1− δ), podemos ver que se GA,T (~n) ≤ ǫ

e FA,T (~n) ≤ δ então ~n é suficientemente grande, caso contrário A precisa utili-

zar mais exemplos. Inversamente, podemos determinar ~n utilizando GA,T (~n)

e FA,T (~n) para reduzir o tempo de execução de A; é desta maneira que o

método é aplicado, calculando a função GA,T (~n), que será o erro do algo-

ritmo, e determinando assim ~n. A função FA,T (~n) já é previamente definida

no ińıcio do algoritmo como uma probabilidade máxima desejada.

Porém nesse novo método que estamos desenvolvendo, a função GA,T (~n)

e, consequentemente, o valor de ~n, são calculados, ao contrário de (DO-
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MINGOS, HULTEN, 2001), baseados nas nossas novas definições de fuzzy

sampling false positives e fuzzy sampling false negatives. Esses dois novos

conceitos são calculados utilizando a matriz de pertinência, uma estrutura

inerente aos algoritmos de apredizado de máquina fuzzy. As novas definições,

que serão explicadas na próxima seção, são essenciais para aplicar a meto-

dologia com sucesso nos algoritmos fuzzy, porque permitem fazer os cálculos

necessários do método de maneira soft.

4.2 Fuzzy Sampling False Positives e Fuzzy

Sampling False Negatives

Para entender como o método pode ser aplicado ao FCM e genericamente

em outros algoritmos fuzzy, nós primeiramente definimos, no VFKM (DO-

MINGOS, HULTEN, 2001), os exemplos sampling false positives e sampling

false negatives, com respeito a um cluster, que são causados pelo uso de

menos exemplos que os dados infinitos dispońıveis. Suponha que em uma

iteração i, xn (n-ésimo exemplo do banco de dados) é “ganho” pelo centroid

ĉki, que está a uma distância dki do mesmo. Se existir um outro centroid ĉk′i,

a uma distância dk′i dele tal que

dk′i − ǫk′i < dki + ǫki, (4.1)

então o exemplo xn talvez tenha sido incorretamente associado a ĉki. Nós

chamamos o exemplo xn um sampling false positive com respeito ao centroid

ĉki. Podemos verificar um exemplo sampling false positive na Figura 4.1. Na

linha de cima o erro não foi considerado, porém na linha de baixo, conside-

rando os erros introduzidos pelo limite de Hoeffding (mais afastado do cluster

que o “ganhou” e mais próximo dos outros clusters), o exemplo xn passa a
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ser associado à um outro centroid. Ou seja, ele foi “ganho” por um cluster

que não deveria ter sido, por isso ele é um sampling false positive relativo à

este cluster.

Figura 4.1: Exemplo xn sampling false positive

De forma similar, nós chamamos o exemplo xn um sampling false negative

com respeito ao centroid ĉki se xn, na iteração i, foi “ganho” por ĉk′i à uma

distância dk′i dele, mas deveria ter sido “ganho” por ĉki, distante dki, tal que

dki − ǫki < dk′i + ǫk′i. (4.2)

Novamente podemos verificar, através da Figura 4.2, um exemplo sam-

pling false negative. Considerando o erro do limite de Hoeffding (linha de

baixo), ou seja, levando em consideração que o exemplo deveria estar mais

afastado do cluster que o “ganhou” e mais próximo aos outros clusters, o

exemplo terminou por ser associado à outro cluster, que não havia sido asso-

ciado sem levar o erro em consideração. Portanto este exemplo é um sampling

false negative relativo ao cluster que ao qual ele deveria ter sido associado

(ĉki).

Assim, nos dois casos, para entender porque o exemplo xn provavelmente

tenha sido erroneamente “ganho” por algum cluster, em (4.1) e em (4.2)
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Figura 4.2: Exemplo xn sampling false negative

o centroid mais próximo passou a estar o mais longe posśıvel, e os outros

centroids passaram a estar o mais perto posśıvel de xn, de acordo com o erro

do limite de Hoeffding.

Em (DOMINGOS, HULTEN, 2001), o conjunto de todos os sampling

false positives (negatives) é denotado por S+

ki (S−
ki) e a soma do número de

exemplos desse conjuntos é dada por n+

ki (n−
ki). Esses valores, já citados nas

fórmulas da seção 3.6, foram importantes para o desenvolvimento do método

desenvolvido naquele trabalho.

Entretanto, se levarmos em conta um algoritmo fuzzy, e, consequente-

mente, não apenas algoritmos de agrupamento, mas também problemas de

classificação fuzzy, um(a) cluster/classe não “ganha” um exemplo xn, porque

todos(as) clusters/classes possuem uma determinada associação com cada um

deles(as) de acordo com a matriz de pertinência U . Então, não podemos cha-

mar xn de um exemplo sampling false positive. Ao invés disso, chamamos

cada xn de um exemplo fuzzy sampling false positive (fsfp) com respeito a

centroid/classe ĉki e com grau snk,i, se snk,i é um termo positivos de S, onde

snk,i = unk − u′
nk (subtração de U e U ′). U ′ é calculado considerando os

posśıveis erros de cada centroid que são calculados utilizando a nova matriz
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temporária H ′, que é baseada na matriz H do algoritmo FCM (matriz de

distância entre os exemplos e os clusters), mas considerando o erro do limite

de Hoeffding:

h′
nk =



















‖xn − ĉki‖ + ǫki se ĉki é o cluster mais próximo de

xn na iteração i

‖xn − ĉki‖ − ǫki caso contrário

A matriz U do FCM depende unicamente do valor de m e da matriz de

distância H ; como nossa segunda matriz auxiliar U ′, mas utilizando nossa

nova matriz H ′ ao invés de H em sua fórmula: u′
nk =

[

∑C

j=1

(

h′

nk

h′

nj

)
2

m−1

]−1

.

De forma análoga ao fsfp, nós chamamos cada exemplo xn um fuzzy sam-

pling false negative (fsfn) com respeito a centroid/classe ĉki e com grau snk,i,

se snk,i é um termo negativo de S.

Essas definições serão utilizadas para aplicar o método ao algoritmo FCM

no próximo caṕıtulo, mas, genericamente, podem ser adaptadas para qual-

quer algoritmo de aprendizado de máquina fuzzy que utiliza uma matriz de

pertinência.

Assim, depois de explicitadas todas essas definições, podemos colocar o

método, em linhas gerais, da forma descrita na Figura 4.3, em pseudo-código.

É importante notar que, apesar de A ser o algoritmo original ao qual o

método está sendo aplicado, provavelmente algumas modificações no mesmo

serão necessárias para que ele possa fornecer os dados que permitam calcular

o erro de amostragem, os fsfp e os fsfn. Esses cálculos serão necessários para

definir o vetor de exemplos ~n para a próxima rodada do método.

No caṕıtulo seguinte serão mostrados os cálculos do erro de amostragem

e do vetor ~n, considerando como A, o algoritmo FCM.
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Figura 4.3: Método Geral
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Caṕıtulo 5

Very Fast Fuzzy C-Means

Nesta seção, o método desenvolvido no caṕıtulo anterior será aplicado no

algoritmo FCM, resultando em um novo algoritmo denominado Very Fast

Fuzzy C-Means (VFFCM). Para isso, precisamos calcular o erro da iteração

ǫkdi, que nos fornece o limite superior da perda L(C~n, C∞) e o número de

exemplos ni de cada iteração.

5.1 Calculando o Erro

Para calcular o erro de iteração ǫkdi da Tabela 3.3, que é a soma dos erros

de amostragem e de atribuição: ǫkdi = |ĉkdi − ckdi| = |ĉkdi − c̄kdi|+|c̄kdi − ckdi|
precisamos colocá-lo em função de ĉkdi, fsfp e fsfn.

O número de exemplos ni de uma iteração é igual a soma de todos os

termos de U , i. e., ni =
∑K

k=1

∑N

n=1
um

nk para todo i. Portanto, nós definimos

o número de exemplos associado a cada cluster ĉki como
∑

uk,i =
∑N

n=1
um

nk.

Para definir n′, o número de exemplos que o cluster ĉki deveria ter, nós

precisamos subtrair de
∑

uk,i o total de fsfp e o total de fsfn relativo ao

cluster ĉki, que é definido por:
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•
∑

u+

k,i =
∑ni

n=1
sm

nk,i, ∀snk,i ≥ 0

• ∑ u−
k,i = |∑ni

n=1
sm

nk,i|, ∀snk,i < 0

Então, para obter o limite superior do erro de amostragem, note que esse

erro depende unicamente do uso de finitos exemplos na iteração i. Deste

modo, o erro de amostragem vem diretamente do erro ǫ do limite de Hoeff-

ding, usando n′:

|c̄kdi − ckdi| ≤

√

R2
d ln
(

2

δ

)

2n′
=

√

R2
d ln
(

2

δ

)

2
(
∑

uk,i −
∑

u+

k,i +
∑

u−
k,i

)

onde Rd é o domı́nio da d-ésima dimensão do problema.

Seja
∑

ũ+

k,i o limite superior de
∑

u+

k,i, então, 0 ≤
∑

ũ+

k,i ≤
∑

u+

k,i.

Assim, temos
∑

uk,i −
∑

u+

k,i +
∑

u−
k,i ≥

∑

uk,i −
∑

ũ+

k,i. Então, obtemos o

limite superior do erro de amostragem:

|c̄kdi − ckdi| ≤
√

R2
d ln
(

2

δ

)

2
(
∑

uk,i −
∑

ũ+

k,i

) (5.1)

O erro de atribuição é: |ĉkdi − c̄kdi|. Usando a Tabela 3.3, pode-se ver

que o erro de atribuição é |ĉkdi − (ĉkdi−assigment error)|. Então, temos que

subtrair o erro de atribuição do ĉkdi. Já que ĉkdi é computado usando o passo

7 do algoritmo da Figura 2.8 como ĉk =
PN

n=1
um

nk
xn

PN
n=1

um
nk

, precisamos subtrair o

erro de atribuição no numerador e no denominador. O numerador de ĉkdi

é calculado multiplicando cada exemplo xnk pelo seu respectivo termo unk

da matriz U relativo ao k-ésimo cluster. Para subtrair o erro de atribuição,

temos que fazer o mesmo cálculo, porém agora utilizando snk,i−1 ao invés

de unk. Este cálculo corresponde ao numerador da fórmula de ĉkdi, mas nos

fornece o erro que os fsfp e fsfn colocaram até a (i − 1)-ésima iteração, nos

dando assim o erro de atribuição da iteração i. Logo, definimos:
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•
∑
(

u+

k,ixd,i

)

=
∑ni

n=1
(sm

nk,ixnd), ∀snk,i ≥ 0 (valor excedente no numera-

dor da fórmula do cluster ĉki)

•
∑
(

u−
k,ixd,i

)

=
∑ni

n=1
(|sm

nk,i|xnd), ∀snk,i ≥ 0 (valor faltando no numera-

dor da fórmula do cluster ĉki)

onde xnd é a d-ésima dimensão do n-ésimo exemplo.

Fazendo o mesmo no denominador da fórmula de ĉkdi, computamos o erro

de atribuição:

|ĉkdi − c̄kdi| =










ĉkdi −
(
∑

uk,i) ĉkdi
∑

uk,i −
∑

u+

k,i +
∑

u−
k,i

−
∑
(

u+

k,ixd,i

)

∑

uk,i −
∑

u+

k,i +
∑

u−
k,i

+

∑
(

u−
k,ixd,i

)

∑

uk,i −
∑

u+

k,i +
∑

u−
k,i











=

=











Xkdi
∑

uk,i −
∑

u+

k,i +
∑

u−
k,i











onde Xkdi =
(
∑

u−
k,i −

∑

u+

k,i

)

ĉkdi −
∑
(

u−
k,ixd,i

)

+
∑
(

u+

k,ixd,i

)

.

Para obtermos o limite superior para esta equação, calculamos o limite

inferior de seu denominador. Utilizando
∑

ũ+

k,i definido anteriormente, ob-

temos o limite superior do erro de atribuição:

|ĉkdi − c̄kdi| ≤










Xkdi
∑

uk,i −
∑

ũ+

k,i











(5.2)

Logo, o limite superior do erro da iteração ǫkdi é:

|ĉkdi − ckdi| ≤ Equação (5.1) + Equação (5.2) = ǫkdi (5.3)

Utilizando este ǫkdi, o limite superior da função de perda é obtido como na

Inequação (3.2). isto garante que VFFCM produz o mesmo modelo de agru-

pamento que seria encontrado com infinitos dados, com uma probabilidade

(1 − δ∗) alta.
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5.2 Calculando o Número de Exemplos a Cada

Iteração

O número de exemplos ni, para todo i, precisa ser minimizado, submetido

à restrição
∑K

k=1
‖ĉkI − ckI‖2 ≤ ǫ∗. Já que ni =

∑K

k=1

∑N

n=1
unk para cada i,

então
∑

uk,i necessita ser minimizado.

Uma condição suficiente para
∑K

k=1
‖ĉkI − ckI‖2 ≤ ǫ∗ é ‖ĉkI − ckI‖ ≤

√

ǫ∗/K para todo k. Então ‖ĉkI − ckI‖ precisa estar em função de
∑

uk,i.

Da Equação (5.1) obtemos:

|c̄ki − cki| ≤
√

√

√

√

D
∑

d=1

R2
d ln
(

2

δ

)

2
(
∑

uk,i −
∑

ũ+

k,i

) =

√

R2 ln
(

2

δ

)

2
(
∑

uk,i −
∑

ũ+

k,i

)

onde R2 =
∑D

d=1
R2

d.

Dada a Equação (5.2) temos:

|ĉki − c̄ki| ≤













√

∑D

d=1
X2

kdi
∑

uk,i −
∑

ũ+

k,i













.

Seja aki e bki:

aki =

√

∑D

d=1
X2

kdi
∑

uk,iǫk,i−1

e bki =

∑

ũ+

k,i
∑

uk,iǫk,i−1

Substituindo-os no erro de iteração ǫki (Equação (5.3)), temos

‖ĉki − cki‖ ≤

akiǫk,i−1

1 − bkiǫk,i−1

+

√

R2 ln
(

2

δ

)

2
∑

uk,i (1 − bkiǫk,i−1)
= ǫki (5.4)

A Equação (5.4) é a Equação (12) em (DOMINGOS, HULTEN, 2001)

com n̂ki ao invés de
∑

uk,i, a variável desconhecida.

48



Aproximando ǫki pelos dois primeiros termos dessa Expressão de Taylor,

expandindo em torno do ponto ǫ0
k,i−1 e discartando os termos da primeira

derivada que se tornam despreźıveis a medida que
∑

uk,i aumenta, obtemos

ǫki = αkiǫk,i−1 + βki

onde

αki =
aki

1 − bkiǫ0
k,i−1

2

e

βki =
akiǫ

0
k,i−1

1 − bkiǫ0
k,i−1

+

√

R2 ln
(

2

δ

)

2
∑

uki

(

1 − bkiǫ
0
k,i−1

) − αkiǫ
0
k,i−1

Sendo ǫk0, podemos mostrar por indução que:

ǫkm =

I
∑

i=1

βki

I
∏

j=i+1

αkj =

I
∑

i=1

rki
√
∑

uki

− rk

onde

rki =

√

R2 ln
(

2

δ

)

2
(

1 − bkiǫ0
k,i−1

)

I
∏

j=i+1

αkj e rk =

I
∑

i=1

[

akibki

(

ǫ0
k,i−1

)2

(1 − bkiǫk,i−1)
2

I
∏

j=i+1

αkj

]

Finalmente podemos minimizar
∑

uk,i submetido à ǫkI =
√

ǫ∗

K
aplicando

o método dos multiplicadores de Lagrange na função Lagrangeana abaixo:

L(
−−−−→
∑

uki, λ) =
I
∑

i=0

∑

uki + λ

(

I
∑

i=1

rki
√
∑

uki

− rk −
√

ǫ∗

k

)

Igualando o gradiente de L(
−−−→∑

uki, λ) a zero com respeito a
∑

uki e λ e

colocando
∑

uki em evidência, temos:
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∑

uk,i =





∑I

j=1
3

√

rkir2
kj

√

ǫ∗

K
+ rk





2

Seja fki =
P

uk,i
PK

k=1

P

uk,i
. Assim,

ni = max
k

(∑

uk,i

fki

)

(5.5)

5.3 Algoritmo

VFFCM é uma sequência de execuções do algoritmo FCM modificado.

Na Figura 2.8, a modificação no FCM consiste em substituir a condição de

parada da linha 9 por:

C
∑

k=1

(

‖ck − ck‖2
)

< γ ou i == I. (5.6)

A condição de parada do VFFCM é dado por:

Inequação(3.2) e
C
∑

k=1

(

‖ck − ck‖2
)

< γ (5.7)

De maneira similiar ao VFKM, o número de exemplos usados em todas

as iterações da primeira execução do FCM é o mesmo para todas as iterações

e é definido usando a fórmula de erro do limite de Hoeffding (colocando n

em evidência) mais 10% desse valor:

ni = 1.1
K

2

(

R

ǫ∗

)2

ln
2

δ
. (5.8)

Nas execuções seguintes do FCM, o número de exemplos em cada iteração

i é determinado pela Equação (5.5) usando a iteração i correspondente da

execução anterior do FCM (que teve I iterações). Na primeira execução,
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VFFCM define I que é usado para calcular δ = 1− KDI
√

1 − δ∗. Em (5.6), se

i é igual a I e a condição à esquerda não é alcançada, então para a próxima

execução do FCM, da mesma forma que o VFKM, I é acrescido de um fator

de incremento α.

VFFCM e VFKM são fornecidos juntos no algoritmo da Figura 5.1, em

um único pseudo-código. As variáveis de entrada são dadas na Tabela 5.1.

Variável Descrição
K Número de clusters
T Conjunto de exemplos {x1, ..., xN}
m Parâmetro de nebulosidade
γ Limiar de convergência

δ∗ - 1 Prob. VFFCM se aproximar do modelo criado por FCM
ǫ∗ Erro total
I Número máximo de iterações inicial
α Fator de incremento de I

Tabela 5.1: Variáveis de Entrada do algoritmo da Figura 5.1

As diferenças entre os algoritmo VFFCM e VFKM resultam por ser ape-

nas o uso do algoritmo FCM ou K-Means, o cálculo do erro ǫkdi e o número de

exemplos ni usados a cada iteração. Pode ser claramente percebida a seme-

lhança entre o código da Figura 5.1, que apresenta os algoritmos VFFCM e

VFKM, e a Figura 4.3, onde o método geral é apresentado. Tanto o VFFCM

quanto o VFKM têm basicamente a mesma estrutura, variando apenas no al-

goritmo base que foi utilizado e nos cálculos de erro e do número de exemplos,

exatamente como já havia sido definido no método geral.
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Figura 5.1: Algoritmo Very Fast K/FC-Means
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Figura 5.2: Procedimento CalcularNi()
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Caṕıtulo 6

Resultados Experimentais

Em (HULTEN, DOMINGOS, 2003), VFKM foi implementado em lingua-

gem C, enquanto nós implementamos FCM e VFFCM em Java, utilizando

os recursos fornecidos pelo conjunto de ferramentas de programação Weka

(GARNER, 1995; WITTEN, et al., 1999; WITTEN, FRANK, 2005). Os

experimentos foram executados em computadores Pentium 4 1.8GHz, com

1GB RAM, usando o sistema operacional Linux e fazendo uso do mesmo

gerador usado em (DOMINGOS, HULTEN, 2001), que funciona gerando

bancos de dados através de misturas de Gaussianas esféricas com médias µk.

Três parâmetros foram usados para gerar os dados: a dimensionalidade D,

o número de componentes K e o desvio padrão de cada coordenada σ. As

médias µk foram geradas uma por vez por amostragem uniforme de cada

dimensão dentro do domı́nio (2σ, 1 − 2σ). O domı́nio de cada dimensão foi

definido como sendo um. Exemplos x foram gerados escolhendo uma das

médias µk com probabilidade uniforme, e definido o valor de cada dimensão

do exemplo xd pela amostragem randômica da distribuição Gaussiana com

média µkd e desvio-padrão σ.
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A mesma metodologia experimental presente em (FARNSTROM, et al.,

2000) foi usada: 30 bancos de dados diferentes foram gerados, cada um com

1 milhão de exemplos, com D = 100, com K = 5 e σ = 0, 1. Os 30 bancos

de dados foram passados 5 vezes cada um, por cada algoritmo, utilizando di-

ferentes inicializações aleatórias dos clusters. Na análise que se segue, serão

utilizados como resultados o melhor agrupamento de cada um desses conjun-

tos de 5 rodadas por cada dataset. A inicialização das variáveis do algoritmo

VFKM/VFCM pode ser vista na Tabela 6.1.

Variável Valor
m 1, 5
γ 0, 0001KD
δ∗ 0, 05
ǫ∗ γ/3
I 5 (valor inicial)
α 0, 5

Tabela 6.1: Inicialização das Variáveis

Os resultados experimentais podem ser vistos nas Tabelas 6.4, 6.5 e 6.6.

Nessas três tabelas, a coluna BD define o banco de dados (dataset), a se-

gunda exibe o algoritmo utilizado, a coluna Tempo mostra o tempo gasto

por cada algoritmo para o referido dataset, as colunas PC, C/S e PBMF

exibem, respectivamente, os cálculos dos ı́ndices de validação: Coeficiente

de Partição, Compactação/Separação e PBMF, que já foram detalhados na

seção 2.3 (os valores referentes ao ı́ndice PBMF foram normalizados entre 0

e 1,0). Finalmente, a coluna Perda mostra a qualidade do agrupamento de

cada algoritmo de acordo com o cálculo da perda comparada com os clusters

reais de cada dataset. Cada linha dessas tabelas exibe os resultados da ro-

dada de melhor agrupamento, em cada banco de dados, dentre as 5 rodadas
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a que cada um foi exposto em cada algoritmo. Em cada dataset, o melhor

valor para cada ı́ndice de validação está grifado em negrito.

Figura 6.1: Perda em relação aos clusters reais × Dataset

Na Figura 6.1 podemos ver graficamente a comparação entre os valores

contidos na coluna Perda das Tabelas 6.4, 6.5 e 6.6. Para computar a função

de perda (Equação 3.1), comparamos os centroids obtidos com os verdadeiros

centroids que geraram os dados. Correlacionamos cada par de centroids na

função de perda utilizando um algoritmo guloso, ou seja, dentre os clusters

reais e os clusters obtidos com o agrupamento, relacionamos primeiro o par de

clusters mais próximos, em seguida o segundo par de clusters mais próximos

e assim por diante, até correlacionarmos todos os K = 5 pares.

Podemos ver na Figura 6.1 que a curva da qualidade do agrupamento do

VFFCM é similar à curva do FCM, o que mostra que os modelos resultantes

produzidos por eles realmente não se diferem significativamente. O algoritmo

VFFCM obteve uma melhor qualidade no agrupamento em 23 do 30 datasets
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(FCM ganhou 5 vezes e VFKM ganhou 2 vezes) mostrando que, na maioria

das vezes, o VFFCM obteve melhores resultados. Levando em consideração

apenas os algoritmos VFFCM e VFKM, o melhor agrupamento chega a 27

dos 30 datasets apresentados, restando 2 datasets ganhos pelo VFKM e 1

empate (dataset 22).

Figura 6.2: Tempo em segundos × Dataset

Na Figura 6.2 mostramos o tempo, em segundos, necessário à execução do

banco de dados em cada algoritmo. Nela podemos ver o speedup (proporção

de aumento de velocidade) do VFFCM relativo ao FCM, pois em todos os

datasets o VFFCM foi pelo menos uma vez e meia mais rápido, sendo até

2, 4 vezes mais rápido do que o FCM, no melhor caso. O VFKM não par-

ticipa dessa comparação pois foi implementado em linguagem C, enquanto

que implementamos o FCM e o VFFCM em Java, não sendo posśıvel então

terem suas velocidades comparadas, devido à grande diferença de eficiência

entre essas duas diferentes linguagens de programação.
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Figura 6.3: Índice de Coeficiente de Partição (máximo para agrupamento crisp)

Figura 6.4: Índice de Compatação/Separação (mı́nimo para clusters compactos e

bem separados)
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Figura 6.5: Índice PBM(F) (máximo para clusters compactos e bem separados)

Nas Figuras 6.3, 6.4 e 6.5, podemos ver graficamente os dados conti-

dos, respectivamente, nas colunas PC, C/S e PBMF das Tabelas 6.4, 6.5

e 6.6. Por essas três figuras percebemos as diferenças entre cada ı́ndice de

validação: Na Figura 6.3 as curvas dos três algoritmos estão bem próximas

e se confundem. Na Figura 6.4, como acontece na Figura 6.1, a curva do

algoritmo VFKM já está relativamente mais separada das demais (apesar de

ainda ter vários pontos de interseção, principalmente entre os datasets 19 e

23). Mas somente na Figura 6.5 podemos notar o mesmo comportamento

obtido na função perda (Figura 6.1), ou seja, o curva do algoritmo VFKM

bastante dispersa, enquanto que as curvas do VFFCM e do FCM seguem um

mesmo padrão de comportamento. Para essa comparação é importante levar

em consideração que a função perda busca os valores mı́nimos para o melhor

agrupamento, enquanto que o ı́ndice PBMF busca os valores máximos. Por-

tanto devemos comparar esses dois gráficos (Figuras 6.5 e 6.1) desta forma.
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Algoritmo PC C/S PBMF Perda
VFKM 9 2 2 2
FCM 5 3 5 5

VFFCM 16 25 23 23

Tabela 6.2: Ganho de Cada Algoritmo em Relação à Qualidade do Agrupamento

Índice BD Algoritmo Algoritmo

indicado pelo ı́ndice indicado pela perda

3, 9, 10, 11, 19, 25 VFKM VFFCM

PC 12, 16 FCM VFFCM

13, 22 VFKM FCM

C/S 2, 13, 28 VFFCM FCM

10 FCM VFFCM

PBM(F) - - -

Tabela 6.3: Discordâncias Entre os Índices de Validação e a Perda Real

Os dados, portanto, demonstram a melhor qualificação do ı́ndice C/S e,

principalmente, do ı́ndice PBMF em relação ao ı́ndice PC, pois eles conse-

guiram um comportamento mais próximo da perda real do que esse último,

como pode ser visto na Tabela 6.2. Podemos notar, através da análise da

Tabela 6.3, que a pior qualificação do ı́ndice PC se deve ao fato deste ı́ndice

ter uma tendência a qualificar melhor o algoritmo VFKM, mesmo quando

ele não é o melhor. Isto aconteceu principalmente nos datasets em que os

valores da função perda do VFKM estão mais próximos das curvas dos ou-

tros dois algoritmos fuzzy, levando o ı́ndice a um erro de classificação (a

saber, isto ocorreu nos bancos de dados 3, 9, 10, 11, 13, 19, 22 e 25, como visto

na Figura 6.1). Creditamos isso ao fato de, como dissemos na seção 2.3.1,
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o ı́ndice PC fornecer valores máximos para partições crisp, portanto dando

preferência ao algoritmo VFKM, por sua caracteŕıstica crisp, quando sua

perda se aproxima da perda dos outros dois algoritmos.

O algoritmo VFFCM também foi comparado, em relação à tempo de

execução, ao método de amostragem progressiva, descrito na seção 2.4. Uti-

lizando uma amostragem geométrica com tamanho de valor 100 para a amos-

tra inicial (n0 = 100) e duplicando o tamanho da amostra a cada rodada

(a = 2), como proposto em (PROVOST, et al., 1999), obtivemos os tempos,

em segundos, mostrados no gráfico da Figura 6.6.

Figura 6.6: Comparação de tempo com a amostragem progressiva - Tempo em

segundos × Dataset

É posśıvel observar que os valores da amostragem progressiva não são

bons, raramente chegando até mesmo próximos aos tempos do VFFCM,

sendo inclusive piores que o próprio algoritmo FCM em alguns casos. Pode-

mos creditar este comportamento à escolha sugerida em (PROVOST, et al.,
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1999) do valor da amostra inicial n0, que funcionou adequadamente para os

grandes datasets onde foram aplicados, mas é uma inicialização muito fraca

para bases de dados arbitrariamente grandes, que é o caso dos datasets que

estamos aplicando.
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BD Algoritmo Tempo PC C/S PBMF Perda
(max) (min) (max) (min)

1 VFKM 0.25464 0.72155 0.32105 0.00101
FCM 24512 0.46565 0.53154 0.65324 0.00012

VFFCM 13112 0.65161 0.46484 0.88671 0.00009
2 VFKM 0.24546 0.85122 0.35402 0.00053

FCM 26007 0.41026 0.35401 0.76542 0.00002
VFFCM 14372 0.37515 0.30508 0.62485 0.00003

3 VFKM 0.32648 0.65123 0.32544 0.00017
FCM 23563 0.22647 0.60554 0.46523 0.00010

VFFCM 12039 0.28644 0.56540 0.63217 0.00005
4 VFKM 0.51344 0.82009 0.32218 0.00038

FCM 26935 0.64214 0.46515 0.53187 0.00010
VFFCM 17017 0.68123 0.31057 0.78512 0.00004

5 VFKM 0.44864 0.76542 0.23548 0.00047
FCM 22306 0.51289 0.50357 0.53624 0.00010

VFFCM 13373 0.45198 0.66580 0.46502 0.00016
6 VFKM 0.51684 0.32568 0.75412 0.00006

FCM 31111 0.32945 0.65238 0.46232 0.00022
VFFCM 12898 0.37964 0.52177 0.57852 0.00009

7 VFKM 0.21657 0.90240 0.21208 0.00221
FCM 29615 0.48932 0.65321 0.65301 0.00008

VFFCM 18653 0.78615 0.25854 0.79852 0.00003
8 VFKM 0.24219 0.82624 0.08632 0.00108

FCM 19012 0.52167 0.43525 0.65421 0.00011
VFFCM 11233 0.81642 0.23584 0.86511 0.00003

9 VFKM 0.84895 0.65582 0.43510 0.00008
FCM 18971 0.68028 0.35685 0.75412 0.00004

VFFCM 10226 0.78235 0.24501 0.85284 0.00000
10 VFKM 0.70219 0.65401 0.46655 0.00017

FCM 23915 0.65209 0.23548 0.76515 0.00003
VFFCM 13751 0.45682 0.26547 0.90120 0.00002

Tabela 6.4: Resultados Experimentais (Bancos de Dados de 1 a 10)
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BD Algoritmo Tempo PC C/S PBMF Perda
(max) (min) (max) (min)

11 VFKM 0.67477 0.76545 0.38510 0.00019
FCM 25142 0.65408 0.50748 0.70129 0.00006

VFFCM 14967 0.60514 0.30564 0.86214 0.00003
12 VFKM 0.25199 0.80264 0.25641 0.00088

FCM 22265 0.56405 0.65232 0.64421 0.00011
VFFCM 12712 0.41028 0.35058 0.77655 0.00007

13 VFKM 0.54010 0.75213 0.19601 0.00025
FCM 25913 0.41387 0.35540 0.80255 0.00002

VFFCM 15924 0.35407 0.30623 0.75421 0.00004
14 VFKM 0.22218 0.92185 0.10523 0.00124

FCM 26425 0.66021 0.62321 0.64551 0.00009
VFFCM 16187 0.83613 0.21254 0.93507 0.00000

15 VFKM 0.34805 0.85340 0.35212 0.00098
FCM 17620 0.65320 0.23854 0.82642 0.00001

VFFCM 10098 0.80657 0.12365 0.91544 0.00000
16 VFKM 0.35105 0.75641 0.43508 0.00062

FCM 21524 0.52100 0.56005 0.76515 0.00007
VFFCM 14138 0.40547 0.31201 0.79852 0.00003

17 VFKM 0.68240 0.65654 0.51112 0.00021
FCM 23650 0.69523 0.45211 0.81317 0.00001

VFFCM 15359 0.71567 0.12504 0.88071 0.00000
18 VFKM 0.35654 0.75321 0.55321 0.00038

FCM 18866 0.56087 0.45370 0.62453 0.00011
VFFCM 10125 0.65270 0.31025 0.79541 0.00003

19 VFKM 0.72870 0.32555 0.65512 0.00005
FCM 20199 0.65273 0.29560 0.79562 0.00003

VFFCM 12386 0.62487 0.17565 0.88568 0.00000
20 VFKM 0.35560 0.75455 0.43257 0.00070

FCM 28142 0.58972 0.36666 0.61580 0.00008
VFFCM 14853 0.75402 0.28547 0.87805 0.00002

Tabela 6.5: Resultados Experimentais (Bancos de Dados de 11 a 20)
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BD Algoritmo Tempo PC C/S PBMF Perda
(max) (min) (max) (min)

21 VFKM 0.65211 0.46532 0.69652 0.00011
FCM 19007 0.54568 0.65421 0.58617 0.00015

VFFCM 10997 0.50544 0.59874 0.63504 0.00012
22 VFKM 0.41597 0.32152 0.73456 0.00004

FCM 17719 0.35480 0.16560 0.87409 0.00002
VFFCM 9982 0.34874 0.35408 0.74125 0.00004

23 VFKM 0.38544 0.82404 0.35444 0.00061
FCM 18113 0.64064 0.35477 0.65482 0.00006

VFFCM 11971 0.85140 0.21114 0.86547 0.00001
24 VFKM 0.23477 0.68421 0.47545 0.00044

FCM 27671 0.54242 0.62155 0.55821 0.00025
VFFCM 16564 0.72150 0.51584 0.70108 0.00011

25 VFKM 0.53172 0.46221 0.75214 0.00003
FCM 23547 0.32548 0.54521 0.72215 0.00008

VFFCM 14641 0.50450 0.32150 0.80520 0.00001
26 VFKM 0.34284 0.79521 0.45214 0.00065

FCM 19962 0.53242 0.53214 0.73022 0.00004
VFFCM 13137 0.60640 0.32155 0.79621 0.00002

27 VFKM 0.35420 0.76899 0.43215 0.00049
FCM 19198 0.65221 0.46580 0.55211 0.00007

VFFCM 12112 0.74012 0.40235 0.61658 0.00005
28 VFKM 0.39521 0.68532 0.31207 0.00073

FCM 28030 0.76523 0.24652 0.92654 0.00001
VFFCM 15234 0.53240 0.20158 0.84522 0.00002

29 VFKM 0.46552 0.83514 0.34486 0.00058
FCM 20389 0.56210 0.56231 0.49521 0.00027

VFFCM 12271 0.85474 0.22359 0.88221 0.00000
30 VFKM 0.24219 0.91237 0.21354 0.00107

FCM 23987 0.53210 0.76521 0.42007 0.00032
VFFCM 13383 0.70521 0.59563 0.66441 0.00020

Tabela 6.6: Resultados Experimentais (Bancos de Dados de 21 a 30)
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Caṕıtulo 7

Conclusão

Como apontado em (HAMERLY, ELKAN, 2002), a utilização da função

de pertinência fuzzy é essencial para obter bons agrupamentos. Portanto,

adaptamos o método de (DOMINGOS, HULTEN, 2001) para tornar algo-

ritmos de aprendizado de máquinas escaláveis para bases de dados arbitra-

riamente grandes e o aplicamos ao FCM, desenvolvendo o algoritmo Very

Fast Fuzzy C-Means (VFFCM). Em (PAL, BEZDEK, 2002), esta adaptação

foi considerada uma importante questão ainda em aberto, por não ser um

problema de solução simples e direta.

Nós comparamos VFFCM com o VFKM e o FCM, em 30 diferentes con-

juntos de dados (com 1 milhão de exemplos e 100 dimensões cada), utilizando

como ı́ndice de qualidade do agrupamento: a perda relativa aos verdadeiros

clusters e três diferentes ı́ndices de qualidade de agrupamento.

VFFCM alcançou seus objetivos principais: os resultados da qualidade de

agrupamento do VFFCM são pelo menos tão bons quanto os resultados obti-

dos passando todos os dados pelo FCM, o que mostra que o modelo produzido

pelo VFFCM realmente não difere significantemente daquele produzido pelo

FCM. Além disso, foi observado um speedup do VFFCM relativo ao FCM,
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onde o VFFCM foi pelo menos 1, 5 vezes mais eficiente, sendo até 2, 4 vezes

mais eficiente no melhor caso. O algoritmo VFKM obteve um speedup simi-

lar em relação ao K-Means. Os resultados experimentais também mostraram

que a qualidade de agrupamento do VFFCM é quase sempre melhor do que a

do VFKM (27 de 30), como esperado já que FCM costuma fornecer melhores

agrupamentos do que o K-Means.

Outra importante contribuição desse trabalho é o algoritmo da Figura 5.1,

onde é apresentado não apenas o pseudo-código do novo algoritmo VFFCM,

mas também é mostrado de forma simples o pseudo-código referente ao algo-

ritmo VFKM, que não havia sido apresentado de forma tão clara em (DO-

MINGOS, HULTEN, 2001). Apresentar o algoritmo dessa maneira é muito

importante para a melhor visualização de seu funcionamento, além disso fa-

cilita a diferenciação entre os algoritmos VFKM e VFFCM.

O método descrito em (DOMINGOS, HULTEN, 2001) foi relacionado a

outros importantes trabalhos na literatura (MARON, MOORE, 1994; JOHN,

LANGLEY, 1996), incluindo algoritmos de agrupamento escaláveis e amos-

tragem progressiva (PROVOST, et al., 1999; BEZDEK, HATHAWAY, 2004).

A abordagem da amostragem progressiva é desfavorecida pelo fato das cur-

vas reais de aprendizado não acompanharem leis poderosas e outras formas

simples boas o suficiente para uma extrapolação segura (PROVOST, et al.,

1999). Como apontado em (DOMINGOS, HULTEN, 2001), a desvantagem

de seu método comparado com o a amostragem progressiva é que mais exem-

plos que o necessário talvez sejam usados para se alcançar a garantia do

método, enquanto que sua vantagem é que ele permite optimizar o número

de exemplos a cada passo do aprendizado, em oposição a determinar o número

de exemplos usado por todo o algoritmo. Essas caracteŕısticas provenientes
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do método utilizado no algoritmo VFKM, portanto, podem ser extendidas

ao VFFCM.

Comparando com o agrupamento no ambiente de aprendizado teórico

PAC (VALIANT, 1984; HAUSSLER, 1988; HAUSSLER, 1992; MISHRA,

et al., 2001), a inovação do método existente em (DOMINGOS, HULTEN,

2001) é que os limites são para a diferença entre o modelo aprendido com fini-

tos e infinitos dados para o mesmo algoritmo, e não para o melhor modelo da

classe. Desta forma, acreditamos que esses limites são mais precisos e evitam

aprendizado desnecessário. Os limites usados pelo PAC costumam precisar

de mais dados e não fornecem speedup em bases de dados extremamente

grandes.

Como trabalho futuro, esse método pode ser aplicado em outros algorit-

mos soft e algoritmos de aprendizado de máquinas, como redes neurais. Es-

sas aplicações forneceriam informações importantes sobre o funcionamento e

adaptação do método aos diversos tipos de algoritmos existentes no campo

da Mineração de Dados.

Outro trabalho futuro seria a comparação do algoritmo VFFCM com a

amostragem progressiva de uma forma diferentes da maneira como foi abor-

dada neste trabalho. Para obter os resultados experimentais, foi utilizada

para a amostra inicial um valor fixo de tamanho 100, como sugerido em

(PROVOST, et al., 1999). Seria interessante utilizar não apenas uma cons-

tante para o tamanho da amostra inicial, e sim uma abordagem eficiente,

como em (GU, et al., 2001), para melhorar a amostragem progressiva, já que

da forma que ela foi utilizada acabou mostrando, algumas vezes, resultados

piores até mesmo em relação ao algoritmo original.

Um último trabalho futuro seria a utilização de versões mais avançadas

do FCM, como uma das diversas versões descritas na seção 2.2. Por ser um
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algoritmo geral, o FCM acaba sendo mais conservador na eficiência e nos

modelos produzidos. Porém para aplicação do método em algum problema

espećıfico, a utilização do método em um algoritmo especialmente desenvol-

vido para este fim tornaria o algoritmo ainda mais eficiente.

69



Referências Bibliográficas
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