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Este trabalho € destinado a mostrar uma nova abordagem para a resolucdo do
problema linear de Maiquina de Vetores Suporte (SVM) O modelo matemético
considerado conduz a uma formulacdo que tem uma caracteristica significante, de ser
ndo-diferencidvel. Para superar esta dificuldade, o método de resoluc@o proposto adota

uma estratégia de suavizacio usando uma funcgfio suavizadora especial pertencente a

classe de funcdes C™.

A solucdo final € obtida através da resolugio de uma seqiiéncia de subproblemas
de otimizacfo diferencidveis irrestritos, definidos em um espaco com dimensdo
pequena, que gradativamente se aproximam do problema original. A utilizacdio dessa
técnica, denominada Suavizagio Hiperbdlica, permite superar as principais dificuldades
presentes no problema original. Um algoritmo simplificado contendo somente o
essencial do método € apresentado. Com o objetivo de ilustrar tanto a confiabilidade e
eficiéncia do método, realizou-se um conjunto de experimentos computacionais para

problemas teste padrio existentes na literatura.



Abstract of Dissertation presented to COPPE/UFRJ as a partial fulfillment of the
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SUPPORT VECTOR MACHINE CLASSIFICATION ALGORITHM BY
HYPERBOLIC SMOOTHING APPROACH
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December/2007
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This work is intended to show a new approach for solving the linear Support
Vector Machine (SVM) problem. The mathematical modeling of this problem leads to a
formulation which has the significant characteristic of being non-differentiable. In order

to overcome these difficulties, the resolution method proposed adopts a smoothing

strategy using a special C” differentiable class function.

The final solution is obtained by solving a sequence of low dimension
differentiable unconstrained optimization subproblems which gradually approach the
original problem. The use of this technique, called Hyperbolic Smoothing, allows the
maim difficulties presented by the original problem to be overcome. A simplified
algorithm containing only the essential of the method is presented. For the purpose of
illustrating both the reliability and the efficiency of the method, a set of computational
experiments was performed making use of traditional test problems described in the

literature.
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Capitulo 1 — Introducao

1.1 — Introducéo

Um problema muito comum nos dias atuais esti relacionado a tomada de
decisfio em ambientes cercados de incertezas e de imprecisdes. O ser humano, ao se ver
cercado de alternativas e opgdes, ndo € capaz de tomar uma decisdo com a certeza de
que ela seja a mais correta. Isso ocorre por ele ndo ser capaz de analisar todos os dados
que estdo ao seu redor. Para evitar enganos que podem até mesmo ser fatais em alguns
casos, esses problemas t€m sido resolvidos utilizando-se técnicas que empregam,
sobretudo, o conceito de aprendizado. O aprendizado se di a partir de dados
experimentais ou da experiéncia do agente com o ambiente no qual o problema estd
inserido. Assim, é desenvolvido um sistema, a partir de um conjunio de dados,
denominado conjunto de treinamento, capaz de extrair informacdes mais precisas sobre
o problema.

Neste contexto, procura-se o desenvolvimento de técnicas e algoritmos no
sentido de solucionar problemas relacionados 2 identificacfo, classificacio e predicio e
controle de sistemas adaptativos. Esse algoritmo é desenvolvido através de um processo
continuo de treinamento, considerando a existéncia de um conjunto de dados ou
informacdes do ambiente do problema.

Particularmente, em problemas de classificacdo relacionados a um conjunto de
treinamento, hd um processo inicial, onde se busca inferir uma hipdtese caracterizada
pelo projeto de um classificador, que possui um conjunto de pardmetros. Essa hipotese é
construida representando os dados do conjunto de entrada em vetores e treinando o
classificador para que ele classifique corretamente todos, ou a maioria dos dados do
conjunto de treinamento. Posteriormente, o classificador pode estabelecer uma
categorizagdo para uma nova amostra, desde que esta seja representada de forma
vetorial como os dados de entrada.

A Figura 1.1 ilustra a etapa de aprendizado do classificador. Nesse exemplo,
pode ser observado que existe um conjunto de classes distintas do mundo real. O
objetivo € representar cada uma dessas classes de forma vetorial, passar por uma etapa

de treinamento e construir o classificador. A etapa de treinamento tem a funcio de



“ensinar’ o classificador para que ele “aprenda” sobre as caracteristicas de cada classe

do conjunto de entrada.

X
X
Pré-processamento * ___> ) f 0(, KO(.) _—_> C

X

X Treinamento
Y

Representacdo
Dados de Entrada

Figura 1.1 - Representacfio da etapa de aprendizado de um classificador.

Na maioria das vezes, esses classificadores sdo treinados para atribuir os dados a
duas classes diferentes. Assim, ele é representado por uma fun¢fo discriminante que
serd um hiperplano, quando os dados forem linearmente separiveis, ou uma outra
fung¢do, para dados ndo linearmente separiveis.

Outra questdio importante na resolucdo de problemas de classificacio é o
tamanho do conjunto de treinamento do classificador. Alguns problemas possuem
muitos dados de entrada, o que torna o processo de treinamento extremamente lento.

Para driblar esse problema do tamanho do conjunto de treinamento, a maioria
dos softwares desenvolvidos para solucionar problemas de classificacdo utilizam
técnicas de reducdo do conjunto de treinamento, a fim de melhorar a eficiéncia do
software.

Uma das estratégias de maior sucesso no equacionamento de problemas de
classificacio ¢ a denominada Miquina de Vetor Suporte, mais conhecida por
denominacdo em inglés Support Vector Machine (SVM) (VAPNIK, 1995).

Um dos softwares de mais amplo uso na resolucio de problemas de
classificacdo, segundo a abordagem SVM, é o SVMLight. No decorrer do
aprimoramento desse software, também foram desenvolvidas técnicas para reducdo do
conjunto de treinamento, de forma a reduzir o tempo de processamento gasto pelo
classificador durante a fase de treinamento. Assim, esse software tornou-se um dos mais

eficientes na resolucdo de problemas SVM dentre os softwares conhecidos na literatura.



Neste trabalho serd apresentada uma técnica, segundo uma nova metodologia,
para resolucdio do problema de classificacfio, que igualmente inclui estratégias para a
reducdo do conjunto de treinamento, de forma a melhorar a eficiéncia do classificador

na obtencdo de solugdes.

1.2 — Problemas de classificacio

Existe uma grande variedade de problemas que podem ser solucionados por
métodos de classificaciio de dados. Neste t6pico, serfio descritos, de forma ampla,
alguns problemas, de 4reas distintas, que s#io solucionados com o auxilio das maquinas

de vetores suportte.

1.2.1 - Classificacao de Texto

O grande crescimento da quantidade de informac#o eletronica frente & falta de
ferramentas que possam manuseid-la de forma eficiente, acaba por originar um
fendmeno conhecido como sobrecarga de informacdo. Diversas dreas sofrem com esse
excesso de dados, sem ter como extrair informagGes importantes a partir deles, ou até
mesmo sem conseguirem inferir um resultado satisfatério.

Esse crescimento dificulta a localizacio de informagGes importantes disponiveis,
por exemplo, na WEB, que tem crescido exponencialmente em conjunto com a Internet.
Os sistemas de mensagens eletrdnicas, como e-mail, estdo entre os mais prejudicados,
ndo s6 pelo crescimento intrinseco da quantidade de informacdo, mas também pelo
crescimento do nimero de spams. Existem algumas metodologias capazes de extrair as
informagGes necessdrias e classificar os dados que estdo sendo analisados a fim de

diminuir essa sobrecarga, como € o caso das méiquinas de vetores suporte.

1.2.2 — Analise de Seqiiéncias biolégicas

Outra 4rea que sofre com o excesso de informacdo € a 4drea biol6gica. Com o
mapeamento do genoma humano uma série de perguntas e dividas surgiram. Para
solucionar grande parte dessas questdes é mecessdrio que existam formas de extrair
informacdes desses novos dados. Seqiiéncias protéicas homélogas, por exemplo, sdo

classificadas como seqiiéncias que compartilham de um ancestral comum, isto €, em



algum ponto da histéria evoluciondria houve uma seqiiéncia protéica tinica, a qual,
através de processos de especializacdo ou duplicaciio génica e divergéncia, produziu as
duas seqiiéncias homologas atuais.

A inferéncia de homologia, ancestralidade comum, € a conclusdo mais poderosa
que pode ser inferida através do processo de busca por similaridade entre seqiiéncias
protéicas. A importincia desse resultado deve-se ao fato de protefnas homdlogas
compartitharem estruturas similares. Como as funcdes das protefnas sdo determinadas
por suas estruturas, ao concluir que duas proteinas sdo homdlogas, pode-se afirmar que
elas possuem fun¢des semelhantes. Assim, o uso do classificador SVM pode ajudar na
formacdo de grupos de proteinas, permitindo que uma nova proteina possa ser analisada
a partir de informacdes de outras proteinas analisadas e conhecidas previamente.

Outro resultado importante € que a partir da descoberta de homologia entre
seqiiéncias de aminoacidos pode se determinar a que familia protéica a nova proteina
pertence, fornecendo os primeiros indicios sobre a funcionalidade da proteina. Nos
dltimos anos, os bancos de dados de seqiiéncias protéicas e de DNA cresceram tanto em
tamanho quanto em importancia. Esse crescimento esti relacionado 2 maior facilidade
de se encontrar seqiiéncias homélogas, mas por outro lado, houve uma maior exigéncia
para o desenvolvimento de técnicas cada vez mais eficientes para a solugfo destes tipos
de problemas.

Na Figura 1.2 é exibido um exemplo do funcionamento de um classificador para
o caso da andlise de uma seqiiéncia de DNA. O dado de entrada, ou amostra, é
representado por um vetor e aplicado 2 fungéo do classificador. Essa fungéo retorna um

valor que serd referente & classe mais indicada para a amostra.
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Figura 1.2 - Aplicaciie de uma ameostra de DNA a um classificador.



Utlizando um sistema semelhante ao ilustrado na Figura 1.2 é possivel unir as
seqiiéncias biol6gicas em grupos de acordo com suas similaridade. Sendo possivel

inferir qual a funcionalidade da nova segiiéncia classificada.

1.2.3 — Diagnéstico de doencas

O uso de classificadores para inferir diagnésticos também tem sido bastante
estudado. Basicamente, o classificador tem como dados de entrada um conjunto de
informagdes de um paciente e como resultado informa se o mesmo estd doente ou nio.

O problema Breast Cancer Diagnosis, ou Diagnéstico de Cincer de Mama
tornou-se um dos problemas mais importantes e utilizados pelos softwares de
classificacio. Esse problema foi estudado por Bennett e Mangasarian (BENNETT et al.,
1992) e por Bradley, Fayyad e Mangasarian (BRADLEY et al., 1998), dentre outros.

O SVM tem sido utilizado com grande sucesso na definicdo de uma funcio
capaz de diagnosticar se um individuo possui cincer de mama ou ndo. De maneira
reduzida, uma amostra celular de um paciente é classificada ou como benigno ou como
maligno.

Primeiramente, € extraida uma amostra da mama do paciente, através de um
procedimento ambulatorial, utilizando-se uma pequena agulha. A amostra é analisada
fazendo um contraste no nicleo das células. Esse contraste € entdo digitalizado
produzindo imagens que serdo utilizadas no processo de obtencio das caracteristicas das
células que estdo sendo analisadas.

Com a imagem obtida, sdo definidos os limites exatos dos niicleos e dez
caracteristicas sdo computadas para cada micleo. O valor médio, o valor extremo e o
erro padrio sdo entdo computados para os niicleos de uma imagem, para cada uma das
caracteristicas. Dessa forma, esse procedimento mapeia cada amostra da mama em um
vetor de dimens@o igual a trinta, sendo cada posigio do vetor ocupada por valores reais.

A base de dados do problema de diagndstico de céncer contém 198 observagGes
e cada uma delas possui 32 caracteristicas, sendo cada observacdo obtida pelo método
descrito anteriormente. Cada um desses casos possui diagnéstico conhecido e sdo
classificados como malignos ou benignos. Esse problema de diagnéstico de cincer de
mama €, em particular, ndo linearmente separdvel, ou seja, a fungfo de separacdo dos

dados € nao linear.



A partir do uso desse conjunto de dados é possivel treinar um classificador de
forma que ele seja capaz de inferir a qual grupo um novo paciente pertence. Assim,
tendo como entrada a andlise feita para as células da mama de um paciente, € possivel
determinar se ele est4 doente ou ndo.

Em geral, todos os classificadores possuem a mesma légica de funcionamento

descrito na Figura 1.2.

1.3 — Seqgliéncia da apresentagio

No presente trabalho, considera-se a resolucéio do problema conhecido como
Miquinas de Vetores Suporte, ou Support Vector Machine (SVM). Esse problema ¢
relativamente novo na literatura, sendo a sua proposicdo original apresentada por
Vapnik em 1995 (VAPNIK, 1995).

Desde entfo, a comunidade cientifica tem dedicado uma atencdo extremamente
expressiva ao tema. Esse grande interesse sobre o problema SVM decorre do mais
amplo escopo de suas aplicacOes praticas, podendo ser aplicado em diversas 4dreas na
solucdio de problemas distintos, como visto anteriormente.

A formulagio matematica do problema SVM apresenta algumas particularidades
como a ndo linearidade, ndo convexidade e nfio diferenciabilidade. Essas caracteristicas
impedem a solucdo desse problema pelos métodos padrdes de solucdo de problemas
com restrico.

No presente trabalho, a técnica de suavizacfio hiperbdlica serd adotada como a
alternativa para a solucio do problema SVM. Essa técnica corresponde a um
desdobramento direto do método da penalizacdo hiperbélica, destinado a solugdo do
problema geral de programacio ndo linear com restricdes, originalmente apresentado
por Xavier em 1982 (XAVIER, 1982).

A suavizacgdo hiperbélica tem sido usada para a solucio de diversos problemas
de programacfio matemdtica ndo diferencidvel. Primeiramente foi utilizado para a
resolucdo de um problema de calibracio automética de modelos hidroldégicos, como
apresentado em (DIB, 1994) e em (SILVA et al., 1990). Logo a seguir, foi adotada para
resolver um problema de controle elétrico, conforme apresentado em (MOTA et al.,
1992), e para a minimizac@o de funcdes definidas por mais de uma clausula, conforme

em (XAVIER, 1993).



Como os resultados obtidos inicialmente foram de fato satisfatérios, essa
abordagem foi a seguir utilizada para a resolucio de um problema de grande
importincia tedérica e pritica, o problema min-max. A descrigdo detalhada desse
problema, bem como sua resolugfio através da técnica de suavizacdo hiperbdlica sdo
encontrados em (CHAVES, 1987) e em (CHAVES et al., 1998).

Uma sintese desse conjunto de aplicagbes € apresentada em (SANTOS, 1997).
Mais recentemente, essa técnica tem sido utilizada na resolucio de problemas de
recobrimento, simples e miiltiplo, de uma regiio plana por circulos, conforme
apresentado em (XAVIER, 2000), (XAVIER et al., 2003), (XAVIER et al., 2005) e
(BRITO, 2004). As aplicacdes mais recentes dessa abordagem consideram a resolugio
de problemas de agrupamento (Clustering), em (XAVIER, 2005), e o de classificacdo
segundo critério de méquina de vetor suporte, em (XAVIER et al., 2006).

Na técnica de suavizacgio hiperbédlica, em todos os problemas acima citados, a
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solucdo é obtida através da resolugdo de uma segiiéncia infinita de problemas

continuamente diferencidveis, classe C”, que gradativamente se aproximam do
problema original. Registra-se que o desempenho computacional dessa técnica, frente a
todos esses problemas, sempre obteve éxito.

Neste trabalho de dissertagfo, considera-se, em particular, a extensio e o
aprimoramento do uso da abordagem da suavizacio hiperbélica para a resolucio do
problema SVM, primeiramente utilizada no artigo (XAVIER et al., 2006). Para melhor
descrever essa técnica este trabalho estd organizado de acordo com a seguinte
seqiiéncia. No capitulo 2 & dada a defini¢o de classificagio, bem como a descri¢do de
algumas técnicas utilizadas na soluc@o desses problemas de classificagfio. Além disso, é
feita uma revisdo bibliogrifica, de forma resumida, sobre diversos métodos de
classificacio, onde estdo definidos de maneira formal os problemas SVM e
agrupamento (Clustering).

No capitulo 3 ¢ feita uma descri¢do formal do problema matemético associado
ao SVM, bem como suas principais caracteristicas e a metodologia de solugdo utilizada
na sua resoluc@o.

No capitulo 4 sdo apresentados os primeiros experimentos computacionais
desenvolvidos e os correspondentes resultados obtidos comparando-os com os
resultados apresentados pelo SVMLight, que é um software desenvolvido hi cerca de
dez anos, sendo amplamente utilizado na solu¢fio do problema SVM. O SVMLight

também € descrito com maiores detalhes nesse capitulo.



No capitulo 5 é desenvolvida uma técnica de reducio do conjunto de
treinamento, utilizada para melhorar a eficiéncia do software desenvolvido. Os novos
resultados obtidos apds a aplicacfio dessa nova técnica também sdo exibidos nesse
capitulo, comparando-os, novamente, com o SVMLight.

Finamente, no capitulo 6 s3o apresentadas as conclusdes e sugestdes para futuros

trabalhos.



Capitulo 2 — Técnicas de Organizagao de Dados

2.1 — Introducao

O crescimento da quantidade de informacgGes disponibilizadas pelos meios de
comunicagio, como Internet, ¢ uma das motivagbes para o estudo de técnicas de
classificacdo. Esses dados sfio disponibilizados de forma desordenada, tornando dificil
obter informacdes relevantes a respeito de um assunto especifico.

Existem dois tipos de enfoques béisicos e naturais para a organizacio desses
dados: agrupamento e classificacdo. A técnica de agrupamento consiste em agrupar os
dados através de uma métrica qualquer que informe a similaridade entre eles, de forma
que os dados mais semelhantes fiquem no mesmo grupo. J4 na classificacdo tem-se um
conjunto de dados em que a informagfo de pertinéncia a uma particular classe de um
conjunto de classes & conhecida. A problemdtica se destina a classificar um dado em
que a classe € desconhecida. Em principio, esse dado deve ser atribuido 2 classe na qual
o seu perfil melhor se encaixa.

A diferenca principal entre classificagfo e agrupamento estd na forma como os
dados de entrada sdo fornecidos. Nos problemas de classificacio cada dado estd
rotulado com alguma informacdo que especifica a qual classe ele pertence. J4 nos
problemas de grupamento os dados ndo s#o rotulados. Através do uso de uma métrica é
que se determina o grau de semelhanca entre eles. Assim, os dados mais semelhantes
sdo agrupados em grupos comuns, de forma que os dados com menor similaridade

ficam em grupos diferentes.

2.2 — Técnicas de Classificagéo

Existem vérias metodologias diferentes utilizadas para solucionar o problema de
classificagfo. Essas metodologias sfo classificadas basicamente em quatro dreas: andlise
exploratdria, predi¢io de modelos, otimizagdo e anélise de decisdo (ISAAC, 2003). As

quatro 4reas sdo descritas sucintamente a seguir:



¢ Analise Exploratoria: as metodologias desse grupo nfo utilizam informacdes
externas, elas extraem dos dados as informacdes necessdrias para 0 processo de
classificacdo. Um exemplo de uma técnica deste grupo é a andlise de cluster
(agrupamento), onde os dados mais semelhantes sdo agrupados no mesmo
grupo.

¢ Prediciio de Modelos: nesse grupo os dados sfo identificados e representados
matematicamente. As técnicas deste grupo utilizam informacdes externas no
processo de classificacfio e geralmente sfo utilizadas para fazer predi¢des ou
classificacdes sobre um novo dado desconhecido. Essas técnicas sfo, em sua
maioria, aplicadas a problemas com grandes quantidades de dados de entrada.
Alguns exemplos deste grupo sfo boosting, andlise discriminante, redes neurais,
reconhecimento de padrdes, regressdo, maquinas de vetores suporte e andlise
supervisionada.

¢ Técnicas de otimizacgfio: nessas técnicas se busca um conjunto de possiveis
solucdes para um problema restrito ou irrestrito com o objetivo de maximizar ou
minimizar uma funcfio matemdtica particular. Dentre as técnicas deste grupo
destacam-se os algoritmos genéticos, programacgio linear e programacdo ndo
linear. Vérias técnicas de predicio de modelo e anilise de decisfio utilizam
técnicas de otimizacdo para obter suas solugdes.

* Anadlise de decisiio: a proposta dessas técnicas € de avaliar as alternativas de
tomada de decisdo, fazendo a methor op¢io em situa¢Ges complexas, usualmente
sobre incertezas. Alguns exemplos sdo modelos graficos de decisdo, anélise de

decisdo de objetivos miltiplos e decisfo seqiiencial.

2.3 — Boosting

Boosting € uma técnica ufilizada para melhorar a performance de uma
metodologia de predi¢io j4 existente. Essa técnica utiliza uma seqii€ncia de algoritmos
de classificacfio para atualizar os pesos dos dados dos conjuntos de treinamento. A
técnica de Boosting produz bons resultados quando os algoritmos utilizados para
atualizar os pesos dos dados do conjunto de treinamento sio desenvolvidos a partir de

metodologias simples de classificacéo.
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O objetivo dessa metodologia € articular um conjunto de classificadores simples,
que ndo sdo capazes de apresentarem bons resultados sozinhos, e, por essa articulacdo,
produzir um classificador final eficiente. Essa técnica é 1til na solucdo de problemas
onde a obtencdio de um unico classificador eficiente € lenta e complexa. Assim, outras
técnicas sfo utilizadas para produzirem classificadores que, embora nfo sejam capazes
de solucionar o problema original, representam uma estrutura simplificada do problema.

Boosting organiza esses diversos classificadores simples e produz um
classificador geral e eficiente para solucionar o problema. A solug@o de um problema de
classificacdo complexo, por exemplo, utilizando a tecnologia de drvore produzird uma
arvore complicada e com grande profundidadel. A &rvore gerada serd um bom
classificador, porém muito complexo. Para solucionar o mesmo problema de
classificac@o pode ser produzida uma drvore rasa que embora seja simples ndo € um
classificador eficiente. Como esses classificadores ndo sfo eficientes eles sdo chamados
de classificadores fracos. A idéia da metodologia de Bossting é agrupar vdrios
classificadores fracos e produzir um classificador que tenha a precisdo dos
classificadores complexos e a simplicidade dos classificadores fracos.

Como outro exemplo, seja o problema de estimar log odds, que € uma funcgdo
definida no espaco de entrada das varidveis de predicdo. A técnica de boosting ird

produzir essa estimativa da seguinte forma
!
LO(x)=Y" Ag,(x), 2.1)
i=1

onde g,(x) s@o os resultados produzidos pelas tecnologias de predico utilizadas na
obtencdo dos resultados parciais e 4, sfo os pesos associados aos resultados de cada
classificador. Se drvore € a tecnologia utilizada para obter os resultados parciais, entdo
g,(x) é uma drvore rasa, como descrito no exemplo anterior. Assim, seri obtida uma

estimativa completa a partir da juncio de vérios resultados parciais, onde esses

resultados sdo produzidos por classificadores simples.

1 : p P . . L P

A profundidade de um n6 de uma 4rvore ¢ definida pelo maior nimero de nds existentes entre a
raiz ¢ o nd. A profundidade da drvore € dada pelo maior niimero de nds existentes entre a raiz a as folhas
da drvore. Assim, uma 4rvore € dita profunda quando é grande o nmero de nés existentes entre a raiz e

as folhas, ¢ € dita rasa quando existem poucos nds entre a raiz e as folhas.
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2.3.1 - AdaBoost

AdaBoost (ADAptive BOOSting) foi uma das primeiras técnicas de boosting a ser
desenvolvida e é, também, uma das mais utilizadas (REYZIN, 2005). Essa técnica

trabalha da seguinte maneira: seja D, o vetor de pesos d, que representa os pesos de
cada uma das observacdes do conjunto de treinamento, onde d,(i) é o peso da

observagio i na iteracfo . Para cada observagdo do conjunto de treinamento faca

inicialmente D, (i) =1/N , i=1,..,N, onde N é o nimero de elementos do conjunto de
treinamento. Seja, também, &, o peso do resultado produzido (hipétese h,) pelos
classificadores fracos na iteracdo 7. A cada iteraciio encontre /, com 0 menor €rro em

relag@o ao vetor de pesos D, e entdo atualize ¢, , 0 peso da hipéGtese, da regra:

1 1-
, =—log—%; 2.2)
27 4

onde 4, € o somatério de todos os pesos pela hipétese h, das observagGes classificadas

erroneamente na iteracio t:

N
=3 Ay, h(x,)); 2.3)
n=1
tal que:
I(x,y) = Lox*y (2.4)
D=0 xmy .

Para cada elemento do conjunto de treinamento atualize D para a proxima

iteracdo da seguinte maneira:

D, (i) exp(-a,y .1, (x,)) .
Z >

t

(2.5)

D Bl (l) =

onde Z, é anormade D,.
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O processo iterativo continua até que termine a etapa de treinamento. O

classificador final serd definido por:

H(x) = sinal[zT: ah, (x)) (2.6)

=1

onde 7' é o nimero de ciclos do boosting.

2.4 — Andlise Cluster (Agrupamento)

Agrupamento ou andlise de agrupamento é uma técnica que busca identificar
subconjuntos de dados de acordo com o grau de similaridade entre esses dados. As
observagOes pertencentes a um mesmo subconjunto apresentam um grau de similaridade
maior entre si que em relagio aos dados dos demais subconjuntos. A técnica de
agrupamento € distinta das técnicas de classificacio. O agrupamento € conduzido de
forma ndo supervisionada, ou seja, os dados do conjunto de treinamento nio possuem
rétulos indicando a qual classe eles pertencem e, além disso, nio h4, em alguns casos,
informagGes sobre o nimero de classes do problema. A similaridade entre os dados é
extraida de sua prépria estrutura. Elementos pertencentes a uma determinada classe sdo
mais homogéneos, mantendo grande similaridade entre si, enquanto que elementos
pertencentes a classes distintas apresentam maiores diferencas.

O objetivo da técnica de andlise de agrupamento € descobrir grupos naturais de
observagOes de forma que as observagdes de um dado grupo tendem a serem similares
entre st e dissimilares as observacdes dos outros grupos. Os modelos de agrupamento
tém sido utilizados em aplicacbes de biologia, em estatistica, em marketing para
caracterizar grupos de consumidores similares, dentre outros. Assim, com o lancamento
de um novo produto, por exemplo, se tem a informacéo de qual grupo de consumidores
ird se interessar mais ou menos pelo novo produto.

Existem, basicamente, duas técnicas de agrupamento, que serdo descritas nos

tépicos abaixo: agrupamento hierdrquico e agrupamento via particionamento.
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2.4.1 — Algoritmos Hierarquicos

A técnica de agrupamento hierdrquico € um procedimento que constréi uma
“arvore” onde em cada nivel dessa drvore representa uma alteracfio na estrutura dos
grupos. Existem dois tipos de agrupamento hierirquico. O primeiro é chamado de
agrupamento hierarquico aglomerativo que adiciona os dados aos grupos em cada nivel
da érvore. O segundo € denominado agrupamento hierdrquico particionado que realiza

sucessivas divisdes nos grupos.

Figura 2.1 - Agrupamento Hierarquico Aglomerativo e Particionado

Seja N o nimero de elementos de um problema de grupamento. Os métodos
hierdrquicos aglomerativos comecam com N grupos, onde cada um dos grupos possui
uma tnica observagfio. O ndmero de grupos € entdio reduzido para N-I pela jungio de
duas observacdes em um tnico grupo baseado em algum critério de similaridade entre

elas. O processo continua até que o miimero desejado de grupos seja atingido ou até que

14



seja obtido um Unico grupo que contenha todas as observagGes. Nessa técnica a drvore é
construida das fothas para a raiz, onde cada folha representa uma observacao.

Um exemplo do funcionamento dos métodos aglomerativos € ilustrado na Figura
2.1. O processo inicia de cima para baixo e pode ser observado no primeiro quadro que
cada observacdo representa um grupo, ou seja, no comecgo do procedimento t&m-se oito
grupos distintos. Em cada etapa do procedimento aglomerativo os dois grupos mais
préximos sdo unificados em um Udnico grupo e o processo continua até que todos as
observacoes fagcam parte do mesmo grupo como ilustrado no tltimo quadro. Entretanto,
ndo se deseja ter como resultado todas as observactes em um mesmo grupo. Pode ser
observado que o sexto quadro apresenta a melhor formacdo, onde as observactes mais
préximas estio nos mesmos grupos.

Os métodos hierdrquicos particionados trabalham no sentido oposto dos métodos
aglomerativos. Esses métodos comecam com um grupo de N elementos e divide esse
grupo em grupos menores usando um critério de dissimilaridade entre os dados. Um
critério bastante utilizado de dissimilaridade € a distincia entre os dados. Vérias funcGes
de distincia podem ser utilizadas, sendo a mais tradicional a distincia Euclidiana. O
processo de particionamento continua até que algum critério seja atingido ou até que
sejam obtidos N grupos com um elemento cada um. O processo dos métodos
hierdrquicos particionados também € ilustrado na Figura 2.1, pela ordem inversa,

comecando do oitavo quadro até o primeiro quadro.

2.4.2 — Algoritmos n&o Hierarquicos

As técnicas de agrupamento ndo hierdrquico buscam minimizar a distdncia
intragrupos, ou seja, minimizar a distdncia entre as observagtes pertencentes a0 mesmo
grupo. Essas técnicas exigem que o nimero K de grupos seja definido no comeco do
processo. Ap6s ser definido o mimero de grupos as observagles sdo separadas em K
grupos. Em cada iteracdo, a distincia entre as observacgdes e os centros dos grupos sdo
calculadas. Cada observac@o serd entdo associada ao grupo do centro mais préximo.
Assim, a observagio pode permanecer no mesmo grupo ou ser associada a um outro
grupo. Os centros dos grupos sdo recalculados e as distincias sdo novamente obtidas.
As itera¢Bes continuam até que ndo haja nenhuma troca entre os grupos. As técnicas de
agrupamento ndo hierdrquico podem trabalhar com conjuntos de dados muito maiores

que as técnicas de agrupamento hierdrquico.
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Vérios algoritmos foram desenvolvidos para solucionar o problema de
grupamento. O algoritmo k-Means, embora nfo seja o mais eficiente, € o mais utilizado.

Este algoritmo tem como entrada o mimero de grupos k e em primeiro lugar sdo

determinados k centréides ¢’, j =1,..,k . Ap6s a determinag3o inicial dos centr6ides

em cada iteracfio i as observagBes x',i=1,...,m, sfo associadas ao grupo (i) seguindo

‘@ ¢ o0 mais préximo da observagiio x'. Os centréides sdo

o critério que o centréide ¢
novamente determinados e as observagdes sd0 novamente associadas aos grupos. Esse

processo continua até que nfo haja alteracdes entre os centrdides.

2.4.3 — Formulacao Matematica

-Agrupamento ¢ definido como sendo um problema de associar m pontos
{x', %%y, x™}, definidos em um espaco real de dimensdo n (R"), a k grupos
{c',c?,.uyc*} de tal forma que a soma das distdncias de cada ponto ao centréide mais

proximo seja minima. Centréide é um ponto que melhor representa ¢ grupo ao qual ele

pertence. Este ponto terd as principais propriedades do grupo e este grupo passa a ser
representado por ele. Assumindo "" uma norma arbitrdria no R”, o problema de

agrupamento € entdo definido na forma

m
min 3 min |[x —c’u 2.7)
d ,...,L‘k i=1 =1,k

A equagdo (2.7) possui um somatério do minimo de um conjunto de funcdes
convexas que, na maioria dos casos, ndo € nem convexo € nem cOncavo. Assim, esse
problema torna-se bastante complexo, sendo de dificil resolugio.

O critério mais natural, intuitivo e fregiientemente adotado para (2.7) é de
minimizar a soma de quadrados das distdncias das observacdes ao seu centréide mais
proximo. Esse problema &€ conhecido na literatura como minimum sum-of-squares
clustering (MSSC). Este critério corresponde & minimizagfo da variincia intragrupos.

E um critério que contempla simultaneamente os objetivos de homogeneidade e
de separagdo, pois de acordo com o Teorema de Huygens, minimizar a variancga intra

(homogeneidade dentro dos grupos) é equivalente a maximizar a varianga entre grupos

(separacdo entre 0s grupos).
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Trata-se de um problema nio-convexo e nio-diferencidvel. Xavier (XAVIER,
2005), apresenta uma metodologia de resolucdo baseada em suavizagdo das ndo

diferenciabilidades.

2.5 — Maquina de Vetor suporte (SVM)

SVM é um problema particular de classificacfo relativamente novo na literatura,
pois foi proposta por Vapnik em 1995 (VAPNIK, 1995). Esta técnica seré discutida com
mais detalhes no capitulo 3.

De forma simplificada, pode-se dizer que essa técnica & utilizada para separar
dois conjuntos e esses conjuntos s3o separdveis linearmente por um hiperplano. O
objetivo é produzir um classificador que ird trabalhar bem para exemplos ndo
conhecidos. Para tal o SVM determina esse hiperplano separador de forma que a

distincia do hiperplano as classes seja minimizada.
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Figura 2.2 - Hiperplanos separadores para doeis conjuntos de dados

No caso simples tem-se dois conjuntos de dados linearmente separdveis A e B.
Os dados dessas duas classes sdo representados por um par (s,,y,), onde s, representa
as coordenadas da observacdo i e y, € o r6tulo da observagdo. O rétulo indicard a qual
classe s, pertence e, geralmente é dado por y,=%1. Como mostra na Figura 2.2,
existem infinitos hiperplanos capazes de separar as classes A e B linearmente.

Entretanto, existe somente um hiperplano que maximize a margem separando as duas
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classes. Esse € o objetivo do SVM, determinar o hiperplano que gere a maior margem
entre as classes. A margem é definida como sendo a distdncia entre o hiperplano e o
ponto mais préximo da classe A somado a distincia do hiperplano ao ponto mais
préximo da classe B. Ao maximizar a margem, o poder de generalizacdo do
classificador aumenta, ou seja, a chance do classificador acertar ao definir a qual classe
um dado desconhecido pertence aumenta. Assim, o nimero de erros produzidos pelo

classificador diminui.

2.5.1 — Descricao

Vapnik propds em 1995 (VAPNIK, 1995) uma nova técnica para classificacio
de dados denominada Support Vector Machine (SVM). Esta técnica & utilizada, na
maioria dos casos, para classificar dados em classes diferentes. A complexidade do
SVM estd relacionada & forma pela qual os dados estiio distribuidos. O caso mais
simples ocorre quando os dados podem ser separados linearmente por um hiperplano

(Figura 2.3).

Figura 2.3 - SVM Linear

A entrada do SVM consiste em um conjunto de dados, onde cada um & rotulado
com um valor indicando a qual classe ele pertence. Estes dados de entrada sdo
denominados como conjunto de treinamento. Em geral, os problemas SVM separam,
por um hiperplano, dois conjuntos de observacGes, onde essas observagdes sio definidas

da seguinte forma:

D ={(s‘, y‘),..., (s’, y )} se R", ye {-1,1}. (2.8)
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O conjunto de observacOes serd separado de forma 6tima pelo hiperplano
quando ndo existirem erros na separacfio e a soma das distincias entre os pontos mais
proximos ao hiperplano seja méaxima. Assim, o SVM fomece como solu¢do um
hiperplano que separa os dados com a méxima margem. Esta margem € definida, no
caso linear, pela soma da distincia do ponto mais préximo ao hiperplano da classe
positiva e da distincia do ponto mais proximo ao hiperplano da classe negativa, como
mostra a Figura 2.3. Estes pontos que fornecem a distdncia minima da classe ao

hiperplano sio denominados Vetores Suporte.

2.5.2 — Formulacao

O SVM linear apresenta uma formulacdo bastante simples, dada como segue:
U=XS—) (2.9)

onde x é o vetor normal ao hiperplano separador, s € o vetor do conjunto de pontos de

entrada e ¥ determina o deslocamento do hiperplano em relacdo a origem. Os pontos

mais préximos ao hiperplano estdo sobre os planos u=1, para os pontos da classe

positiva, e # =—1 para os pontos da classe negativa. Assim, tem-se a seguinte relacio:

x.s,—y21l  s,e€Classel
(2.10)

x.s; —y<—1 ;€ Classe—1.

onde s, representa o i-ésimo elemento do conjunto de treinamento. Em particular, como
exibido na Figura 2.4, x.s,—¥ = +1 para todos os pontos suporte da classe 1 e
x.5; —¥ = —1 para os pontos suporte da classe 2. A margem entdo pode ser calculada

pela soma destas equagdes:

m = (x.s, -—;V)+(x.s]. -)

_[fes) o [fos)-11
T E —

- frlkss) el )

A
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Como na solucio étima Kx, si) - }’! = (x, §; ) - }'i =1, no final do processo de otimizacio

a margem serd dada por:

(2.12)

Figura 2.4 - Definicio da mixima margem

A margem pode ser maximizada através do seguinte problema de otimizacio

(BURGES, 1998):

e . lypmpe
MINIMIZar —“x"
x¥ 2
S.a 2.13)
v (xs,—7)21, ief{l,2,..,1}

onde / representa o nimero de elementos do conjunto de treinamento ¢ y, & o rétulo que
indica a qual classe o elemento s, estd associado. Tem-se y, =+1 para os exemplos
positivos e y, =—1 para os exemplos negativos.

Pode ser observado que esta metodologia representa um problema de otimizagdo

quadrética. Usando a funcio Lagrangeana, esse problema de otimizacdo pode ser
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transformado em uma formulacfio dual, onde a funcio objetivo depende unicamente do

conjunto de multiplicadores de Lagrange. Esta formulacio é dada por (PLATT, 1998):

L. I 1 I I
maximizar X (2)=-)Y @, + EZ > y.y,060,(s.55,)
z i=1

i=1 j=1

S. e (2.14)

i ;=0
i=1

@ 20, Vi=l,..,l

Nesta formulacio & é um vetor com [/ componentes, onde cada uma representa
um elemento do conjunto de treinamento, ou seja, a componente ¢, corresponde ao
elemento (s;,y,).

Existe uma relacdo um para um entre cada multiplicador de Lagrange e cada
elemento do conjunto de treinamento. Uma vez que os multiplicadores de Lagrange sdo

calculados, o vetor normal x e ¥ podem ser determinados a partir da seguinte

relacio:

1
X=D 3,05
i=1

y=x.5,—~y, paraalguma, >0.

(2.15)

Como x pode ser calculado, pela equacdo (2.14), a partir do conjunto de
treinamento, o custo computacional para calcular um SVM linear € constante e estd
diretamente relacionado ao niimero de vetores suporte.

E clato que o SVM niio é utilizado somente para solucionar problemas
linearmente separdveis. Muito pelo contrdrio, a maioria dos problemas estudados
apresenta a caracteristica de serem néc linearmente separdveis e para estes casos a
formulacio anterior fornecera uma solucgéo infinita.

Em 1995, Cortes e Vapnik (CORTES er al., 1995) sugeriram uma modificagdo
na formulacdo do problema de otimizacdo anterior (2.13) permitindo que um ponto seja
classificado de forma errada, mas penalizando essas ocorréncias. Dentro desse

referencial, o novo problema ¢ dado por:
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P | L
minimizar —z—ﬂxﬂz + C; &

S.a (2.16)
y,(xs,—7)21-€&, ie{l,2,.,}
£20

onde & é uma varidvel de folga que permite a observagio i violar a margem e C é o

fator de penalidade, que estabelece um compromisso entre o erro de treinamento e a
margem. Esse pardmetro C pode ser visto também como um parametro que penaliza os
pontos que violam a margem.

Quando este novo problema é transformado em sua forma dual, somente a
restricdio de desigualdade do problema, em relagdo ao problema (2.14), € modificada e a

varidvel &, que possibilita que uma observacio viole a margem, nio aparece nessa

formula¢@o. O novo problema é dado por (PLATT, 1998):

maxnmlzarX(az‘)-— Za + EZ Zy,y](xa (5;55;)
i=1 j=1

8. a. 217

zl: ¥:0,=0
i=1

0L, <C, Vi=l,..,l.

A formulagcdo SVM pode ser generalizada também para utilizar separadores nio
lineares (BURGES, 1998). A classificacdo de uma nova observacdo desconhecida s,
através de um classificador nfio linear, € feita explicitamente pelos multiplicadores de

Lagrange, como segue:

{
u=Yy yoK(s,s)-y (2.18)

i=1

onde X, denominada funcdo kernel, indica a similaridade ou disténcia entre o vetor de

entrada s e o vetor do conjumnto de treinamento s, . Dessa forma, caso u = 1 sabe-se que

s pertence a classe 1, por outro lado, caso u < —1 a observacio s serd classificada

como sendo da classe —1.
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